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摘　 要： 有效识别贷款申请欺诈倾向是维护借贷双方利益的首要前提，是金融借贷市场一直以来关注的重点。 随着文本挖掘

技术的发展，贷款申请人提供的贷款描述，使其传达的信息受到更多关注。 研究中利用贷款描述文本对欺诈行为进行识别，
有助于拓宽非结构化文本数据在金融市场日常交易中的应用。 利用深度学习模型 Ｔｒａｎｓｆｏｒｍｅｒ 对文本信息进行提取，再用自

动编码器对文本信息进一步抽取，最终得到文本信息测度。 基于 １７ 个指标构建基准机器学习模型，进一步加入文本信息测度

作为新的预测变量。 样本外预测结果显示，文本信息测度有助于提升模型拟合效果，在不同模型中提升精度介于 ０．６８％－
１．４２％之间，表明结果具有稳健性；特征重要性结果也表明，文本信息测度在模型预测结果的贡献度中位于前 ４。 验证了文本

信息在欺诈识别中的作用。
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０　 引　 言

信贷欺诈识别不仅是国家有关部门关注的重

点，亦是对金融市场日常交易中的严峻挑战。 中国

金融市场发展起步较晚，金融体系尚不完善，有效识

别信贷欺诈问题，有利于互联网金融的创新发展和

传统金融业的数字化转型升级。 然而，仅靠年龄、学
历、房产状况等“硬信息”识别欺诈行为具有一定局

限性。 大数据背景下，文本数据是经济学中应用较

多的非结构化数据，其中蕴含着丰富的信息，被广泛

应用于度量经济政策的不确定性、股价预测、波动率

等［１］，以及将文本数据运用于违约预测［２］。

借贷申请人所提供的文本数据承载了申请人的

意愿、倾向，该类文本数据是指其在申请贷款时所填

写的贷款用途、贷款原因等文本，因此具有独特的价

值意义。 了解客户的资信状况是授信过程中十分关

键的环节，是决定是否授予贷款的前提和基础，为此

相关平台人员必须综合客户的有关信息（资信状

况、还款意愿等），识别客户真伪信息［３］。 文本数据

的引入拓宽了了解客户信息的渠道，为全面评估客

户、减少损失提供了保障。
在信贷欺诈识别模型中，机器学习算法是主流

算法之一，与统计、计量分析方法（如：Ｌｏｇｉｔ 模型）相
比，具有更高的识别效率和准确率［４］。 利用机器学



习进行欺诈数据检测主要分为 ３ 条路径：
（１）根据不平衡样本集，使用机器学习模型预

测。 如：文献［５］中构建决策树与布尔逻辑函数的

融合模型，对金融消费行为进行分析，并在此基础上

使用聚类方式区分正常交易与非正常交易，以此判

断持卡人交易是否符合规范。 文献［６］基于数据挖

掘技术，设计信用卡欺诈检测系统，该系统使用贝叶

斯分类器对客户数据进行识别，判断客户是否存在

欺诈行为。 文献［７］提出模糊二范数二次曲面支持

向量机模型，用于信贷违约预测。 实证结果表明，相
比二次曲面支持向量机模型、二次核的加权二范数

支持向量机模型等 ４ 个支持向量机变体模型而言，
该模型评估效果得到显著提升。

（２）使用神经网络模型进行预测。 文献［８］在
ＢＰ 神经网络基础上，融合遗传算法（ＧＡ）评估德国

信用卡消费行为风险。 该研究结果表明，混合模型

效果优于单一的 ＢＰ 神经网络模型。
（３）平衡样本数据之后进行预测。 由于欺诈数

据往往具有样本分类不平衡的问题，ＳＭＯＴＥ 算法平

衡数据被广泛应用于欺诈检测。 文献［９－ １１］研究

结果表明：样本平衡后能有效提升模型预测性能。
虽然贷款申请人所提供的文本数据蕴含丰富信

息，但如何从该类文本数据中获取有效信息仍存在

一些需要解决的问题。 为此，相关人员做了大量的

研究工作。 文献［１２］中指出，在传统的词频统计、
词典法等方法中，由于选词及词典本身的限制，往往

会存在信息遗漏问题。 为了能够充分获取文本信

息，自然语言处理技术已广泛应用于文本挖掘。 如

ＣＮＮ、ＬＳＴＭ、ＲＮＮ、注意力机制等深度学习模型被广

泛用于文本信息提取。 文献［１３］使用了几种典型

的 ＣＮＮ 模型，用于文本分类中的特征提取，获取文

本信息的向量。 随着人工智能技术的发展，文献

［１４］ 中提出了一种完全基于 Ａｔｔｅｎｔｉｏｎ 机制的

Ｔｒａｎｓｆｏｒｍｅｒ 模型，打破了人们使用 ＲＮＮ 与 ＣＮＮ 做

自然语言处理的局限。 文献［１５］使用多种方式提

取文本特征作为新特征变量，用于构建信用违约模

型（如：ＬＤＡ、ＣＮＮ、Ｔｒａｎｓｆｏｒｍｅｒ 等）。 研究对比发现：
加入 Ｔｒａｎｓｆｏｒｍｅｒ 模型提取的文本特征对模型性能

提升效果高于其它文本提取方式。 此外，使用深度

学习模型所提取的文本信息存在高维问题，一般降

维方式为 ＰＣＡ、ＬＡＳＳＯ、核 ＰＣＡ 等方法，但由于经由

模型提取后的数据为非线性高维数据，一般降维方

法不能有效解决非线性问题，为保证降维效果，需选

取合适的降维方法。

本文致力于解决信贷文本信息的提取及降维，
并将其运用于信贷欺诈识别。 考虑到英文单词具有

大小写之分，为降低其重复性，使用 Ｓｎｏｗｂａｌｌ 对英文

进行词干还原，并在此基础上使用 Ｔｒａｎｓｆｏｒｍｅｒ 提取

文本信息，有效获取了文本信息。 其次，使用自动编

码器（ＡＥ）对提取的文本信息进行非线性降维，成功

获取文本信息测度指标。 最后，利用多个机器学习

模型（如：随机森林、ＸＧＢｏｏｓｔ、ＧＢＤＴ 等）与数据均衡

算法（ＳＭＯＴＥ、ＴｏｍｅｋＬｉｎｋｓ 欠采样等）相结合，作为

信贷欺诈识别基准模型。 在其基础上引入文本信息

测度作为新的预测变量，根据模型预测性能及特征

重要性分析，研究贷款申请人所提供的文本数据对

信贷欺诈识别的判断能力。

１　 信贷文本信息提取建模

１．１　 文本特征模型理论

１．１．１　 自动编码器（ＡＥ）
自动编码器（ＡＥ）是一种基于神经网络的数据

降维方法［１６］， 主要包括编码 （ Ｅｎｃｏｄｅｒ ） 和解码

（Ｄｅｃｏｄｅｒ）两部分，其网络结构如图 １ 所示。 当网络

输入确定后，利用输出等于输入来训练自动编码器

网络，使得输出尽可能地逼近输入。 其中，隐层单元

数量的选取要小于输入数据的维度。 在数据降维

中， ＡＥ 只需使用 Ｅｎｃｏｄｅｒ 部分的编码操作，将高维

度的输入数据映射到低维度的特征编码，达到降低

数据维度的目的，且该方法相比于主成分分析

（ＰＣＡ）方法能以非线性方式解决多重共线性问题。

输入层
X1、X2、…

输出层
X′1、X′2、…

隐藏层

编码阶段 解码阶段

W1 W2

图 １　 自编码结构

Ｆｉｇ． １　 Ａｕｔｏｅｎｃｏｄｅｒ ｓｔｒｕｃｔｕｒｅ

１．１．２　 Ｔｒａｎｓｆｏｒｍｅｒ
Ｔｒａｎｓｆｏｒｍｅｒ 由 Ｖａｓｗａｎｉ 等，在 ２０１７ 年提出，其

开创性的放弃了基于 ＲＮＮ、ＬＳＴＭ、ＧＲＵ 等循环神经

网络结构，取而代之使用了 Ａｔｔｅｎｔｉｏｎ 层和全连接层

构建网络，解决了语义长期依赖问题。 位置编码器

的引入解决了词语顺序的问题，并且由于没有了循

环神经网络的递归结构，网络求解过程可以并行完

成，大 大 提 高 了 效 率。 该 模 型 由 一 个 完 整 的
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Ｅｎｃｏｄｅｒ－Ｄｅｃｏｄｅｒ 框架构成，如图 ２ 所示。 其中，
Ｅｎｃｏｄｅｒ 部分功能比较单一，仅用于从原始句子中提

取特征，而 Ｄｅｃｏｄｅｒ 则功能相对较多，除特征提取功

能还包含语言模型功能。
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NeuralNetwork

FeedForward
NeuralNetwork

Self-Attention

R1 R2

Z2Z1

X1 X2
输入

输出 努力学习

Studyhard

Encoder

Encoder

Encoder

Encoder

Encoder

Decoder

Decoder

Decoder

Decoder

Decoder

（ａ） Ｅｎｃｏｄｅｒ 框架　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 （ｂ） Ｄｅｃｏｄｅｒ 框架

图 ２　 Ｔｒａｎｓｆｏｒｍｅｒ 结构

Ｆｉｇ． ２　 Ｔｒａｎｓｆｏｒｍｅｒ ｓｔｒｕｃｔｕｒｅ

１．２　 信贷文本信息获取及处理

１．２．１　 信贷文本信息获取

本文所使用的数据集，来源于美国大型信贷平

台 Ｌｅｎｄｉｎｇ Ｃｌｕｂ 所提供的 ２００７～２０１８ 年贷款申请人

信息，数据集中贷款申请人提供的“贷款描述”即是

本文所使用的“文本信息”。 该文本主要表现为贷

款申请人的贷款目的、贷款理由自述及贷款类别。
由于原始数据中并非所有样本均含有贷款描述，经
数据预处理后总共获取有效文本信息 ５１ ８２０ 条，其
中文本长度 ９０％以上少于 ５０ 个单词，表明文本数据

均为短文本。
１．２．２　 信贷文本信息处理

由于原始文本较短且英文单词无需进行分词，
故本文在对原始文本进行去除无意义字符、词干还

原及 转 化 词 向 量 后， 基 于 Ｐｙｔｈｏｎ 软 件 构 建

Ｔｒａｎｓｆｏｒｍｅｒ＋ＡＥ 的融合模型对文本特征进行提取。
由于该模型所提取的文本特征维度高达 ６８ 维，为降

低维度及便于后期衡量文本信息对模型贡献度，本
文使用 ＡＥ 将文本信息降维至 １ 维，获取最终的文

本信息测度（文本特征）。 实现流程如图 ３ 所示。
　 　 文本信息测度提取的主要步骤为：

Ｓｔｅｐ １　 使用“正则表达式”，剔除无意义字符

（如：日期、特殊符号等）。
Ｓｔｅｐ ２　 使用 Ｓｎｏｗｂａｌｌ 词干还原，获得原始单

词后，通过词袋法对单词出现次数进行排序，选取出

现次数排列前３８ ０００的词，获得文本向量。
Ｓｔｅｐ ３　 将文本向量输入 Ｔｒａｎｓｆｏｒｍｅｒ 模型，训

练并使用编码层获取文本特征（其中包括：位置编

码层、Ｔｒａｎｓｆｏｒｍｅｒ 层以及全连接层），由此可得到多

维度的文本特征。
Ｓｔｅｐ ４　 使用 ＡＥ 对高维文本特征进行非线性

降维，最终获得一维文本信息测度。

最终文本特征

自编码器降维

训练Transformer,
获取文本并降维 文本特征提取

Tokenizer
Sequence

三种方式将文本
处理为向量矩阵

文本清洗及
预处理

文本数据准备

正则
表达式

Snowball
词干还原

Transformer
模型

数据集中“desc”
作为文本数据集

图 ３　 文本特征获取流程

Ｆｉｇ． ３　 Ｔｅｘｔ ｆｅａｔｕｒｅ ａｃｑｕｉｓｉｔｉｏｎ ｐｒｏｃｅｓｓ

２　 变量选取与模型构建

２．１　 信贷欺诈数据收集及选取

与信用风险客户相比，欺诈风险客户主要表现

之一为没有还款意愿，其目的是找到风控系统的漏

洞或通过伪造信息等欺诈方式获得利益，是一种主

观上的恶意欺诈、拖欠等行为［１７］。 从定义出发确定

欺诈样本，将好样本标签以数字 １ 表示，坏样本以数

字 ０ 表示，便于后期模型拟合使用。
本文选取的原始数据集中共有 １５０ 个特征变

量，为了客观、全面判断借款人是否有欺诈意图，通
过数据特征工程，选取以下 １８ 个指标构建反欺诈评

估体系，各指标含义见表 １。
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表 １　 部分特征介绍

Ｔａｂ． １　 Ｉｎｔｒｏｄｕｃｔｉｏｎ ｔｏ ｐａｒｔ ｏｆ ｆｅａｔｕｒｅｓ

指标 释义

ｔｅｒｍ 贷款期限，值以月为单位

ｌｏａｎ＿ａｍｎｔ 借款人所申请贷款的列明金额

ｉｎｔ＿ｒａｔｅ 贷款的利率

ｅｍｐ＿ｌｅｎｇｔｈ 工作年限以年为单位

ａｎｎｕａｌ＿ｉｎｃ 借款人在登记时自报年度收入

ｖｅｒｉｆｉｃａｔｉｏｎ＿ｓｔａｔｕｓ 收入是否通过信用证核实

ｄｅｓｃ 借款人提供的贷款描述

ｄｔｉ 每月还款总额 ／ 申报的每月收入

Ｄｅｌｉｎｑ＿２ｙｒｓ 借款人过去 ２年逾期 ３０天以上的违约次数

ｍｏ＿ｓｉｎ＿ｏｌｄ＿ｒｅｖ＿ｔｌ＿ｏｐ 最古老的循环帐户已开立数月

ｍｏ＿ｓｉｎ＿ｒｃｎｔ＿ｒｅｖ＿ｔｌ＿ｏｐ 最近的循环帐户开立以来的几个月

ｎｕｍ＿ｔｌ＿ｏｐ＿ｐａｓｔ＿１２ｍ 过去 １２ 个月开立的账户数量

ｔｏｔａｌ＿ｂｃ＿ｌｉｍｉｔ 信用卡总信用 ／ 信用额度高

ｔｏｔａｌ＿ｉｌ＿ｈｉｇｈ＿ｃｒｅｄｉｔ＿ｌｉｍｉｔ 最高信用 ／ 信用额度

ｆｉｃｏ 借款人发放贷款时 ｆｉｃｏ 均值

ｉｎｃｏｍ＿ｌｏａｄ＿ｒａｔｏ 申报收入与借贷数比值

ｈｏｍｅ＿ｏｗｎｅｒｓｈｉｐ 借款人在登记时房屋所有权状况

ａｄｄｒ＿ｓｔａｔｅ 借款人在贷款申请中提供的国家

２．２　 数据描述性统计

经数据预处理及特征工程后，最终剩余 ５１ ８２０
个样本，样本集描述性统计结果见表 ２。

表 ２　 定量指标描述性统计

Ｔａｂ． ２　 Ｄｅｓｃｒｉｐｔｉｖｅ ｓｔａｔｉｓｔｉｃｓ ｏｆ ｑｕａｎｔｉｔａｔｉｖｅ ｉｎｄｉｃａｔｏｒｓ

指标名称 样本量 均值 方差 最小值 最大值

ｔａｒｇｅｔ ５１ ８２０ ０．１７ ０．３７ ０．００ １．００

ｌｏａｎ＿ａｍｎｔ ５１ ８２０ １７ ２１６．６３ ８ ３０３．８９ １ ０００ ３５ ０００

ｔｅｒｍ ５１ ８２０ ４４．３１ １１．４２ ３６ ６０．００

ｉｎｔ＿ｒａｔｅ ５１ ８２０ １４．５８ ４．５０ ６ ２６．０６

ｅｍｐ＿ｌｅｎｇｔｈ ５１ ８２０ ６．４３ ３．５６ ０．００ １０．００

ａｎｎｕａｌ＿ｉｎｃ ５１ ８２０ ８１ ３９０．０３ ６１ ５６２．４３ ８ ４００ ７ １４１ ７７８

ｖｅｒｉｆｉｃａｔｉｏｎ＿ｓｔａｔｕｓ ５１ ８２０ １．００ ０．００ １ １．００

ｄｅｓｃ ５１ ８２０ －０．０１ ０．００ －０．０２ ０．００

ｄｔｉ ５１ ８２０ １８．１２ ７．７４ ０．００ ３６．８２

ｄｅｌｉｎｑ＿２ｙｒｓ ５１ ８２０ ０．２８ ０．７６ ０．００ １８．００

ｍｏ＿ｓｉｎ＿ｏｌｄ＿ｒｅｖ＿ｔｌ＿ｏｐ ５１ ８２０ １８８．１１ ８６．４０ ５．００ ７６０．００

ｍｏ＿ｓｉｎ＿ｒｃｎｔ＿ｒｅｖ＿ｔｌ＿ｏｐ ５１ ８２０ １４．６０ １６．９２ ０．００ ２６４．００

ｎｕｍ＿ｔｌ＿ｏｐ＿ｐａｓｔ＿１２ｍ ５１ ８２０ １．８４ １．５５ ０．００ ２５．００

ｔｏｔａｌ＿ｂｃ＿ｌｉｍｉｔ ５１ ８２０ ２２ ７７８．４９ ２０ ６５４．８８ ０．００ ５６０ ８００

ｔｏｔａｌ＿ｉｌ＿ｈｉｇｈ＿ｃｒｅｄｉｔ＿ｌｉｍｉｔ５１ ８２０ ３９ ５４４．６８ ４０ ２４６．０５ ０．００ １ ２１４ ５４６

ｆｉｃｏ ５１ ８２０ ６９８．１８ ２９．７３ ６６２ ８４７．５０

ｉｎｃｏｍ＿ｌｏａｄ＿ｒａｔｏ ５１ ８２０ ５．８６ ５．９８ ２．００ ４８１．７４

　 　 根据数据描述性统计结果，数据集方差差异显

著。 为提高模型拟合结果，需对数据进行归一化处

理，针对分类变量 ｈｏｍｅ＿ｏｗｎｅｒｓｈｉｐ、ａｄｄｒ＿ｓｔａｔｅ 进行

Ｏｎｅ－Ｈｏｔ 编码。 归一化处理公式为：

Ｘｎｏｒｍａｌｉｚａｔｉｏｎ ＝
ｘ － ｘｍｉｎ

ｘｍａｘ － ｘｍｉｎ
（１）

２．３　 基准模型介绍

２．３．１　 随机森林模型

随机森林（Ｒａｎｄｏｍ Ｆｏｒｅｓｔ，ＲＦ）算法是一种经典

的装袋法（Ｂａｇｇｉｎｇ）模型，其基本原理是先在原始数

据集中随机抽样，构成 ｎ 个不同的样本数据集，然后

根据这些数据集搭建 ｎ 个不同的决策树模型，最后

根据这些决策树模型的投票情况获取最终结果。 随

机森林具有拟合速度快，方便处理大规模数据、易于

实现、可以避免过拟合等优点。
２．３．２　 ＧＢＤＴ 模型

ＧＢＤＴ（Ｇｒａｄｉｅｎｔ Ｂｏｏｓｔｉｎｇ Ｄｅｃｉｓｉｏｎ Ｔｒｅｅ）属于提

升（Ｂｏｏｓｔｉｎｇ）集成算法中的一种。 Ｂｏｏｓｔｉｎｇ 集成算

法的构建过程，是不断加强之前弱学习器判别错误

的样本权重，保证之后的弱学习器在错误样本上判

别正确。 ＧＢＤＴ 算法将损失函数的负梯度作为残差

的近似值，不断使用残差迭代和拟合树，使残差沿着

最大梯度的方向下降，最终生成强学习器。
２．３．３　 ＸＧＢｏｏｓｔ 模型

ＸＧＢｏｏｓｔ（ｅＸｔｒｅｍｅ Ｇｒａｄｉｅｎｔ Ｂｏｏｓｔｉｎｇ）是在 ＧＢＤＴ
的基础上，引入正则化损失函数来实现弱学习器的

生成。 加入了正则化的损失函数，不仅可以降低过

拟合的风险，且 ＸＧＢｏｏｓｔ 模型利用损失函数的一阶

导数和二阶导数值进行搜索，通过预排序、加权分位

数、稀疏矩阵识别及缓存识别等技术，大大提高了

ＸＧＢｏｏｓｔ 模型性能。 ＸＧＢｏｏｓｔ 通过最小化下面的正

则化目标函数来实现：

Ｌ Ø( ) ＝ ∑
ｉ
ｌ ｙ^，ｙ( ) ＋ ∑

ｋ
Ω（ ｆｋ） （２）

Ω ｆ( ) ＝ γＴ ＋ １
２
λ ｗ ２ （３）

　 　 其中， ｌ 是损失函数；Ω 是模型复杂程度的惩罚

项；γ、λ 分别是 Ｌ１ 、Ｌ２ 的正则化系数。
２．３．４　 ＬｉｇｈｔＧＢＭ 模型

ＬｉｇｈｔＧＢＭ 算法在原理上与 ＧＢＤＴ 和 ＸＧＢｏｏｓｔ
算法类似，都采用损失函数负梯度作为当前决策树

的残差近似值，去拟合新的决策树。 只是对框架进

行了优化（重点对模型训练速度的优化）。 其二叉

树的分裂增益公式为：
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Ｇａｉｎ ＝ １
２
［

Ｇ２
Ｌ

ＨＬ ＋ λ
＋

Ｇ２
Ｒ

ＨＲ ＋ λ
－

ＧＬ ＋ ＧＲ( )

ＨＬ ＋ ＨＲ ＋ λ
］ － γ

（４）

　 　 其中， １
２
［

Ｇ２
Ｌ

ＨＬ ＋ λ
＋

Ｇ２
Ｒ

ＨＲ ＋ λ
－

ＧＬ ＋ ＧＲ( )

ＨＬ ＋ ＨＲ ＋ λ
］ 是

指不考虑其它因素，通过分裂得到的增益。 但实际

上每次引入新叶子节点，都会带来复杂度的代价，即
γ。

Ｇ ｊ ＝ ∑
ｉ∈Ｉ ｊ

ｇｉ， ｉ ＝ １，２，…，ｎ；　 ｊ ＝ １，２，…，Ｔ （５）

Ｈ ｊ ＝ ∑
ｉ∈Ｉ ｊ

ｈｉ， ｉ ＝ １，２，…ｎ；　 ｊ ＝ １，２，…，Ｔ （６）

　 　 其中， Ｇ ｊ 为该叶子节点上样本集合中数据点在

误差函数上的一阶导数和二阶导数。
２．３．５　 Ｅｘｔｒａ－Ｔｒｅｅｓ 模型

极端随机树（Ｅｘｔｒａ－Ｔｒｅｅｓ，ＥＴ）算法与随机森林

算法十分相似，都是由许多决策树构成。 ＥＴ 算法在

节点划分时，选择的特征及对应的特征值不是搜索

比较所得，而是随机抽取一个特征，再从该特征中随

机抽取一个特征值，作为该节点划分的依据。 当子

模型的准确率大于 ５０％，并且集成的子模型数量足

够多时，整个集成系统的准确率达到合格。 这样做

的优点是：提供额外的随机性、抑制过拟合，并且具

有更快的训练速度，缺点是增大了偏差（ｂｉａｓ）。
２．３．６　 ＡＮＮ 模型

人工神经网络（ＡＮＮ）是由大量神经元模型组

成的信息响应网络拓扑结构，其可以分为几个

“层”，如：输入层、隐藏层和输出层。 其中，输入层

和输出层功能较为单一，隐藏层功能较多。 隐藏层

可以由多层神经网络层构成，其主要作用是对输入

层输入的数据进行计算转换，并将得到的结果传递

给输出层。 整个神经网络中，每层内部的神经元没

有连接，连接只设置在层与层之间。 此外，每个连接

都具有一个权重值。

３　 实证分析

本文使用 Ｐｙｔｈｏｎ 软件展开实证分析，构建欺诈

检测模型，将 ５１ ８２０ 个样本按 ９：１ 的比例划分训练

集和测试集。 由于数据样本的不均衡性，会对模型

拟合效果评价产生较大影响，本文选取不同的欠采

样、过采样方式对数据集进行均衡采样，探索不同采

样方式下模型性能的表现。 同时，多元化采样方式

有助于增强模型结果稳健性。 实证结果表明，在不

同采样方式下，加入文本特征后模型性能均有一定

提升。 实证过程中，将样本集分为两组，一组不加入

文本特征指标，另一组加入文本特征指标。
３．１　 实验结果评价

３．１．１　 评价指标

３．１．１．１　 真正例率 （ＴＰＲ） 和假正例率（ＦＰＲ）
在反欺诈模型中，其目的是为了检测出欺诈样

本。 由于传统的准确率（Ａｃｃｕｒａｃｙ） 指标无法准确评

价该模型实际欺诈检测准确率，为此模型评价采用

ＡＵＣ 指标，并绘制出模型的 ＲＯＣ 曲线。
对于一个二分类任务，可将所有的样例根据其

真实所属类别与模型结果组合分为真正例（ＴＰ）、假
反例（ＦＮ）、假正例（ＦＰ）、真反例（ＴＮ）４ 种情况，见
表 ３。

表 ３　 混淆矩阵

Ｔａｂ． ３　 Ｃｏｎｆｕｓｉｏｎ ｍａｔｒｉｘ

预测（正例） 预测（反例）

真实（正例） 真正例（ＴＰ） 假反例（ＦＮ）

真实（反例） 假正例（ＦＰ） 真反例（ＴＮ）

　 　 根据表 ３ 可定义真正率 （ＴＰＲ） 和假正率

（ＦＰＲ） 为：

ＴＰＲ ＝ ＴＰ
ＴＰ ＋ ＦＮ

（７）

ＦＰＲ ＝ ＦＰ
ＦＰ ＋ ＴＮ

（８）

３．１．１．２　 ＲＯＣ 曲线和 ＡＵＣ 值

受试 者 工 作 特 征 曲 线 （ Ｒｅｃｅｉｖｅｒ Ｏｐｅｒａｔｉｎｇ
Ｃｈａｒａｃｔｅｒｉｓｔｉｃ Ｃｕｒｖｅ，ＲＯＣ）以 ＦＰＲ 为横轴，ＴＰＲ 为纵

轴绘制，当其越靠近左上角，表明模型的性能越好，
如图４所示。 但当存在多条ＲＯＣ曲线很难进行比较

时，可使用 ＡＵＣ 值对模型性能进行评估。 ＡＵＣ 是

ＲＯＣ 曲线和 ｘ轴（ＦＰＲ轴） 之间的面积，其值能直接

反映出模型拟合结果的优劣。

ROC曲线
随机曲线

坏

好

AUC值为1

TP
R

FPR

图 ４　 ＲＯＣ 曲线

Ｆｉｇ． ４　 ＲＯＣ ｃｕｒｖｅ
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３．１．２　 实验结果评价

本文选用随机森林、ＧＢＤＴ、ＸＧＢｏｏｓｔ、ＬｉｇｈｔＧＢＭ、
ＥＴ 以及全连接神经网络（ＡＮＮ）共 ６ 个机器学习模

型，验证在不同模型上文本信息测度对预测结果贡

献的稳健性。
对全样本分别进行邻域欠采样、Ｔｏｍｅｋ Ｌｉｎｋｓ 欠

采样、随机欠采样、随机过采样以及 ＳＭＯＴＥ 过采

样。 为了降低模型过拟合及更多的获取数据信息，
研究中将训练集数据随机划分为 １０ 份进行交叉验

证，每次选取其中一份作为校验集，其余部分作为训

练集用于模型训练。
３．１．２．１　 加入文本数据前预测模型实验结果

根据表 ４ 可知，除 ＳＭＯＴＥ 采样下，ＬＧＢＭ 模型

表现最好以外，其余采样方式下最好模型均为

ＧＢＤＴ；在邻域欠采样下，所有模型评价结果明显高

于其它采样方式。 从总体评价结果来看，ＧＢＤＴ 模

型拟合结果最佳。

表 ４　 未加文本特征 ＡＵＣ 值

Ｔａｂ． ４　 ＡＵＣ ｖａｌｕｅ ｗｉｔｈｏｕｔ ｔｅｘｔ ｆｅａｔｕｒｅ

模型 邻域欠采样 ＴｏｍｅｋＬｉｎｋｓ 欠采样 随机过采样 随机欠采样 ＳＭＯＴＥ 过采样

ＥＴ ０．７９８ ８ ０．６８０ ２ ０．６８３ ０ ０．６８１ ７ ０．６７６ １

ＧＢＤＴ ０．８２１ ９ ０．７１０ ６ ０．７０６ ６ ０．６９９ ６ ０．６９３ ２

ＬＧＢＭ ０．８１６ ４ ０．７０５ ４ ０．７０１ １ ０．６９４ ８ ０．７０１ ４

ＲＦ ０．８０９ ５ ０．６９４ ２ ０．６８４ ５ ０．６９５ ２ ０．６７８ ６

ＸＧＢｏｏｓｔ ０．８０５ １ ０．６８３ ５ ０．６８０ ２ ０．６７５ ８ ０．６９０ １

ＡＮＮ ０．７８５ ６ ０．６７３ ６ ０．６８５ ３ ０．６７６ ２ ０．６６２ ８

３．１．２．２　 加入文本数据后预测模型实验结果

从采样方式看：邻域欠采样下所有模型评价结

果均高于其他采样方式，其中 ＳＭＯＴＥ 过采样方式

下除 ＬｉｇｈｔＧＢＭ 模型外，其它模型结果均表现欠佳。

由此可知，领域欠采样方式是最优采样方式，对提高

模型评价结果具有一定意义。 从模型角度看，除
ＳＭＯＴＥ 过采样方式，其余采样方式下最佳拟合模型

为 ＧＢＤＴ 模型， 其 ＡＵＣ 值高于其它模型。
表 ５　 加入文本特征后 ＡＵＣ 值

Ｔａｂ． ５　 ＡＵＣ ｖａｌｕｅｓ ａｆｔｅｒ ａｄｄｉｎｇ ｔｅｘｔ ｆｅａｔｕｒｅｓ

模型 邻域欠采样 ＴｏｍｅｋＬｉｎｋｓ 欠采样 随机过采样 随机欠采样 ＳＭＯＴＥ 过采样

ＥＴ ０．８０５ ６ ０．７０４ ５ ０．７０５ ３ ０．６９７ ２ ０．６８７ ８

ＧＢＤＴ ０．８３２ ０ ０．７２４ ６ ０．７２３ ５ ０．７１１ ２ ０．６９３ ０

ＬＧＢＭ ０．８２５ ７ ０．７２１ ５ ０．７１７ １ ０．７０５ ４ ０．７０７ ７

ＲＦ ０．８２３ ７ ０．７０９ ７ ０．７０５ ７ ０．７０５ ４ ０．６９２ １

ＸＧＢｏｏｓｔ ０．８１４ ０ ０．７０８ ６ ０．６９３ ３ ０．６８９ ７ ０．６９２ ９

ＡＮＮ ０．７９３ ２ ０．６９１ ２ ０．６８９ ６ ０．６８５ ８ ０．６８１ ４

　 　 对比无文本特征模型的 ＡＵＣ 值，含文本特征模

型 ＡＵＣ 值均有显著提升， 最高提升效果为 １．４２％
（随机森林模型），最差提升效果为 ０． ６８％ （ＥＴ 模

型），ＧＢＤＴ 模型作为 ＡＵＣ 值最高模型，其提升效果

为 １．０１％。 因此，加入文本特征对模型性能具有提

升效果，该特征对预测结果有贡献作用。
３．２　 模型特征重要性分析

特征重要性可以查看特征变量对目标变量的作

用，且按作用大小进行排序。 本文选取了提升表现

较好的 ４ 个模型进行特征重要性分析，提取欺诈检

测模型中排名前 １０ 的特征，并观察文本特征在前

１０ 重要特征中的位置，结果如图 ５ 所示。
　 　 图 ５（ａ）表明，在随机森林模型中，最重要的特

征变量为“ｄｅｓｃ” （文本特征）。 可以看出加入文本

信息特征会对模型预测的结果造成较大影响，证明

文本信息特征能有效改变模型预测结果；而在硬特

征中，贷款利率（ｉｎｔ＿ｒａｔｅ）占有重要影响地位。
图 ５（ｂ）显示在 ＧＢＤＴ 模型中，最重要的特征变

量为 ｉｎｔ＿ｒａｔｅ，次重要特征为 ｄｅｓｃ，可看出文本特征

对模型预测结果的影响程度较为显著。
图 ５（ｃ）显示文本信息特征“ｄｅｓｃ”重要性位列第

四，展示了加入文本信息特征的作用。 除此之外，ｉｎｔ＿
ｒａｔｅ 及 ｔｅｒｍ 重要性表现出一致性，且位列第一、第二。

图 ５（ｄ）的 ＬｉｇｈｔＧＢＭ 模型中，文本（ｄｅｓｃ）特征

重要性排位第一，且重要性显著高于其它特征。 除

去文本特征外，前 ４ 个特征的重要性基本一致。
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由特征重要性图示可知，文本特征指标在各模

型中均是重要特征，在大部分模型中位列第一和第

二，其重要性相比硬特征处于重要位置，对模型的预

测结果贡献较大。 从而验证了加入文本特征后，反
欺诈模型风险识别能力得到提升，文本特征的引入

具有一定意义。
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　 　 注：图中带三角形标号表示文本特征（ｄｅｓｃ）
图 ５　 特征重要性结果图

Ｆｉｇ． ５　 Ｆｅａｔｕｒｅ ｉｍｐｏｒｔａｎｃｅ ｒｅｓｕｌｔｓ

４　 结束语

本研究中引入文本信息作为新的影响因子，探
索了贷款文本信息对欺诈识别的作用，拓宽了非结

构化 数 据 在 金 融 交 易 中 的 应 用。 此 外， 将

Ｔｒａｎｓｆｏｒｍｅｒ 与 ＡＥ 相结合，有效降低了文本信息维

度，同时也保证了信息的全面性。
研究结果表明，以贷款利率、借款人年收入、最

早循环帐户已开立月数及文本特征为主的 １０ 个指

标与客户欺诈行为相关性最高。 在反欺诈预测模型

中，文本信息的引入，能够明显提升模型对欺诈客户

的识别性能，提升结果介于 ０．６５％－ １．４２％之间。 启

示有关金融机构平台，在审核贷款申请人信息时，可
要求贷款申请人提供必要的文本“软信息”，获取更

丰富的贷款人信息，更为全面评估是否授予贷款，维
护双方利益，减少不必要损失。

在未来工作中，除基础自编码器外，还可使用其

它编码器进行数据降维，也可尝试使用其他新算法构

建反欺诈模型，探索更多欺诈检测方式。 文本挖掘技

术的发展日新月异，新兴的文本挖掘技术也可用于提

取文本特征，亦是今后可以挖掘的方向。 由于文本特

征的特殊性，其对目标变量的影响机制有待进一步挖

掘，未来可探究文本特征可解释性分析。
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