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基于 ＧＰＳ 数据的震前短临异常检测
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摘　 要： 随着 ＧＰＳ 台站的普及，结合 ＧＰＳ 数据进行时间序列数据异常检测已成为热门研究领域。 针对现有方法普遍存在的

主观性强、普适性差等问题，运用鞅理论，提出了一种基于 ＧＰＳ 数据的震前短临异常检测算法（Ａｎｏｍａｌｙ Ｄｅｔｅｃｔｉｏｎ Ａｌｇｏｒｉｔｈｍ
ｂａｓｅｄ ｏｎ ＧＰＳ ｄａｔａ， ＡＤＡ）。 实验结果表明，ＡＤＡ 算法所检测到的 ＧＰＳ 数据中，异常出现时间与地震发生时间存在显著相关，
与时间序列异常检测中传统的 ｋσ准则和主流的异常检测模型 ＡＲＩＭＡ、单类别支持向量机 ＯＣＳＶＭ 以及基于两阶段聚类的异

常检测算法 ＴＳＯＤ 相比，ＡＤＡ 算法能够更直观、准确地反映震前 ＧＰＳ 数据中出现的异常，不易出现误报的情况。
关键词： 地震； 短临异常； ＧＰＳ； 鞅理论

Ｓｈｏｒｔ ｉｍｐｅｎｄｉｎｇ ａｎｏｍａｌｙ ｄｅｔｅｃｔｉｏｎ ｂｅｆｏｒｅ ｅａｒｔｈｑｕａｋｅ ｂａｓｅｄ ｏｎ ＧＰＳ ｄａｔａ
ＬＩ Ｎａｎ， ＬＩＮ Ｌｉｌｉ

（Ｃｏｌｌｅｇｅ ｏｆ Ｃｏｍｐｕｔｅｒ ａｎｄ Ｉｎｆｏｒｍａｔｉｏｎ Ｓｃｉｅｎｃｅｓ， Ｆｕｊｉａｎ Ａｇｒｉｃｕｌｔｕｒｅ ａｎｄ Ｆｏｒｅｓｔｒｙ Ｕｎｉｖｅｒｓｉｔｙ， Ｆｕｚｈｏｕ ３５００００， Ｃｈｉｎａ）

【Ａｂｓｔｒａｃｔ】 Ｓｈｏｒｔ ｉｍｐｅｎｄｉｎｇ ａｎｏｍａｌｙ ｄｅｔｅｃｔｉｏｎ ｂｅｆｏｒｅ ｅａｒｔｈｑｕａｋｅ ｉｓ ａ ｋｅｙ ｐａｒｔ ｏｆ ｔｈｅ ｅａｒｔｈｑｕａｋｅ ｅａｒｌｙ ｗａｒｎｉｎｇ． Ｗｉｔｈ ｔｈｅ ｒａｐｉｄ
ｐｏｐｕｌａｒｉｚａｔｉｏｎ ｏｆ ＧＰＳ ｓｔａｔｉｏｎｓ， ａｎｏｍａｌｙ ｄｅｔｅｃｔｉｏｎ ｂｅｆｏｒｅ ｅａｒｔｈｑｕａｋｅ ｂａｓｅｄ ｏｎ ＧＰＳ ｄａｔａ ｈａｓ ｂｅｃｏｍｅ ａ ｈｏｔ ｒｅｓｅａｒｃｈ ａｒｅａ． Ｉｎ ｏｒｄｅｒ ｔｏ
ｓｏｌｖｅ ｔｈｅ ｐｒｏｂｌｅｍ ｏｆ ｓｔｒｏｎｇ ｓｕｂｊｅｃｔｉｖｉｔｙ ａｎｄ ｐｏｏｒ ｕｎｉｖｅｒｓａｌｉｔｙ ｉｎ ｔｈｅ ｅｘｉｓｔｉｎｇ ｍｅｔｈｏｄｓ， ａｎ ａｌｇｏｒｉｔｈｍ ｂａｓｅｄ ｏｎ Ｍａｒｔｉｎｇａｌｅ ｔｈｅｏｒｙ ｉｓ
ｐｒｏｐｏｓｅｄ ｔｏ ｄｅｔｅｃｔ ｔｈｅ ｓｈｏｒｔ ｉｍｐｅｎｄｉｎｇ ａｎｏｍａｌｉｅｓ ｉｎ ＧＰＳ ｄａｔａ． Ｔｈｅ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｓｈｏｗ ｔｈａｔ ｔｈｅ ｄｅｔｅｃｔｅｄ ｓｈｏｒｔ ｉｍｐｅｎｄｉｎｇ
ａｎｏｍａｌｙ ｆｒｏｍ ＧＰＳ ｄａｔａ ｈａｓ ａ ｓｉｇｎｉｆｉｃａｎｔ ｃｏｒｒｅｌａｔｉｏｎ ｗｉｔｈ ｔｈｅ ｃｏｒｒｅｓｐｏｎｄｉｎｇ ｅａｒｔｈｑｕａｋｅ． Ｃｏｍｐａｒｅｄ ｗｉｔｈ ｔｈｅ ｔｒａｄｉｔｉｏｎａｌ ｋσ ａｎａｌｙｓｉｓ
ｍｅｔｈｏｄ， ｔｈｅ ｆａｍｏｕｓ ａｎｏｍａｌｙ ｄｅｔｅｃｔｉｏｎ ｍｏｄｅｌ ＡＲＩＭＡ， ｏｎｅ－ｃｌａｓｓ ｓｕｐｐｏｒｔ ｖｅｃｔｏｒ ｍａｃｈｉｎｅｓ （ＯＣＳＶＭ） ａｎｄ ｔｗｏ－ｓｔａｇｅ ｃｌｕｓｔｅｒｉｎｇ
ａｌｇｏｒｉｔｈｍ ｆｏｒ ｏｕｔｌｉｅｒ ｄｅｔｅｃｔｉｏｎ （ＴＳＯＤ）， ｔｈｅ ｐｒｏｐｏｓｅｄ ａｌｇｏｒｉｔｈｍ ｃａｎ ｒｅｖｅａｌ ｔｈｅ ｐｒｅｇｎａｎｃｙ ｏｆ ｔｈｅ ｅａｒｔｈｑｕａｋｅ ｍｏｒｅ ｃｌｅａｒｌｙ ａｎｄ
ａｃｃｕｒａｔｅｌｙ， ａｎｄ ｈａｓ ｌｅｓｓ ｆａｌｓｅ ａｌａｒｍｓ．
【Ｋｅｙ ｗｏｒｄｓ】 ｅａｒｔｈｑｕａｋｅ； ｓｈｏｒｔ ｉｍｐｅｎｄｉｎｇ ａｎｏｍａｌｙ； ＧＰＳ； Ｍａｒｔｉｎｇａｌｅ ｔｈｅｏｒｙ

�哈尔滨工业大学主办 学术研究与应用

基金项目： 福建省中青年教师教育科研项目（ＪＡＴ１９０１４２）； 福建省自然科学基金（２０１９Ｊ０５０４８）。

作者简介： 李　 南（１９８７－）， 男， 硕士， 讲师，主要研究方向：数据挖掘； 林莉莉（１９８５－）， 女， 博士， 讲师， 主要研究方向：数据挖掘。

通讯作者： 林莉莉　 　 Ｅｍａｉｌ：ｂｉｎｂａｎｂｉｎｂａｎ＠ １６３．ｃｏｍ

收稿日期： ２０２２－０１－０５

０　 引　 言

震前短临异常检测已成为防震减灾研究与应用

领域的研究热点。 当前，国内外学者大多采用射出

长波辐射［１］、电离层电子总含量［２］ 等电、热指标，来
进行短临异常检测，以探测震前一段时间及一定区

域内可能发生的地球物理、化学变化。 但这些方法

普遍存在观测数据不足、容易受到人为活动干扰等

缺陷［３］。
近年来，随着全球导航卫星系统技术（Ｇｌｏｂａｌ

Ｎａｖｉｇａｔｉｏｎ Ｓａｔｅｌｌｉｔｅ Ｓｙｓｔｅｍ，ＧＮＳＳ）的发展和 ＧＰＳ 台

站的普及，利用 ＧＰＳ 数据进行短临异常检测已成为

热门研究方向。 与传统的电、热指标相比，利用 ＧＰＳ
数据的方式，能更直接观测到大地震发生前出现的

地表中、低频地形形变，具有较好的客观性和稳定

性［４］。 但是，现有大多数研究方法普遍依赖地理学

科领域专家的知识和经验，且仅用单个典型震例的

ＧＰＳ 数据来验证异常检测方法的有效性，使其存在

主观性较强、普适性较差等问题［３］。
鞅理论［５］作为现代概率和随机过程的基础，适

用于时间序列数据分析场合，已被广泛运用于数据

挖掘中的决策优化、异常检测等领域。 因此，本文结

合数据挖掘的相关知识，运用鞅理论，提出一种基于

ＧＰＳ 数据的震前短临异常检测 算 法 （ Ａｎｏｍａｌｙ
Ｄｅｔｅｃｔｉｏｎ Ａｌｇｏｒｉｔｈｍ ｂａｓｅｄ ｏｎ ＧＰＳ ｄａｔａ， ＡＤＡ）。

实验结果表明，ＡＤＡ 算法所识别的 ＧＰＳ 数据中

异常出现时间与地震发生时间存在显著相关。 相比

于传 统 的 ｋσ 准 则 分 析 方 法、 异 常 检 测 模 型

ＡＲＩＭＡ［６］、单类别支持向量机 ＯＣＳＶＭ［７］，以及基于

两阶段聚类的异常检测算法 ＴＳＯＤ［８］ 等，ＡＤＡ 算法

能够更直观、准确地反映震前 ＧＰＳ 数据中出现的异

常，可为地震预警减灾提供有效手段。



１　 研究方法

本文短临异常检测算法包括：数据预处理、特征

提取以及异常检测 ３ 部分内容。
１．１　 数据预处理

由于数据采集设备、传输线路故障等原因，各
ＧＰＳ 台站的原始数据存在部分数据缺失的情况。 另

外，ＧＰＳ 台站每日坐标包括东西、北南和垂直 ３ 个方

向的数据，但垂直向数据通常误差较大［３］。 因此，
本文仅针对各 ＧＰＳ 台站东西向和北南向的坐标数

据进行处理。
首先，采用二阶多项式拟合方法，依次对东西向

和北南向上的 ＧＰＳ 数据进行缺失值填补。
给定某个台站特定方向上的一组 ＧＰＳ 数据

ｘｉ，ｔｉ( ) ，ｉ ＝ １，２，…，ｎｕｍ。 其中， ｎｕｍ 表示总天数；
ｘｉ 表示某天； ｔｉ 表示第 ｘｉ 天特定方向上的 ＧＰＳ 坐

标。 通过拟合函数 ｙ（ｘ，Ｗ） ＝ ｗ０ ＋ ｗ１ｘ ＋ ｗ２ｘ２， 求解

出损失函数 Ｅ Ｗ( ) ＝ １
２ ∑

ｎｕｍ

ｎ ＝ １
（ｙ ｘｎ，Ｗ( ) － ｔｎ） ２ 最小化

时的权重 Ｗ 。 当第 ｘ′ 天的数据缺失时，则使用预测

值 ｙ（ｘ′，Ｗ） 进行填补。
１．２　 特征提取

当同一个震例涉及多个 ＧＰＳ 台站，且不同台站

之间 ＧＰＳ 数据出现异常的时间和强度存在较大差

异时，会导致异常检测结果出现较大偏差。 为了弥

补以上不足，本文基于同一震例的所有相关 ＧＰＳ 台

站数据，采用二阶多项式拟合方法估算相应震例震

中位置的每日坐标。 震中坐标估算过程如算法 １ 所

示。 若某一震例只涉及一个台站，则直接使用该台

站数据即可。
算法 １　 使用所有相关 ＧＰＳ 台站的数据，估算

震中位置的每日坐标（以东西向为例）。
输入　 震中位置的经度 ｘ′， 相关的 ｎｕｍ 个 ＧＰＳ

台站的经度 ｘ１，ｘ２，…，ｘｎｕｍ， 相邻两日各台站东西向

坐标偏移量 Δｘ１，Δｘ２，…，Δｘｎ。
输出：震中东西向的每日坐标。
步骤 １ 　 针对各台站每日坐标位移数据

ｘｉ，Δｘｉ( ) ，ｉ ＝ １，２，…，ｎｕｍ， 求解出使得二项式拟合

函数的损失函数最小化时的权重 Ｗ。
步骤 ２　 基于拟合函数 ｙ ｘ，Ｗ( ) ，输入震中位置

的经度 ｘ′， 获得估算的偏移量 ｙ ｘ′，Ｗ( ) 。
步骤 ３　 根据 ｘ′ 和 ｙ ｘ′，Ｗ( ) ， 得到预估的震中

东西向的坐标 ｘ′ ＋ ｙ（ｘ′，Ｗ）。
为了降低 ＧＰＳ 数据中白噪声、高斯噪声等对检

测结果的影响，在运用算法 １ 获得震中位置各方向

的时序坐标数据后，使用滑动窗口技术对数据进行

降噪处理。 固定大小的滑动窗口内样本数据斜率的

变化，不仅能有效刻画数据在长趋势变化下的短期

特征，而且对噪声具有一定的鲁棒性［９］。 因此，本
文使用 ＧＰＳ 台站东西向和北南向坐标数据的斜率

变化范围来提取震中每日的综合特征。 特征提取过

程如算法 ２ 所示。
算法 ２　 根据震中东西向、北南向的每日坐标

（见算法 １），提取震中的每日综合特征。
输入　 震中东西向、北南向的每日坐标 Ｅ（ ｔ）、

Ｎ（ ｔ）， 滑动窗口大小 ｗｉｎｄｏｗ＿ｓｉｚｅ。
输出　 震中第 ｔ 天的综合特征 Ｖ（ ｔ）。
步骤 １ 　 使用线性回归算法，计算第 ｔ 天前

ｗｉｎｄｏｗ＿ｓｉｚｅ 天内东西向、北南向坐标：
Ｅ（ ｉ）：ｔ － ｗｉｎｄｏｗ＿ｓｉｚｅ ≤ ｉ ≤ ｔ 以及 Ｎ（ ｉ）：ｔ －

ｗｉｎｄｏｗ＿ｓｉｚｅ ≤ ｉ ≤ ｔ 的斜率，记为 ＳＥ（ ｔ）、ＳＮ（ ｔ）。
步骤 ２　 计算滑动窗口内，斜率 ＳＥ（ ｔ）、ＳＮ（ ｔ） 的

变化范围：
ＲＥ（ ｔ） ＝ ｍａｘ ＳＥ（ ｉ）：ｔ － ｗｉｎｄｏｗ＿ｓｉｚｅ ≤ ｉ ≤ ｔ{ } －
ｍｉｎ ＳＥ（ ｉ）：ｔ － ｗｉｎｄｏｗ＿ｓｉｚｅ ≤ ｉ ≤ ｔ{ }

ＲＮ（ ｔ） ＝ ｍａｘ ＳＮ（ ｉ）：ｔ － ｗｉｎｄｏｗ＿ｓｉｚｅ ≤ ｉ ≤ ｔ{ } －
ｍｉｎ ＳＮ（ ｉ）：ｔ － ｗｉｎｄｏｗ＿ｓｉｚｅ ≤ ｉ ≤ ｔ{ }

　 　 步骤 ３　 计算震中第 ｔ 天的综合特征值：

Ｖｔ ＝
ＲＥ （ ｔ） ２ ＋ ＲＮ （ ｔ） ２

２
１．３　 异常检测

地震的发生通常需要一定时间的能量累积，本
文基于提取到的某震中综合特征值，评估该震中第 ｔ
天的短临异常程度，并在此基础上利用鞅理论评估

震中在某连续时间段内短临异常程度。
设： Ｃ ｔ －１ 为 前 ｔ － １ 天 综 合 特 征 Ｖ ＝

Ｖ１，Ｖ２，…，Ｖｔ －１{ } 的均值（即中心值），即：

Ｃ ｔ －１ ＝ １
ｔ － １∑

ｔ －１

ｉ ＝ １
Ｖｉ （１）

　 　 Ｄｔ 为 Ｖｔ 相对于 Ｃ ｔ －１ 的偏移程度，即：
Ｄｔ ＝ ‖Ｃ ｔ －１ － Ｖｔ‖ （２）

　 　 其中， ‖·‖ 表示欧式距离。
根据公式（２）得到的偏移程度，进一步计算 Ｖｔ

和 Ｖ１，Ｖ２，…，Ｖｔ －１{ } 之间的相异度值 Ｓｔ， 即：

Ｓｔ ＝
ｆｕｎ ｊ ｜ Ｄ ｊ ＞ Ｄｔ( ) ＋ ｒａｎｄ·ｆｕｎ ｊ ｜ Ｄ ｊ ＝ Ｄｔ( )

ｔ
，

ｊ ＝ １，２，…，ｔ （３）
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　 　 其中， ｒａｎｄ 是一个 ０，１( ] 之间的随机数，
ｆｕｎ（） 是一个函数，返回满足指定条件数据的数量。

如： ｆｕｎ ｊ ｜ Ｄ ｊ ＞ Ｄｔ( ) 表示在 Ｖ ＝ ｛Ｖ１，Ｖ２，…，
Ｖｔ｝ 中 Ｄｔ ＜ Ｄ ｊ，ｊ ＝ １，２，…，ｔ 的数据数量。

从公式（３）可以看出， Ｓｔ ∈ ０，１( ] 。 根据同一

分布中各样本差异最小化原则［１０］， Ｓｔ 越小 Ｖｔ 就越

远离前 ｔ － １ 天数据的中心值 Ｃ ｔ －１， 则 Ｖｔ 和

Ｖ１，Ｖ２，…，Ｖｔ －１{ } 之间越不相似，表明震中第 ｔ 天的

短临异常程度越高。
鞅理论适合于刻画时间序列数据的连续变化情

况，使用统计量幂鞅值，可对持续一段时间内数据的

异常程度进行量化。 幂鞅值越高，越倾向于拒绝接

受数据序列分布稳定的假设。 本文采用鞅理论对数

据 Ｓ１，Ｓ２，…，Ｓｔ{ } 的分布情况进行量化分析，得到 ｔ
天内 Ｓ１，Ｓ２，…，Ｓｔ{ } 的幂鞅值 Ｍｔ。

Ｍｔ ＝ ∏
ｔ

ｉ ＝ １
ε·Ｓε－１

ｉ( ) ＝ Ｍｔ －１ ε·Ｓε－１
ｔ( ) ，Ｍ０ ＝ １ （４）

其中， Ｓｔ 为 Ｖｔ 和 Ｖ１，Ｖ２，…，Ｖｔ －１{ } 之间的相异

度值，根据文献［１］的推论 ε 取值 ０．８２。
从公式（４）可见，幂鞅值 Ｍｔ 值越大，说明 ｔ 天内

频繁出现 Ｓ 值较小的情况，暗示 ｔ 天内 ＧＰＳ 数据频

繁出现异常的程度越高。 为了避免公式（４）中幂鞅

值 Ｍｔ 值无限增大，需引入一个停止参数 ｈ 作为 Ｍｔ

的阈 值。 此 外， 本 文 还 引 入 一 个 稳 定 参 数

ｓｔａｂｌｅ＿ｄａｙ ，从第 ｓｔａｂｌｅ＿ｄａｙ ＋ １ 天开始计算幂鞅值，
以避免过短的时间序列数据对分析结果造成误差。
异常检测算法具体过程如算法 ３ 所示。

算法 ３　 使用某震中的综合特征序列，计算该

震中 ｔ 天内的幂鞅值 Ｍｔ。
输入　 某震中的综合特征 Ｖ ＝ Ｖ１，Ｖ２，…，Ｖｔ{ } 、

停止参数 ｈ、 稳定参数 ｓｔａｂｌｅ＿ｄａｙ。
输出　 某震中 ｔ 天内的幂鞅值 Ｍｔ。
步骤 １　 设： ｔ ＝ ｓｔａｂｌｅ＿ｄａｙ ＋ １。
步骤 ２　 根据 Ｖ ＝ Ｖ１，Ｖ２，…，Ｖｔ －１{ } ， 采用公式

（１）、（２）分别计算，得到 Ｃ ｔ －１ 和 Ｄｔ。
步骤 ３ 　 根据 Ｃ ｔ －１ 和 Ｄｔ， 采用公式（３） 计算

Ｓｔ。
步骤 ４　 根据 Ｓｔ， 采用公式（４）计算 Ｍｔ。
步骤 ５　 如果 Ｍｔ ≤ ｈ， 则 ｔ ＝ ｔ ＋ １，重新执行步

骤 ２ － ５，否则将第 ｔ ＋ １ 天作为第 １ 天，重新执行本

算法。
１．４　 ＡＤＡ 算法流程

基于算法 １、算法 ２ 和算法 ３，则 ＡＤＡ 算法具体

流程如图 １ 所示。

结束

使用算法3，计算该震中
若干天内的幕鞅值

使用算法2，提取震中的
每日综合特征

使用算法1，估算震中的
每日坐标

对各个台站的缺失值
进行填补

输入某震例相关GPS台站东西向、北南向的时序坐标数据，设置
滑动窗口大小windows_size，停止参数h，稳定参数stable_day

开始

图 １　 ＡＤＡ 算法流程图

Ｆｉｇ． １　 Ｆｌｏｗ ｃｈａｒｔ ｏｆ ＡＤＡ ａｌｇｏｒｉｔｈｍ

２　 实验设计与分析

２．１　 实验数据

本文研究对象为 ２００１ ～ ２０１０ 年间，北美发生的

震源深度小于 ６０ ｋｍ 且震级大于 ６． ０ 级的地震。
ＧＰＳ 台 站 时 序 坐 标 数 据 来 自 Ｎｅｖａｄａ Ｇｅｏｄｅｔｉｃ
Ｌａｂｏｒａｔｏｒｙ 提 供 的 数 据 共 享 服 务 网 站 （ ｈｔｔｐ： ／ ／
ｇｅｏｄｅｓｙ．ｕｎｒ．ｅｄｕ ／ ）。 选择的 ＧＰＳ 台站，需处于受相

应地震孕育影响的范围［１１］（即震中半径 Ｒ ＝ １００．４３Ｍａｇ

之内， Ｍａｇ 表示地震震级， Ｒ 的单位是 ｋｍ）。 实验

选择位于影响范围内，最靠近震中的 １０ 个 ＧＰＳ 台

站。 由于地震孕育过程通常在地震前 １ ～ ３０ 天开

始［１］，因此所使用台站的数据从地震发生前 １８０ 天

开始，到后 ３０ 天结束。 为了确保有足够的台站以供

分析，单个台站在这段时间内最多允许 ５％的数据

缺失。 从平台获得的数据是初步处理后的 ＧＰＳ 台

站每日坐标分别是东西向、北南向和垂直向。 文献

［３］中证实，ＧＰＳ 台站的时序坐标数据在垂直方向

的测量误差远大于水平方向。 因此，实验中只选用

东西向、北南向的每日坐标作为研究数据，以保证分

析结果的可靠性。
综合考虑 ＧＰＳ 台站位置和数据完整性，本文最

终采用的震例数据见表 １，相关信息来自美国地质

调查局网站（ｈｔｔｐｓ： ／ ／ ｅａｒｔｈｑｕａｋｅ．ｕｓｇｓ．ｇｏｖ ／ ）。
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表 １　 震例数据

Ｔａｂ． １　 Ｅａｒｔｈｑｕａｋｅ ｄａｔａ

Ｉｎｄｅｘ Ｔｉｍｅ Ｌａｔ．（ ｏＮ） Ｌｏｎｇ．（ ｏＥ） Ｄｅｐｔｈ（ｋｍ） Ｍａｇｎｉｔｕｄｅ

１ ２００３－１２－２２ ３５．７ －１２１．１ ８．４ ６．５

２ ２００９－０７－０３ ２５．１ －１０９．８ １０ ６

３ ２００９－０８－０３ ２９．０ －１１２．９ １０ ６．９

４ ２０１０－０４－０４ ３２．３ －１１５．３ ９．９ ７．２

５ ２０１２－０４－１２ ２８．７ －１１３．１ １３ ７

６ ２０１２－１２－１４ ３１．１ －１１９．７ １３ ６．３

７ ２０１８－０１－１９ ２６．７ －１１１．１ １０ ６．３

８ ２０１９－０７－０６ ３５．８ －１１７．６ ８ ７．１

２．２　 对比算法与参数设置

为了验证基于 ＧＰＳ 数据的短临异常检测算法

的有效性，将本文的 ＡＤＡ 算法与传统的 ｋσ 准则分

析方法、异常检测模型 ＡＲＩＭＡ、单类别支持向量机

ＯＣＳＶＭ 以及基于两阶段聚类的异常检测算法 ＴＳＯＤ
进行性能对比。

（１） ｋσ 准则分析方法：在 ｋσ 准则中，以 ｘ－ 表示

观测结果的平均值， σ 表示观测结果的标准差，如
果数据超出 ｘ－ － ｋσ，ｘ－ ＋ ｋσ[ ] 的范围，则认为出现

异常。 依据文献［１６］，本文将准则中的 ｋ 值设置

为 ２。
（２）ＡＲＩＭＡ 模型：利用差分整合移动平均自回

归模型，得到一个预测值，通过预测值与实际值的误

差大小来判断异常位置。 本文 ＡＲＩＭＡ 模型中的信

息准则函数选用贝叶斯信息准则。
（３）ＯＣＳＶＭ：单类别支持向量机，将异常检测视

为特殊的分类问题。 在训练过程中，只有一类数据，
首先得到可以代表这部分数据的模型。 在检测过程

中，判断给定样本是否属于此类别。 本文 ＯＣＳＶＭ
算法中的核函数选用高斯核函数。

（４）ＴＳＯＤ 算法： 是基于两阶段聚类的多变量

时间序列异常检测算法。 第一次聚类在各个变量上

筛选初始异常时间，第二次聚类结合所有变量进行

异常定位，以降低误检率。 ＴＳＯＤ 算法中第一次聚

类使用基于混合高斯模型的 ＥＭ 算法，第二次聚类

使用以全连接方式度量的层次聚类方法。
对比实验和参数优化实验中，使用的数据来自

表 １ 中震级最大的 ２０１０ － ０４ － ０４ 地震， ｋσ 准则、
ＡＲＩＭＡ 模型、ＯＣＳＶＭ 以及 ＴＳＯＤ 算法仅使用距离

地震震中最近的编号为 Ｐ５００ 的单个 ＧＰＳ 台站

（Ｌａｔｉｔｕｄｅ：３２． ６９ｏ Ｎ，Ｌｏｎｇｉｔｕｄｅ：– １１５． ３０ｏ Ｅ ）数据。
本文 ＡＤＡ 算法则涉及多个台站的 ＧＰＳ 数据，停止

参数 ｈ 设置为 ２ ０００，窗口大小 ｗｉｎｄｏｗ＿ｓｉｚｅ 设置为

７，稳定参数 ｓｔａｂｌｅ＿ｄａｙ 设置为 ５。
２．３　 性能对比分析

图 ２ ～ 图 ４、表 ２ 和图 ５ 分别给出了 ｋσ 准则、
ＡＲＩＭＡ 模型、ＯＣＳＶＭ、ＴＳＯＤ 算法以及 ＡＤＡ 算法的

运行结果。
为了更直观地观察 ＧＰＳ 数据的变化，图 ２ 中的

ＧＰＳ 数据中只使用数值的小数部分而忽略相同的整

数部分。 图 ２（ａ） ～２（ｃ）中中间的水平线表示 ｘ－， 上

下水平线分别表示 ｘ－ － ｋσ 与 ｘ－ ＋ ｋσ， 垂直线表示地

震发生时间。
　 　 图 ２（ａ） ～ ２（ｃ）中震前 ＧＰＳ 数据在 ３ 个方向上

均数次超过 ｘ－ － ｋσ，ｘ－ ＋ ｋσ[ ] 的警戒范围，最早的

一次出现在地震发生的前 ３ 个月；震后东西向与北

南向的坐标均发生了突变。 但据文献记载，孕震活

动通常发生在地震发生前的 ３０ 天左右［１］，这说明使

用 ｋσ 准则不能完全准确地检测到 ＧＰＳ 数据中与地

震相关的短临异常的存在，容易出现误报情况。 此

外，在不同方向上超过警戒范围的时间也不完全一

致，这进一步增加了结果分析的难度。 图 ２（ ｃ）中

Ｐ５００ 台站垂直向的 ＧＰＳ 数据波动较大，数值频繁

超过警戒范围且无明显规律，这源于 ＧＰＳ 数据在垂

直向的测量误差较大。
　 　 从图 ３（ ａ） ～ 图 ３ （ ｂ） 可见，震前 ４５ 天左右，
Ｐ５００ 台站东西向和北南向的坐标出现了 ＡＲＩＭＡ 模

型的预测值与真实值误差较大（即异常）的情况，但
随着地震的临近，误差并没有继续保持在较高的水

平。 因此，不能完全确定此次异常是否与地震相关，
也可能与噪声有关。 在垂直向上，ＡＲＩＭＡ 模型的预

测值和真实值之间的误差并没有显现出任何规律，
这同 ｋσ 准则的分析结果相一致。
　 　 图 ４（ａ） ～图 ４（ｃ）中，横坐标表示时间，纵坐标

表示当天给定方向的坐标值，在 ＯＣＳＶＭ 算法下的

类别。 １ 表示正常，－１ 表示异常。 从图 ４（ ａ）可看

出，Ｐ５００ 台站东西向异常最早出现在震前 ４５ 天左

右，在一周后断断续续出现并延续到震前。 从图 ４
（ｂ） ～图 ４（ｃ）可看出，ＯＣＳＶＭ 算法在北南向和垂直

向上，震前没有发现明显的异常显现规律，并出现多

次误报。 异常的不持续以及 ３ 个方向上异常出现时

间的不统一都增加了结果分析的难度。
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图 ２　 Ｐ５００ 台站各向 ｋσ准则分析结果

Ｆｉｇ． ２　 Ａｎａｌｙｓｉｓ ｒｅｓｕｌｔ ｏｆ ｋσ ｍｅｔｈｏｄ ｏｎ Ｐ５００ ｓｔａｔｉｏｎ
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图 ３　 Ｐ５００ 台站的 ＡＲＩＭＡ 模型分析结果

Ｆｉｇ． ３　 Ａｎａｌｙｓｉｓ ｒｅｓｕｌｔ ｏｆ ＡＲＩＭＡ ｍｏｄｅｌ ｏｎ Ｐ５００ ｓｔａｔｉｏｎ
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图 ４　 Ｐ５００ 台站的 ＯＣＳＶＭ 算法分析结果

Ｆｉｇ． ４　 Ａｎａｌｙｓｉｓ ｒｅｓｕｌｔ ｏｆ ＯＣＳＶＭ ａｌｇｏｒｉｔｈｍ ｏｎ Ｐ５００ ｓｔａｔｉｏｎ

表 ２　 Ｐ５００ 台站使用 ＴＳＯＤ 算法分析结果

Ｔａｂ． ２　 Ａｎａｌｙｓｉｓ ｒｅｓｕｌｔ ｏｆ ＴＳＯＤ ａｌｇｏｒｉｔｈｍ ｏｎ Ｐ５００ ｓｔａｔｉｏｎ

Ｓｔａｇｅ Ｃｏｒｒｅｓｐｏｎｄｉｎｇ ｔｉｍｅ ｗｈｅｎ ａｎｏｍａｌｙ ｉｓ ｄｅｔｅｃｔｅｄ

东西向 ２０１０－０２－０４，２０１０－０２－２２，２０１０－０２－２５，
２０１０－０２－２８，２０１０－０３－０１

北南向 ２０１０－０２－２３

垂直向 ２００９－１２－２２，２０１０－０１－２１

综合 ３ 个方向 ２００９－１２－２２，２０１０－０１－２８，２０１０－０２－２５

　 　 从表 ２ 可以看出，ＴＳＯＤ 算法在 Ｐ５００ 台站 ＧＰＳ 数

据上，最终检测出 ３ 次异常。 其中，距离地震发生最近

的异常是在震前 ４０ 天左右（２０１０－０２－２５），并出现了两

次明显的误报（在 ２００９－１２－２２ 以及 ２０１０－０１－２８）。
　 　 图 ５ 给出了 ２０１０－０４－０４ 地震 ＡＤＡ 算法运行

结果（即幂鞅值的变化趋势）。 从图 ５ 可明显看出，
在震前绝大部分时间，幂鞅值始终保持在一个相对

较小的区间内。 由于大地震震前能量是一个累积的

过程，幂鞅值从地震前较短的一段时间（约 １ 个星

期）开始缓慢增加，说明 ＧＰＳ 数据开始出现异常，暗
示震前局部应力场开始调整。 地震后各个台站的坐

标发生了较大变化，因此幂鞅值的波峰是在地震后

出现，且在地震后迅速超过预设的阈值 ｈ。 这说明

ＡＤＡ 算法对 ２０１０－０４－０４ 地震的异常检测是有效

的，且比 ４ 种对比算法能更直观地反映出震前短临

异常，不易出现误报的情况。
２．４　 参数优化分析

２．４．１　 稳定参数分析

为了分析稳定参数 ｓｔａｂｌｅ＿ｄａｙ 对本文方法性能

的影响，在 ２０１０－０４－０４ 地震上分别将 ｓｔａｂｌｅ＿ｄａｙ 设

置为 ５、７ 和 ９ 进行实验，幂鞅值的变化趋势如图 ６
所示。
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图 ５　 ２０１０－０４－０４ 地震的 ＡＤＡ 算法运行结果

Ｆｉｇ． ５　 Ａｎａｌｙｓｉｓ ｒｅｓｕｌｔ ｏｆ ＡＤＡ ａｌｇｏｒｉｔｈｍ ｏｎ ２０１０－０４－０４ ｅａｒｔｈｑｕａｋｅ
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图 ６　 基于不同稳定参数的 ＡＤＡ 算法结果

Ｆｉｇ． ６　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｒｅｓｕｌｔ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ ｓｔａｂｌｅ＿ｄａｙ

　 　 从图 ６ 可看出，不同的 ｓｔａｂｌｅ＿ｄａｙ 参数值，并不

会对检测结果造成太大影响。 不同取值下，幂鞅值

的变化趋势均表现为在地震前较短的一段时间内开

始增加，并在地震后的一段时间内达到波峰。 这是

由于当地壳运动相对稳定时，前 ｓｔａｂｌｅ＿ｄａｙ 天的

ＧＰＳ 数据并不会发生太大变化，因而对结果的影响

不大，不同取值下幂鞅值波峰出现的时间仅差距 １～

３ 天。 但当参数为 ５ 时，幂鞅值最早出现增加的趋

势。 据此，实验中将稳定参数 ｓｔａｂｌｅ＿ｄａｙ 设置为 ５。
２．４．２　 平滑窗口分析

为了分析平滑窗口大小 ｗｉｎｄｏｗ＿ｓｉｚｅ 对本文方

法性能的影响，在 ２０１０ － ０４ － ０４ 地震上分别将

ｗｉｎｄｏｗ＿ｓｉｚｅ设置为 ５、７ 和 １０ 进行了实验，幂鞅值的

变化趋势如图 ７ 所示。
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图 ７　 基于不同平滑窗口的 ＡＤＡ 算法结果

Ｆｉｇ． ７　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｒｅｓｕｌｔ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ ｗｉｎｄｏｗ＿ｓｉｚｅ

　 　 当平滑窗口 ｗｉｎｄｏｗ＿ｓｉｚｅ 的取值较小时，在特征

提取阶段，计算第 ｔ 天的综合特征值所需要的样本

数就越少，因此更容易受到单个样本的影响，对异常

的检测也更敏感。 从图 ７ 可看出，对比 ｗｉｎｄｏｗ＿ｓｉｚｅ
＝ ７ 和 ｗｉｎｄｏｗ＿ｓｉｚｅ ＝ １０， 当 ｗｉｎｄｏｗ＿ｓｉｚｅ ＝ ５ 时，在地

震发生前一个月就出现了幂鞅值缓慢增加的趋势，
相应幂鞅值的波峰也在地震发生前最早出现。 而对

于 ｗｉｎｄｏｗ＿ｓｉｚｅ ＝ ７ 和 ｗｉｎｄｏｗ＿ｓｉｚｅ ＝ １０， 幂鞅值开始

增加和波峰出现的时间并不存在显著差别。 因此，
为了提高算法的鲁棒性，实验中将 ｗｉｎｄｏｗ＿ｓｉｚｅ 设置

为 ７ 更为合理。
２．４．３　 停止参数分析

为了分析停止参数 ｈ 对本文方法性能的影响，
在 ２００９－０７－０２ 地震上分别将 ｈ 设置为 ５００、１ ０００
和 ２ ０００ 进行了实验，幂鞅值的变化趋势如图 ８ 所

示。
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图 ８　 基于不同停止参数的 ＡＤＡ 算法结果

Ｆｉｇ． ８　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｒｅｓｕｌｔ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ ｈ

　 　 从图 ８ 可看出，对于 ２００９－０７－０２ 地震，３ 种停

止参数设置下，幂鞅值均在地震发生前较短一段时

间内显著提高，这与文献［１］中的结论相一致，即孕

震活动最早在震前 ３０ 天左右开始，并在震前几天内

表现最为活跃。 值得注意的是，当参数 ｈ 设置为较

小（５００）时，幂鞅值的波峰多次出现，会导致异常的

误报。 当检测到 ＧＰＳ 数据出现震前异常时，幂鞅值

仅经过一天就从小于 １ ０００ 增大到 ２ ０００ 以上。 因

此，参数 ｈ ＝ １ ０００ 和 ｈ ＝ ２ ０００ 的幂鞅值曲线几乎重

合。 由于较大的停止参数会减少预警时间，降低误

报可能，实验中将 ｈ 设置为 ２ ０００。
２．５　 显著性检验

为了验证 ＡＤＡ 算法所识别的 ＧＰＳ 数据中存在

的短临异常与对应地震之间存在关联，本文使用

Ｍｏｌｃｈａｎ 图表法［１２］，在表 １ 所示的 ８ 个震例上进行

了统计显著性检验，结果如图 ９ 所示。
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图 ９　 ８ 个震例的 Ｍｏｌｃｈａｎ 图表分析结果

Ｆｉｇ． ９　 Ａｎａｌｙｓｉｓ ｒｅｓｕｌｔ ｏｆ ＡＤＡ ａｌｇｏｒｉｔｈｍ ｏｎｅｉｇｈｔ ｅａｒｔｈｑｕａｋｅｓ ｂｙ Ｍｏｌｃｈａｎ ｅｒｒｏｒ ｄｉａｇｒａｍ

　 　 图 ９ 中，横坐标表示时间占有率，纵坐标表示相

应的漏报率，使用的方法相比于随机预测的优劣程

度以曲线与图表边界线所包围的面积来衡量，面积

越小则说明预测效果越好。 若测试的结果接近于图

９ 所示的对角线，则表示预测方法无统计显著性。
实验中，若幂鞅值波峰出现在第 ｔ 天，那么将前 ｆｒｏｎｔ
天和后 ｒｅａｒ 天作为变量，即以 ［ ｔ － ｆｒｏｎｔ，ｔ ＋ ｒｅａｒ］ 作

为预警时间范围。 若地震发生在此时间段内，则表

示预警成功。 通过调整 ｆｒｏｎｔ 和 ｒｅａｒ 的取值以绘制

图表。 从图 ９ 中可以看出，ＡＤＡ 算法的时间占有率

－漏报率曲线远在对角线之下，说明所识别的短临

异常与对应地震之间存在显著性关联。

３　 结束语

震前短临异常检测是地震预警减灾的关键。 本

文提出的 ＡＤＡ 算法能够弥补现有方法存在的主观
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性较强、普适性较差的问题。 ８ 个震例的实验结果

证实了 ＡＤＡ 算法检测到的短临异常与地震之间存

在显著相关。 另外，本文也对算法的参数进行了优

化分析。
然而，地震监测预警是一项复杂的任务，会涉及

与孕震相关的岩石圈－盖层－大气层－电离圈层等多

个数据源。 因此，如何结合这些异源数据来进行异

常检测是下一步的研究方向。
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