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基于 Ｋ－ＢＥＲＴ 的情感分析模型

王桂江， 黄润才

（上海工程技术大学 电子电气工程学院， 上海 ２０１６２０）

摘　 要： 利用预训练模型对中文文本进行情感分析是目前的主流方式，Ｋ－ＢＥＲＴ 模型的提出克服了 ＢＥＲＴ 模型不具备背景知

识的问题。 本文通过在 Ｋ－ＢＥＲＴ 的基础上引入双向长短时记忆网络，提出了 ＫＢ－ＢＥＲＴ 情感分析优化模型。 首先，通过 Ｋ－
ＢＥＲＴ 预训练模型，对输入的内容进行背景丰富，获取包含背景知识的语义特征向量；其次，利用长短时记忆网络提取上下文

的相关特征，进行文本情感分析。 实验结果表明，使用 ＫＢ－ＢＥＲＴ 的准确率优于 Ｋ－ＢＥＲＴ，在 Ｂｏｏｋ＿ｒｅｖｉｅｗ 和 Ｗｅｉｂｏ 两个数据

集上的准确率，分别达到了 ８７．９７％和 ９８．３３％。
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０　 引　 言

大数据时代的社交媒体为用户提供了反馈和信

息交流的平台，对于一件商品，不同的人有不同的看

法，了解用户的看法和态度，是改进和优化的重要途

径。 情感分析是对用户观点的凝练，代表着用户的实

际感受。
情感分析的发展经历了 ３个主要阶段，基于情感

词典、基于机器学习和基于深度学习。 情感词典作为

最早的情感分析方式，通过将人们可能的观点评价构

建一个字典，进行内容的匹配，以此来获得用户的情

感倾向，这类的方法简单直接，不需要太复杂的方法

就能获取到结果，但是情感词典的构建却需要大量的

人力、物力和精力。 而且随着社会的发展，基于情感

词典已经无法跟上时代的变化。 机器学习的出现，一
定程度上解决了情感词典构建的问题，基于机器学习

的方法根据文本提取的特征进行分类，即利用支持向

量机（Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ Ｍａｃｈｉｎｅｓ，ＳＶＭ）等分类器，但是

这类方法仍然需要人工标注的数据，分类器的结果也

取决于数据的标记效果，泛化能力并不强。
随着深度学习的发展，自然语言处理进入了新

的发展阶段。 基于深度学习的情感分析有 ３个典型

代表：
（１）利用神经网络训练词向量。 利用神经网络

训练得到词向量，之后将词向量的结果应用到下游

任务中。 比较典型的方法是利用 Ｗｏｒｄ２Ｖｅｃ 训练词

向量，将训练好的词向量送入循环神经网络（ＲＮＮ）
进行分析。

（２）利用循环神经网络 ＲＮＮ。 ＲＮＮ 是处理时序

问题的关键技术，基于 ＲＮＮ 改进的长短时记忆网络

（Ｌｏｎｇ Ｓｈｏｒｔ － Ｔｅｒｍ Ｍｅｍｏｒｙ，ＬＳＴＭ）、门控循环单元

（Ｇａｔｅｄ Ｒｅｃｕｒｒｅｎｔ Ｕｎｉｔ，ＧＲＵ）。 陈帆［１］利用 ＬＳＴＭ对微

博情感进行分析，并用于微博特定主题的谣言识别；李
辉等［２］利用 ＧＲＵ学习文本词语，并引入注意力机制实



现了比ＬＳＴＭ有竞争力的效果。 但是对于情感分析，获
取上下文非常有必要，张俊飞等［３］用 ＢｉＬＳＴＭ来获取上

下文信息，将提取到的信息送入分类器，对评教评语进

行情感分析。 这类方法的效果依赖于特征提取的效

果，而且激活函数的选择也关系到最终的分类效果。
（３）无监督学习，并充分考虑上下文信息。 基于

注意力机制的 Ｔｒａｎｓｆｏｒｍｅｒ 模型，使用编码和解码的机

制，通过对注意力机制进行不同形式的构造，取得了比

ＲＮＮ更强的效果；基于 Ｔｒａｎｓｆｏｒｍｅｒ的 ＢＥＲＴ模型，在传

统的分类、问答和翻译等十多项任务中取得了历史最

好的成绩，郝彦辉等［４］在 ＢＥＲＴ 模型的基础上引入

ＢｉＬＳＴＭ，根据上下文判断情感倾向不明显的内容的真

实情感倾向；李文亮等［５］在 ＢＥＲＴ 的基础上融合多层

注意力机制，在方面级情感分析上取得了不错的效果。
基于ＢＥＲＴ预训练模型，升级和改造出了如ＡＬＢＥＲＴ、

ＸＬＮＥＴ等表现不俗的模型，基于 ｔｒａｎｓｆｏｒｍｅｒ －ＸＬ 的

ＸＬＮＥＴ使用相对小的数据规模实现了接近 ＢＥＲＴ的效

果；ＡＬＢＥＲＴ 使用相对小的模型实现了与 ＢＥＲＴ 接

近的表现，甚至在部分场景下效果更好。 尽管这一

类的预训练模型在特征提取和词向量构建上表现出

了较好的效果，但却存在无法理解语义背景的问题，
比如：“基督山伯爵在巴黎的住处位于香榭丽舍大

街，他很期待在这里遇见莫雷尔先生”是一句包含了地

点、人物和社会关系的句子，而且带有开心的语气，如
果不能理解其背景，只能感觉他在会见朋友。

综上所述，基于前人的研究成果和优化策略，为
更好的获取文本信息的语义特征，增强对于语义信

息的理解，提升模型对文本的情感分析能力，本文提

出了结合 Ｋ－ＢＥＲＴ 和 ＢＩＬＳＴＭ 的情感分析模型，使
用带有知识图谱的 Ｋ－ＢＥＲＴ 代替 ＢＥＲＴ，丰富句子

的背景信息，有利于组合句子内容，提高特征提取能

力；在 Ｋ－ＢＥＲＴ基础上引入 ＢＩＬＳＴＭ，进一步增强对

于上下文之间的语义提取；模型在 ＮＬＰ 中文文本任

务情感分类数据集上表现出了有竞争力的效果。

１　 Ｋ－ＢＥＲＴ 语言模型概述

Ｋ－ＢＥＲＴ是融合知识图谱的语言训练模型，该
模型在开放域的 ８ 个中文 ＮＬＰ 任务上超过了

Ｇｏｏｇｌｅ ＢＥＲＴ，模型由 Ｋｎｏｗｌｅｄｇｅ ｌａｙｅｒ、 Ｅｍｂｅｄｄｉｎｇ
ｌａｙｅｒ、Ｓｅｅｉｎｇ ｌａｙｅｒ、Ｍａｓｋ－Ｔｒａｎｓｆｏｒｍｅｒ Ｅｎｃｏｄｅｒ组成。
１．１　 Ｋｎｏｗｌｅｄｇｅ ｌａｙｅｒ

Ｋｎｏｗｌｅｄｇｅ ｌａｙｅｒ的作用是将知识图谱关联到句

子中，形成一个包含背景知识的句子树（ Ｓｅｎｔｅｎｃｅ
Ｔｒｅｅ）。 知识嵌入句子的过程可以分为知识图谱查

询（Ｋ － Ｑｕｅｒｙ）和知识谱图嵌入 （ Ｋ － Ｉｎｊｅｃｔ）。 Ｋ －
Ｑｕｅｒｙ从知识图谱中查询句子所涉及到的命名实

体， Ｋ－Ｉｎｊｅｃｔ将查询到的命名实体相关的三元组嵌

入到句子中合适的位置上，形成句子树。 假设给定

句子 ｓ ＝ ｗ０，ｗ１，…，ｗｎ{ } 和知识图谱 （ ｋｎｏｗｌｅｄｇｅ
ｇｒａｐｈ，ＫＧ），知识层输出的句子树结构为 ｔ ＝ ｛ｗ０，
ｗ１，…，ｗ ｉ｛（ ｒｉ０，ｗ ｉ０），…，（ ｒｉｋ，ｗ ｉｋ）｝，…，ｗｎ｝，句子树

形状如图 １所示。
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图 １　 句子树结构

Ｆｉｇ． １　 Ｓｅｎｔｅｎｃｅ ｔｒｅｅ ｓｔｒｕｃｔｕｒｅ

　 　 其中 ｗ ｉ 是从知识谱图中查询到的命名实体； ｒｉｊ
是与 ｗ ｉ 相关的第 ｊ 个分支； ｗ ｉｊ 是与 ｗ ｉ 相关的第 ｊ 个
分支对应的值。
１．２　 Ｅｍｂｅｄｄｉｎｇ ｌａｙｅｒ

Ｅｍｂｅｄｄｉｎｇ ｌａｙｅｒ 层包含 ｔｏｋｅｎ ｅｍｂｅｄｄｉｎｇ、 ｓｏｆｔ －
ｐｏｓｉｔｉｏｎ ｅｍｂｅｄｄｉｎｇ 和 ｓｅｇｍｅｎｔ ｅｍｂｅｄｄｉｎｇ，其作用是将

句子树转换成为序列，同时要保留句子树的结构信息。
Ｔｏｋｅｎ－ｅｍｂｅｄｄｉｎｇ 主要用于实现句子树的序列

化，将句子中的每个 ｔｏｋｅｎ映射成为一个 Ｈ 维度的向

量表示，并在每个句子的开头添加一个［ＣＬＳ］标记；
Ｓｏｆｔ－ｐｏｓｉｔｉｏｎ ｅｍｂｅｄｄｉｎｇ 在 ＢＥＲＴ 中，所有句子

的输入信息都对应一个位置信息，在 Ｋ－ＢＥＲＴ 中，
将句子树的内容平铺以后，当分支中的 ｔｏｋｅｎ 插入

到对应的主干节点之后，主干节点后续的 ｔｏｋｅｎ 会

发生移动，导致原有的位置信息发生变化，软位置

（Ｓｏｆｔ ｐｏｓｉｔｉｏｎ）通过对句子树的位置进行二次编码，
将其原有的顺序信息进行恢复，理顺了句子的结构。

Ｓｅｇｍｅｎｔ ｅｍｂｅｄｄｉｎｇ 该层用以区分一个句子对中

的两个句子，当包含多个句子时，第一个句子中的各

个 ｔｏｋｅｎ被赋值为 Ａ，第二个句子中的各个 ｔｏｋｅｎ 被

赋值为 Ｂ，当只有一个句子时，ｓｅｇｍｅｎｔ ｅｍｂｅｄｄｉｎｇ 为
Ａ。
１．３　 Ｓｅｅｉｎｇ ｌａｙｅｒ

Ｓｅｅｉｎｇ ｌａｙｅｒ层的作用是通过一个可视化矩阵来限

制词与词之间的关系，解决句子树软位置编码后的一

对多现象。 对于一个可视化矩阵 Ｍ，相互可见的取值

为 ０，互不可见的取值为－∞，Ｍ定义如式（１）：

Ｍｉｊ ＝
０，ｗ ｉ，ｗ ｊ 相互可见

－ ¥，ｗ ｉ，ｗ ｊ 相互不可见{ （１）

１．４　 Ｍａｓｋ－Ｔｒａｎｓｆｏｒｍｅｒ
Ｍａｓｋ－Ｔｒａｎｓｆｏｒｍｅｒ 的核心思想是让一个词的嵌
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入只来源于其同一个枝干的上下文，而不同枝干的

词之间相互不受影响，可视化矩阵Ｍ解决了句子树

位置不同但编码相同的问题， 通过在 ｓｏｆｔｍａｘ 函数

中添加可见矩阵 Ｍ， 控制注意力的影响系数。
Ｍａｓｋ－Ｔｒａｎｓｆｏｒｍｅｒ由 １２层 ｍａｓｋ－ｓｅｌｆ－ａｔｔｅｎｔｉｏｎ 堆叠，
ｍａｓｋ－ｓｅｌｆ－ａｔｔｅｎｔｉｏｎ的定义如式（２） ～式（４）：

Ｑｉ ＋１，Ｋ ｉ ＋１，Ｖｉ ＋１ ＝ ｈｉＷｑ，ｈｉＷｋ，ｈｉＷｖ （２）

Ｓｉ ＋１ ＝ ｓｏｆｔｍａｘ
Ｑｉ ＋１Ｋ ｉ ＋１ ＋ Ｍ

ｄｋ

æ

è
ç

ö

ø
÷ （３）

ｈｉ ＋１ ＝ Ｓｉ ＋１Ｖｉ ＋１ （４）

　 　 其中：Ｗｑ，Ｗｋ，Ｗｖ 是需要学习的模型参数； ｈｉ 是

隐状态的第 ｉ 个 ｍａｓｋ－ｓｅｌｆ－ａｔｔｅｎｔｉｏｎ块； ｄｋ 是缩放因

子；Ｍ 为可见矩阵。
Ｅｍｂｅｄｄｉｎｇ ｌａｙｅｒ、ｓｅｅｉｎｇ ｌａｙｅｒ、句子树和可见矩

阵是 Ｋ－ＢＥＲＴ的处理的关键技术，四者之间的关系

如图 ２所示。 从 ｋｎｏｗｌｅｄｇｅ ｌａｙｅｒ 得到句子树后，对
句子树同时构建可视化矩阵和送入 ｅｍｂｅｄｄｉｎｇ ｌａｙｅｒ
编码，这两个过程得到的信息归并后输入到 ｍａｓｋ－
ｓｅｌｆｔ－ａｔｔｅｎｔｉｏｎ中进行计算。
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图 ２　 Ｋ－ＢＥＲＴ 处理的关键技术

Ｆｉｇ． ２　 Ｋｅｙ ｔｅｃｈｎｏｌｏｇｙ ｏｆ Ｋ－ＢＥＲＴ ｐｒｏｃｅｓｓｉｎｇ

２　 一种改进 Ｋ－ＢＥＲＴ 的情感分析模型

本文在 Ｋ － ＢＥＲＴ 的基础上，通过引入双向

ＬＳＴＭ，增强模型对于上下文的语义关联能力，使模

型既有丰富的背景知识，又能很好的关联上下文，获
取更多的语义信息，从而实现情感分类效果的提升。
本文的模型如图 ３所示，称其为 ＫＢ－ＢＥＲＴ。

Ｋ－ＢＥＲＴ 层：Ｋ－ＢＥＲＴ 是一种基于知识图谱的

语言表示模型，在原有 ＢＥＲＴ 模型的基础上引入了

知识图谱的表示方式，输入的文本经过 Ｋ－ＢＥＲＴ 后

包含了原来文本没有的背景知识，输出包含丰富背

景信息的词向量；
ＢＩＬＳＴＭ层：双向 ＬＳＴＭ层的目的是学习文本所

含特征，Ｋ－ＢＥＲＴ 层计算输出的词向量在 ＬＳＴＭ 层

进行再次学习，获取句子的上下文信息，对语义信息

进一步增强；
Ｓｏｆｔｍａｘ层：经过双向 ＬＳＴＭ 提取到的特征信息

被输入到 ｓｏｆｔｍａｘ层中进行分类，将情感分为正面和

负面。
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图 ３　 ＫＢ－ＢＥＲＴ 情感分析模型

Ｆｉｇ． ３　 ＫＢ－ＢＥＲＴ ｓｅｎｔｉｍｅｎｔ ａｎａｌｙｓｉｓ ｍｏｄｅｌ
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２．１　 ＢｉＬＳＴＭ 层

ＬＳＴＭ是一种基于 ＲＮＮ 的网络结构，ＬＳＴＭ 由

输入门、遗忘门、记忆单元和输出门 ４ 部分组成，
ＬＳＴＭ 结构如图 ４所示。

ht-1

ht

ctct-1

xt

ht

ft it CT ot

~

? +

?

? tanh

σ σ σtanh

遗忘门 输入门 输出门

图 ４　 ＬＳＴＭ 网络结构

Ｆｉｇ． ４　 ＬＳＴＭ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

　 　 其中， ｈｔ －１为上一个单元输出； ｈｔ 为当前单元输

出； ｘｔ 为当前输入； σ为 ｓｉｇｍｏｉｄ函数；ｆｔ 为遗忘门输

出； ｉｔ 与 Ｃ ｔ 的乘积为输入门输出； ｏｔ 为输出门输出。

使用记忆单元 Ｃ ｔ 解决长距离依赖和梯度爆炸

的问题，使用 Ｃ ｔ 避免梯度消失的问题。 在 ＬＳＴＭ
中，将文本看成一个文本序列，上一个过程处理的结

果经过输入门进行输入，通过遗忘门决定哪些信息

需要丢弃，遗忘门的取值范围介于 ０ ～ １ 之间，随着

信息的输入量大小而变化，并将处理后的信息融入

到 Ｃ 中；输入门中经过激活函数处理后的 ｉｔ 和记忆

单元计算后的数据传递到 Ｃ 中，实现对信息的更

新，使得向下传递的信息进一步增多；输出门对遗忘

门和输入门更新后的信息做一次激活，再将激活后

的信息与 ｏｔ 进行矩阵运算，得到当前单元隐藏层的

输出。 ＬＳＴＭ解决了学习能力弱化的问题，避免了

预测信息与相关信息距离过大而导致的信息丢失，
使用双向 ＬＳＴＭ解决了上下文的语义关联问题。 门

控单元的计算公式分别如式（５） ～式（１０）：
遗忘门：

ｆｔ ＝ σ（Ｗｆ·［ｈｔ －１，ｘｔ］ ＋ ｂｆ） （５）
　 　 输入门：

ｉｔ ＝ σ（Ｗｉ·［ｈｔ －１，ｘｔ］ ＋ ｂｉ） （６）

Ｃ
～

ｔ ＝ ｔａｎｈ（Ｗｃ·［ｈｔ －１，ｘｔ］ ＋ ｂｃ） （７）

Ｃ ｔ ＝ ｆｔＣ ｔ －１ ＋ ｉｔＣ
～

ｔ （８）
　 　 输出门：

Ｏｔ ＝ σ（Ｗｏ·［ｈｔ －１，ｘｔ］ ＋ ｂｏ） （９）
ｈｔ ＝ Ｏｔ ｔａｎｈ Ｃ ｔ( ) （１０）

　 　 其中，Ｗｆ 和 ｂｆ 分别为遗忘门的权重矩阵和偏

置；Ｗｉ 和 ｂｉ 分别为输入门的权重矩阵和偏置； Ｃ ｔ 为

候选向量；Ｗｃ 和 ｂｃ 分别为输出门的权重矩阵和偏

置；Ｗｏ 和 ｂｏ 分别是计算单元的权重矩阵和偏置。
２．２　 Ｓｏｆｔｍａｘ 分类层

经过处理后的信息使用 ｓｏｆｔｍａｘ 层进行情感分

类。 ｓｏｆｔｍａｘ为每个输出分类的结果均赋值一个概

率，表示每个类别的可能性，式（１１）：

Ｓｏｆｔｍａｘ ｚｉ( ) ＝ ｅｚｉ

∑
Ｃ

ｃ ＝ １
ｅｚｃ

（１１）

　 　 其中， ｚｉ 为第 ｉ 个结点的输出值；Ｃ 为输出结点

的个数； ｓｚｔ 是当前元素与所有元素的比值，即当前

元素 ｉ 的概率。

３　 实验

３．１　 实验环境及数据集

本实验环境：处理器：Ｅ３－１２８１－Ｖ３ ３．７ ＧＨｚ 八
核；内存：１６ ＧＢ １ ６００ ＭＨｚ ＤＤＲ３；ＧＰＵ：华硕 １０７０Ｔｉ
８Ｇ；系 统 环 境： Ｕｂｕｎｔｕ １８． ０４ ＬＴＳ； 编 程 语 言：
ｐｙｔｈｏｎ３．７， ｐｙｃｈａｒｍ 开 发 环 境， 深 度 学 习 库 为

Ｐｙｔｏｒｃｈ。
本文使用 Ｂｏｏｋ＿ｒｅｖｉｅｗ 和 Ｗｅｉｂｏ 两个情感数据

集，正面情绪标签为 １，负面情绪标签为 ０。 Ｂｏｏｋ＿
ｒｅｖｉｅｗ 从豆瓣获取，包含正负情绪各 ２０ ０００条；
Ｗｅｉｂｏ从新浪微博获取，包含正负情绪各６０ ０００条。
３．２　 评价指标

为了验证模型的有效性，采用准确率（Ａｃｃｕｒａｃｙ）
对测试集和验证集进行分别验证，准确率的计算公式

（１２）：

Ａｃｃｕｒａｃｙ ＝
Ｔｐ ＋ Ｔｎ

Ｔｐ ＋ Ｔｎ ＋ Ｆｐ ＋ Ｆｎ
（１２）

　 　 其中， Ｔｐ 表示正面评价样本中被预测为正面的

样本总数； Ｔｎ 表示负面评价样本中被预测为负面的

样本总数； Ｆｐ 表示负面评价样本中被预测为正面的

样本总数； Ｆｎ 表示正面评价样本中被预测为负面的

样本总数。
３．３　 对比实验设置

为证明本文方法的有效性，取以下对比方法进

行验证：
（１）Ｇｏｏｇｌｅ ＢＥＲＴ。 首先将输入的文本进行词

向量编码，对于获取到的词向量进行信息提取，之后

运用分类器进行结果分类。
（２）Ｋ－ＢＥＲＴ。 首先对输入的句子进行命名实

体识别，之后对识别到的命名实体从知识图谱中查

８３ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １２卷　



询关联词，将查询到的关联词插入到句子中形成包

含背景知识的句子树，对输入的句子树编码，得到信

息丰富的词向量，将得到的词向量直接送入分类器

进行结果分类。
（３）ＫＢ－ＢＥＲＴ。 首先使用 Ｋ－ＢＥＲＴ 获取信息

丰富的词向量，将得到的词向量送入 ＬＳＴＭ 循环网

络二次特征提取，丰富上下文提取，最后将得到的词

向量送入分类器进行结果分类。
３．４　 实验参数

实验一共训练 ５ 个 ｅｐｏｃｈ，每次的信息输入量

ｂａｔｃｈ＿ｓｉｚｅ为 ８，使用 ｄｒｏｐｏｕｔ防止过拟合，ｄｒｏｐｏｕｔ 的
值设置为 ０．５，使用 １２ 层 ｍａｓｋ－ｓｅｌｆ－ａｔｔｅｎｔｉｏｎ，学习

率设置为０．０００ ０２。
３．５　 结果分析

在本地实验条件下，ＫＢ － ＢＥＲＴ、Ｋ － ＢＥＲＴ 和

Ｇｏｏｇｌｅ ＢＥＲＴ 在 Ｂｏｏｋ＿ｒｅｖｉｅｗ 和 Ｗｅｉｂｏ 数据集上的

表现如图 ５和图 ６ 所示，其中图 ５ 是验证集上的效

果，图 ６是测试集上的效果。
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图 ５　 不同模型在验证集上的准确率（％）
Ｆｉｇ． ５　 Ａｃｃｕｒａｃｙ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ ｏｎ ｔｈｅ ｖａｌｉｄａｔｉｏｎ ｓｅｔ （％）
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图 ６　 不同模型在测试集上的准确率（％）
Ｆｉｇ． ６　 Ａｃｃｕｒａｃｙ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ ｏｎ ｔｈｅ ｔｅｓｔ ｓｅｔ（％）

　 　 在 Ｂｏｏｋ＿ｒｅｖｉｅｗ 数据集上，ＫＢ－ＢＥＲＴ 的效果最

好。 在验证集上较 Ｋ－ＢＥＲＴ提升 ０．６％，较 ＢＥＲＴ提

升 ０． ９％；在测试集上，较 Ｋ－ＢＥＲＴ 提升 ０． ２％，较
ＢＥＲＴ提升０．１％。这说明，在数据内容为长文本的

情况下，引入 ＬＳＴＭ有助于对上下文信息的获取，本
文优化后的模型在 Ｂｏｏｋ＿ｒｅｖｉｅｗ 数据集上的表现最

佳，准确率在验证集上达到 ８７．９７％。
在 Ｗｅｉｂｏ 数据集上，ＢＥＲＴ、Ｋ －ＢＥＲＴ 和 ＫＢ －

ＢＥＲＴ表现近乎一致。 这说明，在文本内容较为稀

疏无规则的情况下，引入知识图谱不能很好的得到

命名实体，但是简短的稀疏文本在使用 ＬＳＴＭ 后，对
于上下文的语义获取有一定的提升，说明在简短稀

疏的文本内容中，ＬＳＴＭ 网络对于增强语义获取仍

旧发挥效果。 尽管三者的区别不大，但本文所用方

法在 Ｗｅｉｂｏ数据集上仍然取得最佳的效果，准确率

在验证集上达到 ９８．２８％。
　 　 引入双向 ＬＳＴＭ 的 ＫＢ－ＢＥＲＴ 模型，由 Ｂｏｏｋ＿
ｒｅｖｉｅｗ和 Ｗｅｉｂｏ数据集上的表现说明，对于增强上

下文语义理解，提升准确率均有效果。 在涉及专业

知识或背景知识的情况下，对于长文本的分析结果

表现更佳，对于短文本和稀疏文本，所提模型仍然有

效。

４　 结束语

本文给出了一种具有知识图谱背景的情感分析

模型 ＫＢ－ＢＥＲＴ。 首先，通过 Ｋ－ＢＥＲＴ 对输入的内

容进行处理，丰富其知识背景，增强语义的理解能

力；其次，引入双向 ＬＳＴＭ 网络，进一步增强对于语

义的上下文内容理解。 实验结果表明，改进后的 ＫＢ
－ＢＥＲＴ在涉及背景信息的长文本数据上表现更好，
在 Ｂｏｏｋ＿ｒｅｉｖｅｗ和Ｗｅｉｂｏ两个中文数据集上，准确率

分别达到 ８７．９７％和 ９８．３３％，证明了本文方法的有

效性。
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