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摘　 要： 合成孔径雷达（Ｓｙｎｔｈｅｔｉｃ Ａｐｅｒｔｕｒｅ Ｒａｄａｒ， ＳＡＲ）图像存在相干斑噪声，且样本数量少，导致特征提取困难。 为了提取

更有表征力的特征，本文提出了一种基于扩张图卷积网络，用于 ＳＡＲ 图像分类。 该网络构造了一个新的残差扩张图卷积（Ｒｅ⁃
ｓｉｄｕａｌ Ｄｉｌａｔｅｄ Ｇｒａｐｈ Ｃｏｎｖｏｌｕｔｉｏｎａｌ， ＲＤＧＣ）模块。 ＲＤＧＣ 模块包含 ３ 个不同扩张率的图结构，通过卷积提取不同感受野的特

征，并能够调整感受野的大小，以适应不同尺度的特征信息；在此基础上，叠加多个 ＲＤＧＣ 模块，通过将每个 ＲＤＧＣ 模块的输

出进行特征融合，提取较多的细节信息；最后，将 ＳＡＲ 图像经过粗提取后的特征附加在其上，形成全局的残差连接，在高层语

义特征中融入低层空间特征，进一步补充细节信息，且避免了特征丢失和梯度消失。 在两幅真实 ＳＡＲ 图像上进行实验，结果

表明：改进的图卷积网络模型优于现有网络的分类效果和性能。
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０　 引　 言

合成孔径雷达可以在全天候和昼夜条件下提供

高分辨率的图像。 ＳＡＲ 分割的目的是为每个像素

点分配特定的标签，是变化检测、目标识别的基础。
常用的分割框架是像素级，首先采用灰度共生矩阵

或变换域滤波器提取 ＳＡＲ 图像的特征，如小波变

换；其次，利用分类器对像素进行分类，包括随机森

林（Ｒａｎｄｏｍ Ｆｏｒｅｓｔ）、ＡｄａＢｏｏｓｔ 等。 近年来，深度学

习体系结构已被证明具有良好的高级特征表示性

能，可以同时进行特征提取和分割。 目前，基于卷积

神经网络（Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋｓ， ＣＮＮ）和

全卷 积 神 经 网 络 （ Ｆｕｌｌｙ Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｔｗｏｒｋｓ，
ＦＣＮ）的深度学习方法取得了良好的性能。

但是上述网络模型只能在规则的正方形的区域

进行卷积，ＫＩＰＦ 等人［１］认为拓扑图更能表达事物之



间的 依 赖 性 关 系， 提 出 了 图 卷 积 网 络 （ Ｇｒａｐｈ
Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｔｗｏｒｋ， ＧＣＮ），以一种快速卷积的方

式同时编码图的节点和边的特征；ＧＣＮ 网络模型数

过多会抑制其性能，ＭＡ 等人［２］ 使用 ＧＣＮ 并加入注

意力机制对邻居节点进行加权聚合，并且引入超像

素的机制减少计算量，取得了优于传统算法的分类

结果；ＬＥＥ 等人［３］ 以一种自适应的方式，同时利用

时间信息和强度信息，增强特征；ＬＩ 等人［４］ 将卷积

神经网络中残差网络、密集型卷积等的思想引入到

图卷积网络中，证明了残差连接可以加深网络的深

度；ＷＡＮ 等人［５］提取不同尺度的空间信息增强细节

特征，证明了空间尺度细节信息的重要性，但是却忽

略了不同尺度的感受野的重要性程度不一，带来了

冗余。
针对上述问题，本文构建了一种改进的图卷积

网络，即构建了 ＲＤＧＣ 模块，对不同尺度的信息进

行提取，提取局部细节空间特征；再利用依赖性关系

自适应提取不同感受野的信息，即对不同感受野的

信息进行增强或抑制，获取有表征力的特征；将各个

模块的输出进行串连拼接，整合各个层次的信息，并
将底层全局特征信息附加在其上，形成残差连接，补
充空间细节。

１　 本文算法框架

本文提出了一种基于自适应扩张图卷积网络，
用于 ＳＡＲ 图像分类，网络模型结构如图 １ 所示。 网

络共包括 ３ 个模块：粗分割模块、残差扩张图卷积模

块（ＲＤＧＣ）和特征融合模块。

图 １　 本文网络模型架构

Ｆｉｇ． １　 Ｔｈｅ ｎｅｔｗｏｒｋ ｍｏｄｅｌ ａｒｃｈｉｔｅｃｔｕｒｅ ｏｆ ｔｈｉｓ ｐａｐｅｒ

　 　 粗分割模块：为了降低计算量，采用 ＳＬＩＣ 算法

对真实 ＳＡＲ 进行超像素粗分割处理。 Ｉ 表示 ＳＡＲ 图

像， ｘ 表示 ＳＡＲ 图像经过 ＳＬＩＣ 超像素后的结果，则
粗分割模块处理过程可以表示为式（１）：

ｘ ＝ ＳＬＩＣ（ Ｉ） （１）
　 　 残差扩张图卷积模块：在超像素块之间构建 ３
个不同扩张率的图，获取不同感受野的细节信息，并
自适应融合不同尺度的信息。 定义第 ｉ 个级联

ＲＤＧＣ 后的输出为 ｈｉ
ＲＤＧＣ， 式（２）：

ｈｉ
ＲＤＧＣ ＝ ｆｉＲＤＧＣ（…（ ｆ２ＲＤＧＣ（ ｆ１ＲＤＧＣ（ｃｏｎｖ（ｘ））））） （２）

　 　 其中，将第一个 ＲＤＧＣ 模块的输入经过 １×１ 的

卷积，以调整通道维度。
特征融合模块：将每个残差扩张图卷积模块的

输出特征串接在一起，整合不同层次的信息流，式
（３）：

ｆＨＦＦ ＝ Ｃｏｎｃａｔ（ｈ１
ＲＤＧＣ；ｈ２

ＲＤＧＣ；…；ｈｉ
ＲＤＧＣ） （３）

　 　 最后，将粗分割后图像经过 １×１ 卷积之后得到

底层特征，附加在增强后的特征图上，形成全局残差

学习，补充底层细节信息，解决梯度爆炸的问题，从
而提高 ＳＡＲ 图像分割精度，公式（４）：

ｘｏｕｔ ＝ ｃｏｎｖ１×１（ ｆＦＦ） ＋ ＧＲＬ（ｘ） （４）
１．１　 扩张图

在 ＳＡＲ 图像分割领域，已经证明多尺度的有效

性［５］。 在 ＳＡＲ 图像中，地物通常具有不同的几何外

观，不同尺度包含的上下文信息有助于充分挖掘图

像区域局部属性。 扩张卷积已经广泛应用于 ＣＮＮ
网络模型中，可以扩大感受野，并且不增加网络的复

杂性。 ＤｅｅｐＧＣＮ 也证明了扩张卷积在 ＧＣＮ 模型中

的有效性。 受扩张卷积的启发，本文构造不同扩张

率的图结构，利用不同感受野，挖掘中心像素点周围

的空间上下文信息。 扩张率 ｄ 为 １，２，３ 对应的邻居

节点集，如图 ２ 所示。 因此，任意一个中心样本 ｘｉ 在

扩张率为 ｄ 时的邻居节点集为式（５）：
Ｓｄ（ｘｉ） ＝ Ｓ１（Ｓｄ－１（ｘｉ）） （５）

　 　 其中， Ｓ０（ｘｉ） ＝ ｘｉ，Ｓ１（ｘｉ） 是 ｘｉ 的扩张率为 １ 的

邻居节点集合，也是普通图结构， Ｓ１（Ｓｄ－１（ｘｉ）） 是 ｘｉ

的扩张率为 ｄ － １ 的邻居节点集的所有一阶邻居节

点的集合。

（ａ） ｄ ＝ １　 　 　 　 　 （ｂ） ｄ ＝ ２ 　 　 　 　 　 （ｃ） ｄ ＝ ３
图 ２　 不同扩张率的邻居节点

Ｆｉｇ． ２　 Ｎｅｉｇｈｂｏｒ ｎｏｄｅｓ ａｔ ｄｉｆｆｅｒｅｎｔ ｄｉｌａｔｅｄ ｒａｔｅｓ

１．２　 残差扩张图卷积

本文 提 出 了 一 种 残 差 扩 张 图 卷 积 模 块

（ＲＤＧＣ），对图像不同尺度特征之间的依赖性关系

进行建模，自适应地为不同的尺度特征分配权重，提
取更重要感受野的细节信息，增强特征的表达能力。

ＲＤＧＣ 主要是由 ３ 个扩张率不同图卷积和一个

感受野选择块（Ｒｅｃｅｐｔｉｏｎ Ｆｉｅｌｄ Ｓｌｅｃｔ， ＲＦＳ）的组合，
使用残差连接将输入与输出相加，此模块的主要构

成如图 ３ 所示。
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图 ３　 残差扩张图卷积模块

Ｆｉｇ． ３　 Ｒｅｓｉｄｕａｌ ｄｉｌａｔｅｄ ｇｒａｐｈ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｍｏｄｕｌｅ

　 　 为了获得更多感受野的信息，以每个超像素为

图的节点，构建了扩张率分别为 １，２，３ 的图结构，并
进行卷积操作，即将扩张图与输入的特征相乘，对中

心节点加权聚合处理得到不同的特征，提取不同尺

度的信息，式（６）：
ｈｄ ＝ σ（Ａｄｈｗｄ） （６）

　 　 其中， ｈ 和 ｈｄ 分别是扩张图卷积层的输入与输

出； σ 为 ＲｅＬＵ 激活函数； Ａｄ 是扩张率为 ｄ 的邻接

矩阵，也就是扩张图结构； ｗｄ 是可训练的权重矩阵。
神经网络的神经元感受野的大小并不是固定

的［６］。 为了自适应地利用特征在不同尺度上的重

要性，对不同尺度的感受野信息依赖关系进行建模，
使其能够更灵活地进行多尺度特征选择，自适应选

择感受野大小。
首先，将 ３ 个尺度的输出特征进行直接相加融

合，并进行平均最大池化处理，得到全局特征；其次，
利用多层感知机进一步提取深层次、有判别性的全

局特征， Ｆ ∈ １ × ｄ； 最后，再分别进行 ３ 次全连接，
得到 Ｚ１ ∈ １ × Ｃ、Ｚ２ ∈ １ × Ｃ 和 Ｚ３ ∈ １ × Ｃ。

在通道维度上对这 ３ 个特征进行 ｓｏｆｔｍａｘ 归一

化处理，从 ３ 个不同扩张因子的扩张卷积中获取特

征图的重要因子的特征选择，即得到 ３ 个不同尺度

上权重系数；最后将权重系数与 ｈ１、ｈ２、ｈ３ 对应相

乘，完成对不同感受野特征的加权。 整个过程可由

式（７） ～ （１１）表示：

Ｆ ＝ ＭＬＰ（Ｐａｖｅ（∑
３

ｄ ＝ １
σ（Ａｄｈｗｄ））） （７）

Ｍｃ
１ ＝ ｅＺｃ

１

ｅＺｃ
１ ＋ ｅＺｃ

２ ＋ ｅＺｃ
３

（８）

Ｍｃ
２ ＝ ｅＺｃ

２

ｅＺｃ１ ＋ ｅＺｃ
２ ＋ ｅＺｃ

３
（９）

Ｍｃ
３ ＝ ｅＺｃ

３

ｅＺｃ
１ ＋ ｅＺｃ

２ ＋ ｅＺｃ
３

（１０）

Ｚ′ ＝ Ｍｃ
１·ｈｃ

１ ＋ Ｍｃ
２·ｈｃ

２ ＋ Ｍｃ
３·ｈｃ

３ （１１）
　 　 其中， Ｐａｖｅ 是全局池化操作；ＭＬＰ 包括多个全连

接层； Ｍｃ
１、Ｍｃ

２、Ｍｃ
３ 分别是扩张率为 １，２，３ 的图卷积

输出特征的第 ｃ 个通道的权重系数，且 Ｍｃ
１ ＋ Ｍｃ

２ ＋
Ｍｃ

３ ＝１。
残差连接使得可以重复利用特征，保证了局部

特征信息可以传递到更高层，确保高层的性能至少

与低层一样，解决了现有网络存在的模型退化问题，
因此将输入特征残差连接到融合后的特征中，残差

扩张模块的输出为式（１２）：
ｈＲＤＧＣ ＝ ｈ ＋ Ｚ′ （１２）

２　 实验结果与分析

２．１　 实验数据

为了评估所提网络的性能，且避免单一土地覆

盖类别对分割结果的影响，实验采用了两幅 ＳＡＲ 图

像数据进行验证，分别是 ＲＡＤＡＲＳＡＴ － ２ 拍摄的

Ｆｌｅｖｏｌａｎｄ 和 Ｓａｎ －Ｆｒａｎｃｉｓｃｏ －Ｂａｙ，分辨率均为 １２ ×
８ ｍ。Ｆｌｅｖｏｌａｎｄ 的大小为 １ ０００×１ ４００，包括水体、城区、
森林、农田 １ 和农田 ２ 这 ５ 类土地覆盖类型，其原始影

像和标签图如图４（ａ）和（ｂ）所示；Ｓａｎ Ｆｒａｎｃｉｓｃｏ－Ｂａｙ 的

大小为 １ １０１×１ １６１，包括建筑物 １、建筑物 ２、建筑物 ３、
水体、植被这 ５ 类土地覆盖类型，图 ４ 其原始影像和标

签图如图 ４（ｃ）和图 ４（ｄ）所示。
２．２　 参数设置

对于 Ｆｌｅｖｏｌａｎｄ 和 Ｓａｎ Ｆｒａｎｃｉｓｃｏ－Ｂａｙ 两幅真实

ＳＡＲ 图像，在每一类标签像素样本中，选 ３０ 个样本

作为训练集，剩下的样本作为测试集，以此评价所提

网络的分割性能。 图像数据进行 ＳＬＩＣ 粗分割的参

数见表 １。
　 　 扩张图卷积隐藏层神经元个数为 ６０，算法选用

Ａｄａｍ 优化训练参数，设置动量为 ０． ９，学习率为

０．０６，训练 ５００ 轮次后，损失值达到稳定。
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(a)Flevoland原始图 (b)Flevoland标签图

(c)SanFrianscio-Bay原始图 (d)SanFrianscio-Bay标签图

图 ４　 实验所用图像以及相对应的标签

Ｆｉｇ． ４　 Ｔｈｅ ｉｍａｇｅｓ ａｎｄ ｔｈｅ ｃｏｒｒｅｓｐｏｎｄｉｎｇ ｇｒｏｕｎｄ ｔｒｕｔｈ
表 １　 ＳＬＩＣ 粗分的参数设置

Ｔａｂ． １　 Ｐａｒａｍｅｔｅｒ ｓｅｔｔｉｎｇｓ ｏｆ ＳＬＩＣ

参数 Ｆｌｅｖｏｌａｎｄ Ｓａｎ Ｆｒａｎｃｉｓｃｏ－Ｂａｙ

区域数量 ２ ５００ ３ ０００

紧致性系数 ３５０ ３５０

　 　 选用了现有的主流 ＳＡＲ 分割算法与本文所提

网络进行对比， 分别是基于 ＣＮＮ 的网络模型

ＲｅｓＮｅｔ１８；基于全卷积的网络模型 ＰＳＰＮｅｔ 和基于

ＧＣＮ 的网络模型 ＭＳＧＣＮ 和 ＡＧＣＮ。 本文采用各个

类别的分割精度，总体分割精度 ＯＡ、平均分类精度

ＡＡ 和 Ｋａｐｐａ 系数评估各个网络模型的分割性能。
网络采用 ＰｙＣｈａｒｍ ２０２１，在处理器为 Ｉｎｔｅｌ Ｘｅｏｎ

Ｓｉｌｖｅｒ４１１４＠ ２．２ ＧＨＺ，内存大小为 １２８ ＧＢ，显卡为

Ｎｖｉｄｉａ Ｔｅｓｌａ Ｐ１００－ＰＣＩＥ－１６ ＧＢ。
２．３　 实验结果

２．３．１　 Ｆｌｅｖｏｌａｎｄ 图像分类结果对比与讨论

对比方法和本文所提网络的各类别的准确度、
ＯＡ、ＡＡ 和 Ｋａｐｐａ 系数，见表 ２。 可以看出，在对比

方法中，所提网络分割性能最佳；从类别来看，所提

算法在农田 ２ 这一类别上提升效果最为显著，相较

ＭＳＧＣＮ，高出 １３．５２％。
　 　 与现有的主流 ＳＡＲ 图像分割算法对比可视化

结果，如图 ５ 所示。 ＰＳＰＮｅｔ 和 ＲｅｓＮｅｔ１８ 算法的水体

分类精度虽然都达到了约 ９９％，但是水体区域内仍

有“椒盐”状的误分类点，本文算法“水体”分类精准

度达到 １００％，水体区域地物平整，轮廓清晰；在其

余 ４ 类地物分类中，ＲｅｓＮｅｔ１８ 和 ＰＳＰＮｅｔ 分类的结果

都有大量的误分类点，如“农田 ２”像素被大量误分

为“森林”，ＭＳＧＣＮ 和 ＡＧＣＮ 分类结果有所改善，但
是边界处仍有不少误分现象，本文算法能有效改善

这种现象，能够有效保持边界清晰，且区域平滑。
表 ２　 不同算法在 Ｆｌｅｖｏｌａｎｄ 图像上的分类结果

Ｔａｂ． ２　 Ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ａｌｇｏｒｉｔｈｍｓ ｏｎ Ｆｌｅｖｏｌａｎｄ

类别 本文算法 ＭＳＧＣＮ ＡＧＣＮ ＧＣＮ ＰＳＰＮｅｔ ＲｅｓＮｅｔ１８

森林 ９２．９２ ９１．１９ ９３．０１ ９３．２３ ９７．９４ ９４．７３

农田 １ ９５．００ ９２．６４ ９４．９８ ９３．９４ ９５．５３ ９５．２３

农田 ２ ９０．８５ ７７．３３ ７０．７５ ５５．７１ ３８．４２ ４４．５８

城区 ９８．４３ ９６．９３ ８１．５９ ７１．８６ ８８．８９ ８３．４５

水体 １００ １００ １００ ９９．１３ ９８．８３ ９８．２１

ＯＡ ９４．７７ ９１．６６ ９０．９１ ８７．８６ ８９．２９ ８８．５７

ＡＡ ９５．４４ ９１．６２ ８８．０６ ８２．７８ ８３．９３ ８３．１９

Ｋａｐｐａ ９３．０２ ８８．９０ ８７．７４ ８３．６１ ８５．４３ ８４．２７

２．３．２　 Ｓａｎ Ｆｒａｎｃｉｓｃｏ－Ｂａｙ 图像分类结果对比与讨论

对比方法和本文所提网络的各类别的准确度、
ＯＡ、ＡＡ 和 Ｋａｐｐａ 系数， 见表 ３。 由表 ３ 可知，在所

有对比算法中，ＭＳＧＣＮ 表现最优，但本文算法优于

ＭＳＧＣＮ，在 ＯＡ、ＡＡ 和 Ｋａｐｐａ 系数指标上都获得了

理想的分割结果，分别是 ９３．０９％、９３．３２％、９１．２７％，
尤其是在建筑物 １ 类别上，相比 ＭＳＧＣＮ，提高了近

１０％，且远远优于其他对比算法的分类精度，因此，
也证明了所提网络的有效性以及对不同数据集具有

鲁棒性。
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(a)本文算法 (b)MSGCN (c)AGCN

(d)GCN (e)PSPNet (f)ResNet18

森林 农田1 农田2 城区 水体

图 ５　 不同算法在 Ｆｌｅｖｏｌａｎｄ 上的可视化结果

Ｆｉｇ． ５　 Ｖｉｓｕａｌ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ａｌｇｏｒｉｔｈｍｓ ｏｎ Ｆｌｅｖｏｌａｎｄ
表 ３　 不同算法在 Ｓａｎ Ｆｒａｎｃｉｓｃｏ－Ｂａｙ 图像上的分类结果

Ｔａｂ． ３ 　 Ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ａｌｇｏｒｉｔｈｍｓ ｏｎ Ｓａｎ
Ｆｒａｎｃｉｓｃｏ－Ｂａｙ ｉｍａｇｅｓ

类别 本文算法 ＭＳＧＣＮ ＡＧＣＮ ＧＣＮ ＰＳＰＮｅｔ ＲｅｓＮｅｔ１８
建筑物 ３ ９５．６９ ８５．４５ ８４．９３ ８９．８８ ９４．８１ ７７．８７
建筑物 ２ ９７．７５ ９０．２３ ９５．０４ ８２．２６ ９５．６９ ８８．６１

水体 ９８．２６ ９３．５６ ９１．０８ ７１．５２ ９１．７８ ９７．８７
植被 ８７．７０ ９６．９４ ８２．８３ ７６．６９ ９２．５３ ８９．６２

建筑物 １ ８７．２０ ７７．５９ ６０．０２ ２７．２７ ６４．６３ ４２．７１
ＯＡ ９３．０９ ８９．８７ ８３．８５ ７２．４６ ８９．４６ ８１．２０
ＡＡ ９３．３２ ８８．７５ ８２．７８ ６９．５２ ８７．８９ ７９．３４

Ｋａｐｐａ ９１．２７ ８７．１２ ７９．５８ ６９．０７ ８６．５７ ７６．１３

　 　 与现有的主流 ＳＡＲ 图像分割算法对比可视化

结果，如图 ６ 所示。 由图 ６ 可知，ＲｅｓＮｅｔ１８ 利用特征

复用，增强了特征，但是分类结果仍斑驳；ＰＳＰＮｅｔ 利
用多尺度去提取不同细节的特征能够改善这种情

况，但是精确度仍不高。 总的来说，现有网络整体分

类结果较为粗糙，与标签图相比，大量“植被”像素

被错误分类为“水体”。 相比之下，所提网络可以有

效区分类间边缘、地物规整以及区域内更加平滑。

(a)本文算法 (b)MSGCN (c)AGCN

(d)GCN (e)PSPNet (f)ResNet18

建筑物3建筑物2 水体 植被 建筑物1

图 ６　 不同算法在 Ｓａｎ Ｆｒａｎｃｉｓｃｏ－Ｂａｙ 上的可视化结果

Ｆｉｇ． ６　 Ｖｉｓｕａｌ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ａｌｇｏｒｉｔｈｍｓ ｏｎ Ｓａｎ Ｆｒａｎｃｉｓｃｏ－Ｂａｙ

（下转第 ７９ 页）
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