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基于知识增强的 ＮＬ２ＳＱＬ 方法
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摘　 要： 面向关系型数据库的自然语言查询技术的核心是将自然语言解析成 ＳＱＬ 查询语句（ＮＬ２ＳＱＬ）。 目前，大多数

ＮＬ２ＳＱＬ 方法仅对自然语言问句和表模式进行编码，难以充分理解问句的语义信息，产生的歧义可能导致预测出错。 针对此

问题，本文提出了基于知识增强的 ＮＬ２ＳＱＬ 模型 ＫＥＳＱＬ，首先使用实体链接技术将问句中的实体链接到外部知识图谱，通过

引入问句中命名实体在外部知识图谱的知识来增强 ＮＬ２ＳＱＬ 模型对于问句的理解能力，进而提高解析效果；选取 ＤＢｐｅｄｉａ 作

为外部知识图谱，针对图谱中的各类知识，提出了基于符号化和向量化的知识增强方案，系统地论证了引入不同知识的效果

及不同融合方式的优劣，实验结果充分验证了知识增强对 ＮＬ２ＳＱＬ 任务的有效性。
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０　 引　 言

关系型数据库是信息系统的基础和核心。 用户

可以用 ＳＱＬ 查询来检索数据库中的数据，但这通常

对用户的 ＳＱＬ 掌握水平有一定要求。 而通过自然

语言直接与数据库交互可以帮助非技术用户获取到

关系型数据库中的信息，提高用户的使用效率和体

验。 因此，本文研究的任务是将自然语言问句转化

为 ＳＱＬ 查询（ＮＬ２ＳＱＬ）。 目前解决此任务的主流方

法是基于草图的模型，其考虑了 ＳＱＬ 的句法模式，
通过 ＳＱＬ 语句中的关键词如“ＳＥＬＥＣＴ”、“ＦＲＯＭ”、
“ＷＨＥＲＥ”等将原任务拆解为多个子任务。 草图框

架具体实例如图 １ 所示，以问句“Ｈｏｗ ｍａｎｙ ｎｕｍｂｅｒ

ｄｏｅｓ Ｆｏｒｄｈａｍ ｓｃｈｏｏｌ ｈａｖｅ？”为例，其对应的表包含列

名 Ｐｌａｙｅｒ （选手）、 Ｎｏ． （ 编号）、 Ｐｏｓｉｔｉｏｎ （ 位置）、
Ｓｃｈｏｏｌ ／ Ｃｌｕｂ Ｔｅａｍ（学校 ／俱乐部球队）等。 按照草

图框架，需要完成 ６ 个子任务的预测，根据模板进行

槽填充构建完整的 ＳＱＬ 语句。 第一，需要预测

ＳＥＬＥＣＴ 从句中出现的列（ＳＥＬＥＣＴ－ＣＯＬＵＭＮ 子任

务）， 此 例 中 预 测 结 果 “ Ｎｏ．”； 第 二， 需 要 预 测

ＳＥＬＥＣＴ 从句中出现的列对应的聚合操作（ＳＥＬＥＣＴ
－ＡＧＧＲＥＧＡＴＩＯＮ 子任务）， 此例中预测结果为

“ＣＯＵＮＴ”；第三，需要预测 ＷＨＥＲＥ 从句中条件的

数量（ＷＨＥＲＥ－ＮＵＭＢＥＲ 子任务），此例中预测结果

为 １ 个；第四，需要预测 ＷＨＥＲＥ 从句中出现的列

（ＷＨＥＲＥ－ＣＯＬＵＭＮ 子任务），此例中预测结果为



“Ｓｃｈｏｏｌ ／ Ｃｌｕｂ Ｔｅａｍ”；第五，需要预测 ＷＨＥＲＥ 从句

中条件列对应的操作（ＷＨＥＲＥ－ＯＰＥＲＡＴＯＲ 子任

务），此例中预测结果为 “ ＝ ”； 第六， 需要预测

ＷＨＥＲＥ 从句中条件列对应的条件值 （ＷＨＥＲＥ －

ＶＡＬＵＥ 子任务），此例中预测结果为“Ｆｏｒｄｈａｍ”。
　 　 虽然目前 ＮＬ２ＳＱＬ 任务上提出的方法达到了比

较好的效果，但仍然不足，这些方法都是对问句进行

直接编码，缺乏语义信息，不能充分地理解问句。

Player No. Position School/ClubTeam

Patrick
O′Bryant
Jermaine
O′Neal

DanO′Sullivan

13

6

45

Center

Forward-Center

Center

Bradley

EauClaireHighSchool

Fordham

HowmanynumberdoesFordhamschoolhave?

SELECT
COUNT(No.)

FROM
t1

WHERE
School/ClubTeam=Fordham

Tablet1

Question

（ａ） 草图样例　 　 　 　 　 　 　 　 　 　 （ｂ） ＳＱＬ 草图框架

图 １　 基于草图的方法

Ｆｉｇ． １　 Ｓｋｅｔｃｈ－ｂａｓｅｄ ａｐｐｒｏａｃｈ

　 　 针对自然语言问句存在语义缺失的问题，本文

考虑利用外部知识图谱来对自然语言问句进行语义

增强，使其包括充分的语义信息。 基于知识增强的

ＮＬ２ＳＱＬ 方法主要面临 ３ 个挑战：
（１）对问句的哪些部分进行增强；
（２）用外部知识图谱中的哪类知识进行增强；
（３）如何进行增强。
针对第一个挑战，本文提出对问句中出现的命

名实体进行增强，并使用现有的实体链接技术，将问

句中的命名实体链接到外部知识图谱中；针对第二

个挑战，本文将知识图谱中的知识类别分为摘要

（Ａｂｓｔｒａｃｔ）、类型（Ｔｙｐｅ）、标签（Ｃａｔｅｇｏｒｙ）、语义关系

（Ｉｎｆｏｂｏｘ）４ 种，并系统调研了各种类型知识的增强

效果；针对第三个挑战，本文分别提出了一种基于符

号化知识的增强方法和两种基于向量化知识的增强

方法。 在公开的大规模的 ＮＬ２ＳＱＬ 数据集 ＷｉＫｉＳＱＬ
上进行实验，实验结果证明了本文提出的增强方法

的有效性。

１　 相关工作

ＮＬ２ＳＱＬ 的方法主要分为两大类。
第一类是基于 Ｓｅｑ２ｓｅｑ 模型，采用“编码器－解

码器”将此任务转化为从文本到 ＳＱＬ 的翻译任务，
代表方法是 Ｓｅｑ２ＳＱＬ，将 ＳＱＬ 语句划分为 ＳＥＬＥＣＴ

从句和 ＷＨＥＲＥ 从句两部分，并分开独立生成，这类

方法存在两种缺陷：第一种是 ＷＨＥＲＥ 从句中可能

包含多个条件三元组，多个条件三元组之间的顺序

并不影响最终的执行结果，但会极大地影响以之前

的标记预测下一个标记的方式进行预测的 Ｓｅｑ２ｓｅｑ
模型的性能，Ｓｅｑ２ＳＱＬ 使用强化学习来消除顺序问

题，但准确率依然不高；第二种缺陷是 Ｓｅｑ２ｓｅｑ 模型

没有充分利用 ＳＱＬ 句法结构来限制输出空间，模型

复杂且准确率不高。
第二类方法是基于草图的方法。 文献［１］基于

此想法提出了 ＳＱＬＮｅｔ 模型，根据 ＳＱＬ 语句的句法

结构将 ＳＱＬ 查询分解为 ６ 个子任务。 预定义草图

包含各个子任务的依赖关系，每个子任务的预测只

基于其所依赖的部分。 与 Ｓｅｑ２ＳＱＬ 不同，ＳＱＬＮｅｔ 采
用了顺序到集合的方法和基于列字段的注意力机

制，消除了顺序问题，提高了准确率。 在此基础上，
文献 ［ ２］ 提出执行指导编码 （ Ｅｘｅｃｕｔｉｏｎ － Ｇｕｉｄｅｄ
Ｄｅｃｏｄｉｎｇ），可以理解为一种后验操作，假设生成的

ＳＱＬ 查询可以执行，通过执行结果来排除错误的候

选 ＳＱＬ 查询。 随着动态表示学习的发展，更多的方

法选择预训练语言模型作为编码器。 文献［３］提出

的 ＳＱＬｏｖａ 使用表感知的 ＢＥＲＴ 作为编码器，在编码

后提出了 ３ 种不同的解码器变体，其中一种变体类

似 ＳＱＬＮｅｔ，３ 种解码器之间的精度差也论证了预训
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练语言模型的有效性；文献［４］提出 Ｘ－ＳＱＬ，使用

ＭＴ－ＤＮＮ 作为编码器，将全局上下文信息融合到表

模式中，为下游任务提供更好的表达，显著地提高了

性能。 不同于连接问句和表中所有列名作为输入的

ＳＱＬｏｖａ 和 Ｘ－ＳＱＬ，文献［５］提出的 ＨｙｄｒａＮｅｔ 将问句

和表中的各个列名单独拼接送入编码器，不需要额

外的池化操作或长短期记忆网络来获得一个列的向

量表示，可以更好地获得列的表示。

２　 方法

２．１　 任务定义

基于知识增强的 ＮＬ２ＳＱＬ 任务定义：给定一个

数据库，还有一个外部知识图谱，包括实体的各类知

识，如：摘要、类型、标签和语义关系等，如图 ２ 所示。
其中，摘要是对实体的描述，类型说明了实体的所属

类型，标签简要介绍了实体的特征，而语义关系包含

了实体的属性及属性值。 在不使用表中字段值的前

提下，输入一个自然语言问句，输出对应的 ＳＱＬ 语句。
　 　 形式化表示为：给定一个包含多张来自不同领

域的表的数据库 Φ ＝ ｛ ｔｉ｝ｍ
ｉ ＝ １， 和一个知识图谱

Ψ ＝ ｛（ｅｊ，Ｋａｊ，Ｋ ｔ ｊ，Ｋｃｊ，Ｋ ｉ ｊ）｝
ｎ
ｊ ＝ １， 其中， ｅｊ 表示知识图

谱中的第 ｊ个实体， Ｋａｊ，Ｋ ｔ ｊ，Ｋｃｊ，Ｋ ｉ ｊ 分别表示第 ｊ个实

体的摘要、类型、标签、语义关系。 基于知识增强的

ＮＬ２ＳＱＬ 任务的目标是：给定一个自然语言问句 ｑ ＝
｛ｘ１，ｘ２，…，ｘｎ｝ 和数据库中查询的表 ｔｑ，其包含候选

列 Ｃ ｔｑ
＝ ｛ｃ１，ｃ２，…，ｃｎ｝。 通过实体链接技术从知识

图谱 Ψ中找到问句 ｑ 中出现的实体集合 Ｅｑ，结合实

体集合 Ｅｑ 中每个实体的知识，生成该问句 ｑ 对应的

ＳＱＬ 查询语句 ｓ。
２．２　 系统框架

本文工作的核心思想是利用知识来增强问句的

语义信息，实现问句到 ＳＱＬ 语句的转化。 本文提出

基于知识增强的 ＮＬ２ＳＱＬ 模型 ＫＥＳＱＬ，模型结构如

图 ３ 所示。
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…

摘要

类型

标签

语义关系

Theresa_Rebeck

图 ２　 实体的相关知识

Ｆｉｇ． ２　 Ｒｅｌａｔｅｄ ｋｎｏｗｌｅｄｇｅ ｏｆ ｅｎｔｉｔｙ
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图 ３　 ＫＥＳＱＬ 模型结构图

Ｆｉｇ． ３　 Ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ ｏｆ ＫＥＳＱＬ ｍｏｄｅｌ
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　 　 本文的系统框架主要包含 ３ 个部分：首先对问

句进行实体链接，找到问句中出现的命名实体，将其

链接到知识图谱中，以获得这些命名实体的更多语

义信息；其次，在知识增强模块从符号化和向量化两

个角度实现增强，将问句与知识融合对齐，使模型更

充分的理解问句；最后，利用知识增强后的编码层输

出来解码草图结构中的各个子任务。
目前已经有很多成熟的实体链接工具，本文选择

了主流的实体链接工具 ＤＢｐｅｄｉａ Ｓｐｏｔｌｉｇｈｔ，将自然语

言文本中的命名实体链接到知识图谱 ＤＢｐｅｄｉａ 中。

３　 模型

３．１　 输入模块

给定一个问句 ｑ，问句对应的实体的某类知识 Ｋ

以及相应的表 ｔｑ，对表中的每个候选列 ｃｉ，考虑其字

段类型信息 ｔｙｐｅｃｉ， 组成输入序列 （Ｃｏｎｃａｔ（ ｔｙｐｅｃｉ，
ｃｉ），ｑ，Ｋ）。 其中，Ｃｏｎｃａｔ（·） 表示一个将多个句子

连接成一个字符串的函数。
３．２　 知识增强模块

本文从符号化和向量化两个角度进行知识增

强，包含一种符号化增强方法和两种向量化增强方

法。
３．２．１　 符号化知识的增强方法

符号化知识的增强是指将实体知识表示为一个

字符串，直接与自然语言问句拼接，再进行后续的编

码等操作。 本文将结构化和非结构化的实体知识统

一转化为自然语言作为实体的符号化知识描述，见
表 １。

表 １　 实体符号化知识描述的生成

Ｔａｂ． １　 Ｔｈｅ ｇｅｎｅｒａｔｉｏｎ ｏｆ ｅｎｔｉｔｙ ｓｙｍｂｏｌｉｃ ｋｎｏｗｌｅｄｇｅ ｄｅｓｃｒｉｐｔｉｏｎ

知识类别 原始形式 符号化知识

摘要 ｓｅｎｔｅｎｃｅ１．ｓｅｎｔｅｎｃｅ２… ｅｎｔｉｔｙ：ｓｅｎｔｅｎｃｅ１．

类型 ｛ ｔ１，ｔ２，…，ｔｎ｝ ｅｎｔｉｔｙ：ｔ１ ａｎｄ ｔ２…

标签 ｛ｃ１，ｃ２，…，ｃｎ｝ ｅｎｔｉｔｙ：ｃ１ ａｎｄ ｃ２…

语义关系 ｛［ｋ１，ｖ１］，［ｋ２，ｖ２］，…，［ｋｎ，ｖｎ］｝ ｅｎｔｉｔｙ：ｋ１ ｉｓ ｖ１ ａｎｄ ｋ２ ｉｓ ｖ２…

　 　 直接拼接问句和实体符号化知识描述，作为编码

器的输入，输入序列为 ［ＣＬＳ］ｃｏｌｕｍｎ［ＳＥＰ］ｑｕｅｓｔｉｏｎ，
ｓｙｍｂｏｌｉｃ ｋｎｏｗｌｅｄｇｅ［ＳＥＰ］， 其 中 ｃｏｌｕｍｎ，ｑｕｅｓｔｉｏｎ，
ｓｙｍｂｏｌｉｃ ｋｎｏｗｌｅｄｇｅ 是列信息 Ｃｏｎｃａｔ（ｔｙｐｅｃｉ，ｃｉ）、问句、

实体符号化知识分词后的形式，本文将此方法称为符

号化知识增强（Ｋｎｏｗｌｅｄｇｅ Ｅｎｈａｎｃｅｍｅｎｔ ｗｉｔｈ Ｓｙｍｂｏｌｉｃ
Ｋｎｏｗｌｅｄｇｅ），如图 ４ 所示。

Nametheproductioncodefortheresarebeck TheresaRebeck:TheresaRebeck(bornFebruary19,1958)isan...

Encoder

Prediction

图 ４　 符号化知识增强

Ｆｉｇ． ４　 Ｋｎｏｗｌｅｄｇｅ ｅｎｈａｎｃｅｍｅｎｔ ｗｉｔｈ ｓｙｍｂｏｌｉｃ ｋｎｏｗｌｅｄｇｅ

３．２．２　 向量化知识的增强方法

向量化知识的增强方法是指将实体知识转化为

向量化表示，再与问句中所对应的实体指称项

（ｍｅｎｔｉｏｎ）的向量化表示进行融合。 具体来说，对于

问句 ｑ 中出现的每个实体 ｅｉ， 假设其对应的问句中

的实体指称项为 ｑ［ｐｉ：ｑｉ］，ｐｉ、ｑｉ 分别表示实体指称

项的起始索引和结束索引。 首先，通过不同的方法

来获得实体 ｅｉ 的向量化表示 ｈｅｉ， 然后将其输入到一

个线性层中，再与向量化后的实体指称项对齐；其
次，通过线性组合实体指称项和实体的向量化表示

来获得知识增强的实体指称项的向量化表示，计算

方式如公式（１）所示。
　 　 Ｅｎｈａｎｃｅ（ｑ［ｐｉ］） ＝ Ｅｍｂｅｄｄｉｎｇ（ｑ［ｐｉ］） ＋ α ×
　 　 　 　 Ｌｉｎｅａｒ（ｈｅｉ） （１）
　 　 其中， Ｅｎｈａｎｃｅ 为增强后的实体指称项的向量

化表示， Ｅｍｂｅｄｄｉｎｇ（） 为语言模型的嵌入层，在训

练过程中 α 从 ０ 退火到 λ，λ ∈ ［０，１］。
本文提出了两种不同的实体向量化方法。 第一

种 方 法， 即 图 向 量 化 知 识 增 强 （ Ｋｎｏｗｌｅｄｇｅ
Ｅｎｈａｎｃｅｍｅｎｔ ｗｉｔｈ Ｇｒａｐｈ Ｅｍｂｅｄｄｉｎｇ），在给定图结构

４ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １２ 卷　



知识的情况下，包含实体与实体之间的语义关系，来
自于全部实体的语义关系，对图结构的实体知识进

行编码，获得实体的向量化知识表示。 使用知识图

谱向量化（Ｋｎｏｗｌｅｄｇｅ Ｇｒａｐｈ Ｅｍｂｅｄｄｉｎｇ， ＫＧＥ）的方

法来获得每个实体的向量化表示。 本文使用提出的

ＴｒａｎｓＥ 模型来进行知识图谱向量化，称为图向量化

知 识 增 强 （ Ｋｎｏｗｌｅｄｇｅ Ｅｎｈａｎｃｅｍｅｎｔ ｗｉｔｈ Ｇｒａｐｈ
Ｅｍｂｅｄｄｉｎｇ），如图 ５ 所示。

KnowledgeGraphEmbedding

Nametheproductioncodefortheresarebeck

EmbeddingLayer

Encoder
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图 ５　 图向量化知识增强

Ｆｉｇ． ５　 Ｋｎｏｗｌｅｄｇｅ ｅｎｈａｎｃｅｍｅｎｔ ｗｉｔｈ ｇｒａｐｈ ｅｍｂｅｄｄｉｎｇ

　 　 第二种方法指在缺乏图结构知识的情况下，通
过语言模型对文本形式的实体知识进行编码，获得

实体的向量化知识表示。 因为实体知识总是以被描

述的实体开头，如“Ｔｈｅｒｅｓａ Ｒｅｂｅｃｋ：Ｔｈｅｒｅｓａ Ｒｅｂｅｃｋ
（ｂｏｒｎ Ｆｅｂｒｕａｒｙ １９， １９５８） ｉｓ ａｎ Ａｍｅｒｉｃａｎ ｐｌａｙｗｒｉｇｈｔ，

ｔｅｌｅｖｉｓｉｏｎ ｗｒｉｔｅｒ， ａｎｄ ｎｏｖｅｌｉｓｔ．”，所以采用实体知识

描述的第一个标记的词向量作为实体知识的向量化

表示，此方法称为文本向量化知识增强（Ｋｎｏｗｌｅｄｇｅ
Ｅｎｈａｎｃｅｍｅｎｔ ｗｉｔｈ Ｔｅｘｔｕａｌ Ｅｍｂｅｄｄｉｎｇ），如图 ６ 所示。

TheresaRebeck:ThreresaRebeck(bronFebruary19,1958)isan...Nametheproductioncodefortheresarebeck
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图 ６　 文本向量化知识增强

Ｆｉｇ． ６　 Ｋｎｏｗｌｅｄｇｅ ｅｎｈａｎｃｅｍｅｎｔ ｗｉｔｈ ｔｅｘｔｕａｌ ｅｍｂｅｄｄｉｎｇ

　 　 在问句和知识融合后，再对增强后的问句进行

编码，为下游子任务提供更好的表示。
３．３　 解码模块

此模型采用 ＨｙｄｒａＮｅｔ 模型的解码方式，采用草

图框架，将 ＳＱＬ 查询划分为 ６ 个子任务，根据各个

子任务是否依赖具体的列，将其划分为全局任务和

局部任务两类。
全局任务主要包含 ３ 个子任务 ＳＥＬＥＣＴ －

ＣＯＬＵＭＮ、ＷＨＥＲＥ －ＮＵＭＢＥＲ、ＷＨＥＲＥ －ＣＯＬＵＭＮ。
ＳＥＬＥＣＴ－ＣＯＬＵＭＮ 子任务的目标是预测 ＳＥＬＥＣＴ 从
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句中出现的列，本研究 ＳＥＬＥＣＴ 从句中出现的列固

定为 １ 个。 所以，对所有候选列计算其出现在

ＳＥＬＥＣＴ 从句的分数，选择分数最高的列，式（２）：
Ｐｓｃ（ｃｉ） ＝ ｓｉｇｍｏｉｄ（Ｗ１ ｈｃｉ

［ｃｌｓ］） （２）
　 　 其中， ｈｃｉ

［ｃｌｓ］ 表示表 ｔｑ 的第 ｉ 列与问句交互后得

到的全局向量表示，Ｐｓｃ（ｃｉ） 为第 ｉ 列出现在 ＳＥＬＥＣＴ
从句中的分数。

ＷＨＥＲＥ － ＮＵＭＢＥＲ 子 任 务 的 目 标 是 预 测

ＷＨＥＲＥ 从 句 中 条 件 列 的 数 量。 本 文 任 务 中

ＷＨＥＲＥ 从句中条件列可以为空，至多出现 ４ 个条

件列，将问题转化为五分类任务。 问句对应的 ＳＱＬ
中的 ＷＨＥＲＥ 从句包含多少条件列，主要取决于问

句，但是本模型中的问句和表中每个列单独交互，得
到的 多 个 全 局 表 示 都 可 以 预 测 出 ＷＨＥＲＥ －
ＮＵＭＢＥＲ，需要根据每个列的相关度来对预测结果

加权，式（３） ～式（５）：
Ｐｒｅ（ｃｉ） ＝ ｓｉｇｍｏｉｄ（Ｗ２ ｈｃｉ

［ｃｌｓ］） （３）
Ｐｗｎ（ｎｕｍ ｊ ｜ ｃｉ） ＝ ｓｏｆｔｍａｘ（Ｗ３［ ｊ，：］ ．ｈｃｉ

［ｃｌｓ］） （４）

ｎｕｍ＾ ＝ ａｒｇｍａｘ∑
ｃｉ∈Ｃｔ

Ｐｒｅ（ｃｉ） Ｐｗｎ（ｎｕｍ ｊ ｜ ｃｉ） （５）

　 　 其中， Ｐｒｅ（ｃｉ） 为第 ｉ 列出现在 ＳＱＬ 中的分数，
Ｐｗｎ（ｎｕｍ ｊ ｜ ｃｉ） 为第 ｉ 列与问句交互后得到的全局表

示预测 ＷＨＥＲＥ 从句中列数量为 ｊ 的概率， 将

Ｐｒｅ（ｃｉ） 和 Ｐｗｍ（ｎｕｍ ｊ ｜ ｃｉ） 加权求和，取概率最高的

数为 ＷＨＥＲＥ－ＮＵＭＢＥＲ。
ＷＨＥＲＥ － ＣＯＬＵＭＮ 子 任 务 的 目 标 是 预 测

ＷＨＥＲＥ 从句中出现的列，对所有候选列计算其出

现在 ＷＨＥＲＥ 从句的分数， 选择分数最高的前

ＷＨＥＲＥ－ＮＵＭＢＥＲ 个列，式（６）。
Ｐｗｃ（ｃｉ） ＝ ｓｉｇｍｏｉｄ（Ｗ４ ｈｃｉ

［ｃｌｓ］） （６）
　 　 其中， ｈｃｉ

［ｃｌｓ］ 表示表 ｔｑ 的第 ｉ 列与问句交互后得

到的全局向量表示， Ｐｗｃ（ ｃｉ） 为第 ｉ 列出现在

ＷＨＥＲＥ 从句中的分数。
局部任务依赖从句中的列的预测结果，包括

ＳＥＬＥＣＴ － ＡＧＧＲＥＧＡＴＩＯＮ、 ＷＨＥＲＥ － ＯＰＥＲＡＴＯＲ、
ＷＨＥＲＥ－ＶＡＬＵＥ。 ＳＥＬＥＣＴ － ＡＧＧＲＥＧＡＴＩＯＮ 子任

务的目标是预测 ＳＥＬＥＣＴ 从句中的列对应的聚合操

作，从 Ａ ＝［′′， ′ＭＡＸ′， ′ＭＩＮ′， ′ＣＯＵＮＴ′， ′ＳＵＭ′， ′
ＡＶＧ′］中选择概率最大的聚合操作，式（７）。

Ｐｓａ（Ａ ｊ ｜ ｃｉ） ＝ ｓｏｆｔｍａｘ（Ｗ５［ ｊ，：］ ．ｈｃｉ
［ｃｌｓ］） （７）

　 　 其中， ｈｃｉ
［ｃｌｓ］ 表示表 ｔｑ 的第 ｉ 列与问句交互后得

到的全局向量表示， Ｐｓａ（Ａ ｊ ｜ ｃｉ） 为第 ｉ列对应第 ｊ个
聚合操作符的概率。

ＷＨＥＲＥ－ ＯＰＥＲＡＴＯＲ 子任务的目标是预测

ＷＨＥＲＥ 从句中的条件列对应的操作符，从 Ｏ ＝
［′＝ ′， ′＞′， ′＜′］中选择概率最大的操作符，式（８）。

Ｐｗｏ（Ｏ ｊ ｜ ｃｉ） ＝ ｓｏｆｔｍａｘ（Ｗ６［ ｊ，：］ ．ｈｃｉ
［ｃｌｓ］） （８）

　 　 其中， ｈｃｉ
［ｃｌｓ］ 表示表 ｔｑ 的第 ｉ 列与问句交互后得

到的全局向量表示， Ｐｗｏ（Ｏ ｊ ｜ ｃｉ） 为第 ｉ列对应第 ｊ个
操作符的概率。

ＷＨＥＲＥ － ＶＡＬＵＥ 子 任 务 的 目 标 是 预 测

ＷＨＥＲＥ 从句中条件列对应的条件值，可以被理解

为从问句中抽取一段文本，预测条件值在自然语言

问句中的起始位置，式（９）和式（１０）：
Ｐｓｔａｒｔ

ｗｖ （ｘ ｊ ＝ ｓｔａｒｔ ｜ ｃｉ） ＝ ｓｏｆｔｍａｘ（Ｗ７ ｈｑ
ｊ ） （９）

Ｐｅｎｄ
ｗｖ （ｘ ｊ ＝ ｅｎｄ ｜ ｃｉ） ＝ ｓｏｆｔｍａｘ（Ｗ８ ｈｑ

ｊ ） （１０）
　 　 其中， Ｐｓｔａｒｔ

ｗｖ ｘ ｊ ＝ ｓｔａｒｔ ｜ ｃｉ( ) ，Ｐｅｎｄ
ｗｖ （ｘ ｊ ＝ ｅｎｄ ｜ ｃｉ） 分

别为第 ｉ 列对应的条件值以问句的第 ｊ 个标记为起

始位置、结束位置的概率。

４　 实验

４．１　 实验准备

实验使用的 ＷｉｋｉＳＱＬ 数据集是大型 ＮＬ２ＳＱＬ 数

据集之一，基于维基百科文章构造自然语言问句和

对应的 ＳＱＬ 查询。 训练集、验证集、测试集基于不

同的表，分别包含５６ ３５５，８ ４２１，１５ ８７８个问句－ＳＱＬ
查询对。 本文选用 ＲｏＢＥＲＴａ －ｂａｓｅ 作为基础编码

器，ＡｄａｍＷ 为优化器。
执行指导编码（Ｅｘｅｃｕｔｉｏｎ－Ｇｕｉｄｅｄ Ｄｅｃｏｄｉｎｇ），简

称 ＥＧ，利用 ＳＱＬ 查询的执行结果来指导编码过程。
如果预测的 ＳＱＬ 执行结果出错或返回空结果，ＥＧ
将认为此条 ＳＱＬ 预测错误，会将其排除选择概率次

高的 ＳＱＬ。 在模型预测结束后，运用 ＥＧ，进一步提

升模型的效果。
４．２　 评估指标

使用目前主流的两种评估指标， 即逻辑形式准

确率（ＬＦ） 和执行结果准确率（ＥＸ）， 来评估模型的

效果。 逻辑形式准确率是指预测生成的 ＳＱＬ 与真

实标注的 ＳＱＬ 匹配的比例（这里匹配指 ＳＱＬ 语句完

全一致）；执行结果准确率是指执行预测生成的 ＳＱＬ
的结果与执行真实标注的 ＳＱＬ 的结果匹配的比例。
４．３　 基线

本文以当前最优模型 ＨｙｄｒａＮｅｔ 作为基础模型，
将问句与相应表中的所有列名分别交互，得到编码

层输出，再根据草图框架，利用列排序等方法对各个

子任务进行解码预测。
本文以 ＲｏＢＥＲＴａ－ｂａｓｅ 作为基础编码器复现了

ＨｙｄｒａＮｅｔ 模型，将其作为实验的基线。 统一运用
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ＥＧ，对得到的实验结果做进一步的比较。
４．４　 结果

本文模型的逻辑形式准确率和执行结果准确率

均优于基线，在摘要、类型、标签、语义关系上分别运

用符号化知识增强 （ ＳＫ）、文本向量化知识增强

（ＴＥ）、图向量化知识增强（ＧＥ）得到逻辑形式准确

率和执行结果准确率见表 ２、表 ３。
表 ２　 测试集上逻辑形式准确率

Ｔａｂ． ２　 Ｌｏｇｉｃａｌ ｆｏｒｍ ａｃｃｕｒａｃｙ （％） ｏｎ ＷｉｋｉＳＱＬ ｔｅｓｔ ｓｅｔ ｏｆ ｖａｒｉｏｕｓ
ｍｅｔｈｏｄｓ

模型 摘要 类型 类型 语义关系

ＨｙｄｒａＮｅｔ ８０．８

ＫＥＳＱＬ＋ＳＫ ８０．５ ８１．７ ８０．２ ８１．０

ＫＥＳＱＬ＋ＴＥ ８１．８ ８２．１ ８１．６ ８２．１

ＫＥＳＱＬ＋ＧＥ － － － ８１．６

ＨｙｄｒａＮｅｔ＋ＥＧ ８４．９

ＫＥＳＱＬ＋ＳＫ＋ＥＧ ８４．６ ８５．０ ８４．９ ８５．０

ＫＥＳＱＬ＋ＴＥ＋ＥＧ ８５．６ ８５．５ ８５．３ ８５．４

ＫＥＳＱＬ＋ＧＥ＋ＥＧ － － － ８５．３

表 ３　 测试集上执行结果准确率

Ｔａｂ． ３　 Ｅｘｅｃｕｔｉｏｎ ａｃｃｕｒａｃｙ （％） ｏｎ ＷｉｋｉＳＱＬ ｔｅｓｔ ｓｅｔ ｏｆ ｖａｒｉｏｕｓ
ｍｅｔｈｏｄｓ

模型 摘要 类型 类型 语义关系

ＨｙｄｒａＮｅｔ ８６．４

ＫＥＳＱＬ＋ＳＫ ８６．０ ８７．１ ８５．６ ８６．４

ＫＥＳＱＬ＋ＴＥ ８６．９ ８７．３ ８６．９ ８７．３

ＫＥＳＱＬ＋ＧＥ － － － ８６．８

ＨｙｄｒａＮｅｔ＋ＥＧ ９１．０

ＫＥＳＱＬ＋ＳＫ＋ＥＧ ９０．８ ９０．８ ９０．９ ９１．０

ＫＥＳＱＬ＋ＴＥ＋ＥＧ ９１．２ ９１．２ ９１．１ ９１．２

ＫＥＳＱＬ＋ＧＥ＋ＥＧ － － － ９１．２

　 　 通过表 ２ 和表 ３，可以观察到：
（１ ） 类 型 和 语 义 关 系 可 以 更 充 分 地 补 全

ＮＬ２ＳＱＬ 任务中缺失的语义，对效果的提升最明显。

因为类型信息仅是几个具体类型的拼接，语义关系

包含的是关键的键值对，相对来说带来的干扰更小；
而摘要的第一句话虽然非常重要，但太过精练反而

可能会漏掉一些信息；
（２）向量化知识增强的方法都比符号化知识增

强的方法好，因为符号化知识增强的方法过于简单

直接，融入外部知识反而带来一定的噪声干扰。

５　 结束语

本文针对自然语言问句存在语义缺失的问题，
使用了外部知识图谱来对自然语言问句进行语义增

强，使其包括充分的语义信息。 本文提出对问句中

出现的命名实体进行增强，使用现有的实体链接技

术来将问句中的命名实体链接到外部知识图谱中，
并提出了一种基于符号化知识的增强方法和两种向

量化知识的增强方法。 同时，系统调研了摘要

（Ａｂｓｔｒａｃｔ）、类型（Ｔｙｐｅ）、标签（Ｃａｔｅｇｏｒｙ）、语义关系

（Ｉｎｆｏｂｏｘ）等 ４ 种类型知识的增强效果，最终发现使

用类型和语义关系两种类型的知识来进行文本向量

化知识增强的效果最好。
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