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样本均衡与特征选择在员工离职倾向预测上的应用

吴学亮， 娄　 莉

（西安石油大学 计算机学院， 西安 ７１００００）

摘　 要： 本文采用 ＳＭＯＴＥ、ＡＤＡＳＹＮ、ＳＭＯＴＥＴＯＭＥＫ、ＳＭＯＴＥＥＮＮ 和 Ｂｏｒｄｅｒｌｉｎｅ－ＳＭＯＴＥ ５ 种样本均衡方法，对数据进行了

样本均衡。 使用遗传算法对样本均衡前后的数据进行特征选择，并将 ＬｉｇｈｔＧＢＭ 集成学习算法应用于员工数据，进行了离职

倾向预测。 结果表明，使用 ＳＭＯＴＥＥＮＮ 方法对标准化后的数据进行样本均衡处理后，再使用遗传算法对其进行特征选择，
ＬｉｇｈｔＧＢＭ 预测效果最佳，验证了其优越性。
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０　 引　 言

近年来，随着经济社会的发展，员工流失问题是

追求持续增长企业面临的重大挑战。 这是一个在研

究和实践中都受到广泛关注的问题。 为了留住员

工，并利用员工的知识促进公司的成长，人力资源部

门利用机器学习算法预测员工是否有离职倾向解决

此问题。
在现实生活中，数据普遍呈不平衡分布特征，其带

来的问题也越加明显。 随着分类问题研究的发展，越
来越多的研究者开始研究不平衡数据集的极端不平衡

分布特征，不平衡数据集的分类算法也越来越全面［１］。
针对上述问题，本文对 ＳＭＯＴＥ、ＳＭＯＴＥＴＯＭＥＫ、ＡＤＡＳＹＮ、
ＳＭＯＴＥＥＮＮ和Ｂｏｒｄｅｒｌｉｎｅ－ＳＭＯＴＥ ５ 种样本均衡方法进

行了研究与分析。
在应用机器学习的过程中，样本数据的特征通

常差异很大，其中可能包含不相关的特征或存在紧

密依赖的特征。 综上所述，本文的贡献如下：
（１）提出了基于 ＬｉｇｈｔＧＢＭ（Ｌｉｇｈｔ Ｇｒａｄｉｅｎｔ Ｂｏｏｓｔｉｎｇ

Ｍａｃｈｉｎｅ）的员工离职倾向预测模型，可根据给出的

信息，评估员工是否有离职倾向并给出建议。
（２）实验过程中，对样本数据进行了详细的特

征工程，包括：数据标准化、样本均衡和特征选择。
（３） 利用 Ｄａｔａ Ｃａｓｔｌｅ 提供的数据集，评估了

ＬｉｇｈｔＧＢＭ 方法。 实验表明，使用样本均衡和特征选择

后再使用 ＬｉｇｈｔＧＢＭ 方法，优于直接使用 ＬｉｇｈｔＧＢＭ 方

法。

１　 特征工程

１．１　 数据标准化

数据采用不同的度量单位，可能导致不同的数

据分析结果。 通常，用较小度量单位表示的属性值，
将导致该属性具有较大的值域，该属性往往具有较

大的影响或“权重”。 为了避免数据分析结果对度

量单位选择的依赖性，需要对样本数据进行标准化

或规范化，使之落入较小的共同区间（如：［０，１］或
［－１，１］）。

对数据进行标准化不仅可以规避数据分析结果

对度量单位选择的依赖性，有效提高结果精度；也可

以简化计算，提升模型的训练和收敛速度。 常用数



据标准化（Ｄａｔａ Ｎｏｒｍａｌｉｚａｔｉｏｎ，ＤＮ）方法有：最小－最
大值标准化、ｚ 分数标准化和小数定标标准化。

本文采用 ｚ 分数标准化，经过处理后的数据符

合标准正态分布，即均值为 ０，标准差为 １。 转化函

数定义如式（１）：

ｖ′ｉ ＝
ｖｉ － Ａ

－

σＡ
（１）

　 　 其中， Ａ 表示数值属性，具有 ｎ 个观察值为 ｖ１，

ｖ２，ｖ３，…，ｖｎ；Ａ
－
＝ （ｖ１ ＋ ｖ２ ＋．．． ＋ ｖｎ） ／ ｎ 为原始数据的

均值； σＡ 为原始数据的标准差。
１．２　 样本均衡

在现实生活中，为了更好地理解数据集类不平

衡问题，本文从二分类问题的角度进行分析。 设：
ｂｒχ、 χ

ｍｉｎ、χｍａｊ 分别表示样本的失衡率、少数类和多数

类。 一般情况下，如果关注的是少数类的样本数据

且 ｂｒχ ≤ ０．２（本文数据集 ｂｒχ ＜ ０．２），就需要考虑对

样本进行均衡处理，如式（２）：

ｂｒχ ＝
χ
ｍｉｎ

χ
ｍａｊ

（２）

　 　 目前，已有多种方法用来克服类不平衡问题。
其中，最常用的技术是采样方法［２］，用于实现从数

据集类的不平衡分布到平衡分布。 采样方法可分为

两种：欠采样和过采样技术。 欠采样技术是指去除

多数类中的少数数据点，而过采样方法是生成属于

少数类的合成数据点，以获得所需的平衡比率。 本

文重 点 介 绍 过 采 样 技 术， 主 要 包 括： ＳＭＯＴＥ、
ＡＤＡＳＹＮ、 ＳＭＯＴＥＴＯＭＥＫ、 ＳＭＯＴＥＥＮＮ、 Ｂｏｒｄｅｒｌｉｎｅ －
ＳＭＯＴＥ。
１．３　 特征选择

特征选择可以消除不相关或冗余的特征，从而

减少特征数量，提高模型的准确性，或减少运行时

间［３］。 此外，选择具有真实相关特征的简化模型，
可以使研究人员更容易理解数据生成的过程。 常见

的特征选择方法可以分为 ３ 类：过滤、包装和嵌入方

法［４－５］。 本文在 ＬｉｇｈｔＧＢＭ 算法的基础上，考虑特征

的互补性，对特征进行选择和剔除。
对于包装方法，其主要组成部分是搜索策略和

学习算法。 包装模型中的搜索策略可以分为全搜

索、启发式搜索和随机搜索。 由于计算成本，完全搜

索会耗尽所有可能的子集并找到最佳子集。 与完全

搜索不同，启发式搜索策略将会权衡搜索效率的最

优性。 顺序后向选择（Ｓｅｑｕｅｎｔｉａｌ ｂａｃｋｗａｒｄ ｓｅｌｅｃｔｉｏｎ，
ＳＢＳ）和顺序前向选择（ ｓｅｑｕｅｎｔｉａｌ ｆｏｒｗａｒｄ ｓｅｌｅｃｔｉｏｎ，

ＳＦＳ）是两种最常用的启发式搜索打包方法。 但是，
这两种方法都有一个单调的假设，即添加的特征不

能被删除，并且被删除的特征不能再次添加，这使其

易陷入局部最小值。 随机搜索总是使用进化方法作

为其众所周知的全局搜索能力。 与确定性算法相

比，进化搜索方法不仅能有效捕捉特征冗余和交互

作用，而且不受单调假设条件的限制。 进化搜索方

法，可以避免陷入局部最优，并且可以找到小部分特

征。 然而，基于随机搜索的打包方法存在计算量大

的缺点［６］。
遗传算法（Ｇｅｎｅｔｉｃ Ａｌｇｏｒｉｔｈｍ，ＧＡ） ［７］ 是受自然

进化过程启发而开发的一种启发式优化技术，其种

群的成员以基因序列的染色体形式表示。 在特征选

择问题中，每个基因用 ０ 或 １ 来表示，对应问题空间

的一个属性或参数。 本文选择基于 ＬｉｇｈｔＧＢＭ 算法

进行员工离职倾向预测，其结果的准确率作为适应

度函数评估指标。 遗传算法的基本思想是适者生存

理论。 每个新种群生成的算法，可通过选择、交叉和

变异等 ３ 个主要步骤达到更高的适应度水平。

２　 ＬｉｇｈｔＧＢＭ 算法

２．１　 算法原理［８］

ＬｉｇｈｔＧＢＭ 是在传统的梯度提升树（ＧＢＤＴ）上使

用直方图算法（ ｈｉｓｔｏｇｒａｍ－ｂａｓｅｄ ａｌｇｏｒｉｔｈｍ），在一个

待分裂的结点上，为每一个特征构建直方图。 具体

实现过程是：先对特征值进行分箱处理，然后根据分

箱值构造一个直方图；遍历结点中的每一个样本，在
直方图中累积每个 ｂｉｎ 的样本数和样本梯度之和；
当一次数据遍历完成后，直方图就累积了需要的统

计量。
对于每个特征，根据构建的直方图，遍历每一个

ｂｉｎ 值从而寻找最优分裂特征及 ｂｉｎ 值。 同时使用

带深度限制的 Ｌｅａｆ－ｗｉｓｅ 叶子生长策略，经过一次数

据可以同时分裂同一层的叶子， 具有易进行多线程

优化、易控制模型复杂度、不易过拟合的特点。
２．２　 算法优势

为了更准确的残值建模和预测，ＬｉｇｈｔＧＢＭ 算法

在基于直方图的 ＧＢＤＴ 算法中引入了基于梯度的单

边采样（Ｇｒａｄｉｅｎｔ－ｂａｓｅｄ Ｏｎｅ－Ｓｉｄｅ Ｓａｍｐｌｉｎｇ，ＧＯＳＳ）
和独占功能捆绑（Ｅｘｃｌｕｓｉｖｅ Ｆｅａｔｕｒｅ Ｂｕｎｄｌｉｎｇ，ＥＦＢ）
两种技术［９］。 其中，ＧＯＳＳ 方法可在小样本情况下

实现高精度预测，可减少计算成本，性能优于随机抽

样方法且不会损失太多的训练精度。 而 ＥＦＢ 可将

互斥的特征捆绑在一起解决高维特征的降维问题。
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在 ＧＢＤＴ 算法中，信息增益由方差增益计算获

得。 而 ＬｉｇｈｔＧＢＭ 算法采用的是 ＧＯＳＳ 算法，根据训

练实例的梯度绝对值降序，对训练实例进行排序，并
且生成 ３ 个特征子集： Ａ、Ａｃ 和 Ｂ。 其中，特征子集 Ａ
由前 ａ × １００％ 的实例与较大的梯度得到，特征子集

Ａｃ 由（１－ａ） ×１００％组成的实例与较小的梯度得到；
特征子集 Ｂ 是进一步随机采样 ｂ ×｜ Ａｃ ｜ 得到。 估计

方差增益 Ｖ ｊ（ｄ） 定义如式（３）：

　 　

Ｖ ｊ（ｄ） ＝ １
ｎ
（
（∑

ｘｉ∈Ａｉ

ｇｉ ＋
１ － ａ
ｂ ∑

ｘｉ∈Ｂｉ

ｇｉ）
２

ｎ ｊ
ｌ（ｄ）

＋

　 　 　
（∑

ｘｉ∈Ａｒ

ｇｉ ＋
１ － ａ
ｂ ∑

ｘｉ∈Ｂｒ

ｇｉ）
２

ｎ ｊ
ｒ（ｄ）

）

Ａｌ ＝ ｛ｘｉ ∈ Ａ：ｘｉｊ ≤ ｄ｝，Ａｒ ＝ ｛ｘｉ ∈ Ａ：ｘｉｊ ＞ ｄ｝
Ｂ ｌ ＝ ｛ｘｉ ∈ Ｂ：ｘｉｊ ≤ ｄ｝，Ｂｒ ＝ ｛ｘｉ ∈ Ｂ：ｘｉｊ ＞ ｄ｝

（３）

３　 实验结果与分析

为了验证 ５ 种样本均衡方法和遗传算法对数据

进行处理的有效性，在配置为 Ｉｎｔｅｌ Ｃｏｒｅｉ７、ＳＳＤ１２８
Ｇ、ＨＤＤ １ＴＢ、ＲＡＭ ２４ ＧＢ、Ｗｉｎｄｏｗｓ 操作系统的环境

中进行了相关实验。 实现代码工具利用 Ｃｏｎｄａ ４．
１１．０ 完成；ＧＡ 种群规模为 １００，迭代次数是 ５０，交叉

率是 ０．５，变异率是 ０．４；ＬｉｇｈｔＧＢＭ 算法参数为默认

值。 本文实验使用 ｓｃｉｋｉｔ － ｌｅａｒｎ 版本为 ０． ２４． １、
ＬｉｇｈｔＧＢＭ 版本为 ３．３．０。
３．１　 数据集描述

本文数据取自 Ｄａｔａ Ｃａｓｔｌｅ 平台发布的数据集，
从中选取 １ １００ 条数据用于实验。 其中，在职记录

９２２ 条，离职记录 １７８ 条。 样本的失衡率即离职率

为：０．１６１ ８。 原始数据中有 ３１ 个条件属性，１ 个决

策属性。 通过业务选择过滤了 ３ 个条件属性，利用

已有的条件属性构造出了 ６ 个新的条件属性。
３．２　 评价指标

本实验采用准确率、精确率、 召回率和 Ｆ１ 值作

为评价指标。 准确率（Ａｃｃｕｒａｃｙ） 是指对于给定测试

数据集，分类器正确分类的样本数与总样本数之比；
精确率（Ｐｒｅｃｉｓｉｏｎ） 是预测的正例结果中，确实是正

例的比例；召回率（Ｒｅｃａｌｌ） 是所有正例的样本中，被
找出的比例；Ｆ１ 值是综合评价指标，Ｆ１ 值越接近 １，
表明模型预测越准确。 准确率、精确率、召回率和

Ｆ１ 值是由混淆矩阵计算得到。 分类结果混淆矩阵

见表 ２。 准确率、精度率、召回率和 Ｆ１ 值的计算方法

如公式（４） ～ 公式（７） 所示。
表 １　 分类结果混淆矩阵

Ｔａｂ． １　 Ｃｏｎｆｕｓｉｏｎ ｍａｔｒｉｘ ｏｆ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｒｅｓｕｌｔｓ

真实结果 离职（预测结果正例） 未离职（预测结果反例）

离职（正例） ＴＰ ＦＮ

未离职（反例） ＦＰ ＴＮ

Ａｃｃｕｒａｃｙ ＝ （ＴＰ ＋ ＴＮ） ／ （ＴＰ ＋ ＦＮ ＋ ＦＰ ＋ ＴＮ） （４）
Ｐｒｅｃｉｓｉｏｎ ＝ ＴＰ ／ （ＴＰ ＋ ＦＰ） （５）
Ｒｅｃａｌｌ ＝ ＴＰ ／ （ＴＰ ＋ ＦＮ） （６）

Ｆ１ ＝ （２ × Ｐｒｅｃｉｓｉｏｎ × Ｒｅｃａｌｌ） ／ （Ｐｒｅｃｉｓｉｏｎ ＋ Ｒｅｃａｌｌ）
（７）

３．３　 模型评估

为了达到验证的目的， 在验证数据集时使用了

分层 ｋ（ｋ ＝ １０） 折交叉验证。 每个数据集被随机分

成 ｋ折，其中 ｋ － １折为训练集，剩余的为测试集。 分

层 ｋ 折交叉验证是评估建模结果最有效和广泛使用

的验证和能力评估技术之一。 通过分层 ｋ 折交叉验

证获得了不同样本均衡算法和是否使用遗传算法进

行特征选择的最佳评价指标。 实验结果见表 ２ 与图

１ 所示。
由表 ２ 可知，样本处理方法为“ ＳＭＯＴＥＥＮＮ ＋

ＧＡ”时，效果最好，其准确率达到 ９５．８２％、精确率达

到 ９７．４２％、召回率达到 ９６．２８％、 Ｆ１ 值达到 ９６．６６％。
实践证明，采用样本均衡和遗传算法的特征选择，可
以有效提高模型的性能。

表 ２　 样本采用不同处理方法性能对比结果

　 Ｔａｂ． ２　 Ｔｈｅ ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ｐｒｏｃｅｓｓｉｎｇ
ｍｅｔｈｏｄｓ ％

样本处理方法 准确率 精确率 召回率 Ｆ１ 值

ＤＮ ８６．０９ ６４．２８ ３５．４９ ４４．７７

ＤＮ＋ＧＡ ８８．２７ ８１．１０ ３８．３０ ５０．３０

ＤＮ＋ＳＭＯＴＥ ９２．１０ ９４．７７ ８９．０２ ９０．０７

ＤＮ＋ＳＭＯＴＥ＋ＧＡ ９３．４０ ９５．９９ ９０．６５ ９２．０４

ＤＮ＋ＡＤＡＳＹＮ ９２．０９ ９４．７９ ８８．３０ ８９．７６

ＤＮ＋ＡＤＡＳＹＮ＋ＧＡ ９３．１６ ９６．２５ ８９．４７ ９１．２５

ＤＮ＋Ｂｏｒｄｅｒｌｉｎｅ－ＳＭＯＴＥ ９２．６９ ９５．４８ ８９．６７ ９０．９６

ＤＮ＋Ｂｏｒｄｅｒｌｉｎｅ－ＳＭＯＴＥ ＋ ＧＡ ９３．５１ ９６．３８ ９０．４３ ９２．０３

ＤＮ＋ＳＭＯＴＥＴＯＭＥＫ ９２．１０ ９４．７７ ８９．０２ ９０．０７

ＤＮ＋ＳＭＯＴＥＴＯＭＥＫ ＋ ＧＡ ９３．５６ ９５．７９ ９１．０９ ９２．３３

ＤＮ＋ＳＭＯＴＥＥＮＮ ９４．４５ ９６．７３ ９４．８６ ９５．４６

ＤＮ＋ＳＭＯＴＥＥＮＮ＋ＧＡ ９５．８２ ９７．４２ ９６．２８ ９６．６６
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图 １　 实验运行结果对比

Ｆｉｇ． １　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ

４　 结束语

本文描述了研究预测员工离职的必要性，并在

构建模型时使用了样本平衡、特征选择和机器学习

算法，强调样本均衡和特征选择算法的重要性。 模

型选用 ＳＭＯＴＥＥＮＮ、遗传算法和 ＬｉｇｈｔＧＢＭ 的组合，
与单独的 ＬｉｇｈｔＧＢＭ 分类器给出的结果相比，该模型

提供了更优越的性能。
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（上接第 １８０ 页）
　 　 实体信息的代理运行与游戏信息的输出可供智

能模型利用，为游戏 ＡＩ 的研究提供一定的帮助。

４　 结束语

即时战略类游戏历来广受玩家喜爱，本文开发

的海盗对战游戏在即时战略类游戏的基础上，具有

真实性好，可拓展性高的特色，经过测试，该游戏运

行流畅，体验良好，未来也有不错的提升空间。
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