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一种基于共享多头模块的轻量型一阶段网络

肖贵明， 丁德锐， 梁　 伟， 魏国亮

（上海理工大学 光电信息与计算机工程学院， 上海 ２０００９３）

摘　 要： 一阶段目标检测网络 ＳＳＤ 备受青睐，本文基于标准的 ＳＳＤ 网络，提出了一种新颖的轻量型 ＳＳＤ（Ｌｉｇｈｔｗｅｉｇｈｔ ＳＳＤ，
ＬＳＳＤ）网络构架；此外，还提出了 ＳＭＨＭ（Ｓｈａｒｅｄ Ｍｕｌｔｉ－Ｈｅａｄ Ｍｏｄｕｌｅ）模块，该模块使得所有输出层级共享网络头部。 相对于

标准的 ＳＳＤ，本文提出的这种改进型一阶段网络构架（记为 ＳＭＨＭ－ＬＳＳＤ）具有更少的网络参数量、更快的速度、更高的检测

精度。 本文在香港中文大学和商汤科技推出的平台 ｍｍｄｅｔｅｃｔｉｏｎ 上对 ＶＯＣ０７１２ 数据集进行实验，其中 ＶＯＣ０７１２ 训练集进行

训练，ＶＯＣ０７ 测试集进行测试。 实验结果显示，本文提出的 ＬＳＳＤ 相比于 ＳＳＤ 提高了 ０．２％的检测精度，减少了 ２３．１ Ｍ 的参

数量，提升了 ５ ｆｐｓ ／ ｓ 的速度；加入 ＳＭＨＭ 模块后，最高提升了 ０．６％的检测性能，减少 ２８．７ Ｍ 的参数量，提升 ８ ｆｐｓ ／ ｓ 的速度，
ＳＭＨＭ－ＬＳＳＤ 达到了 ７８．９％的均值平均精度。
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０　 引　 言

在计算机视觉中，目标检测一直是最基本也是最

重要的研究方向之一。 ２０１２ 年，深度学习开始快速发

展，目标检测也随之迎来了快速发展期。 现今，对目

标检测可分为一阶段网络构架和二阶段网络构架。
一阶段网络具有参数小、速度快的特性；二阶段网络

相比一阶段网络具有高精度，参数大、速度慢的特性。
ＹＯＬＯ Ｖ１ 作为早期目标检测一阶段网络框架，具有良

好的速度和不错的检测性能，但随着时间发展其检测

精度稍有不足［１］。 ２０１６ 年，ＳＳＤ 横空出世，其同时拥有

高速度和高检测精度［２］。 但是 ＳＳＤ 也存在问题：
（１）特征提取不充分，低层级特征冗余、语义信

息不高。
（２）多个输出层的定位分支和分类分支特征共

享，而定位偏向于边缘特征，分类偏向区域局部特

征［３］。
（３）网络维持高精度的同时无法很好的做到实

时性。
针对以上几个问题，多种对 ＳＳＤ 的改进及其变

种出现，主要集中在以下两方面：
（１）增加检测速度。 文献［４］通过更改主干网

络，提出 ＭｏｂｉｌｅＮｅｔ ｖ１，使用轻量型网络提升速度；文



献［５］在其基础上进一步对网络构架进行修改，提
出 ＭｏｂｉｌｅＮｅｔ ｖ２，网络构架更小，参数量更少，速度更

快；文献［６］提出了新的轻量型网络 ＰｅｌｅｅＮｅｔ，相比

ＭｏｂｉｌｅＮｅｔ 具有更少的参数量。 但是提出的这些轻

量型网络通常会使得检测精度下降。
（２）增加检测精度：文献［７］在 ＳＳＤ 的网络基础

上增加 ＦＰＮ 块，用于增强特征融合，提升网络性能；
文献［８］通过将浅层特征应用到深层特征中，进一

步增强网络性能；文献［９］通过引入注意力机制，提
升网络性能。 值得指出的是，这些网络改进在增加

ＳＳＤ 网络性能的同时，通常也增加了大量参数，使得

网络速度变慢。
综上所述，本文致力于建立一种更轻、更快、更

准的一阶段网络构架，同时兼顾速度、精度和参数量

３ 方面需求，获得的创新点主要包括如下两个方面：

（１）针对速度和精度不能同时顾及的问题，本
文在原有 ＳＳＤ 的网络上进行了改进，提出了 ＬＳＳＤ
网络构架，在降低参数量，提升速度的同时，增加了

检测精度。
（２）在提出 ＬＳＳＤ 网络构架的基础上进一步对

网络头部进行了改进，提出了 ＳＭＨＭ 模块。 在

ＳＭＨＭ 模块中将分类头部和定位头部分开训练，同
时在分类头部中使用了注意力机制、双头机制、权重

自适应、进行了参数共享，进一步降低参数量，提高

检测精度。

１　 ＳＳＤ 网络构架的改进

１．１　 ＬＳＳＤ 网络构架

相比于 ＳＳＤ 网络构架，ＬＳＳＤ 主要在 ＶＧＧ 的拓展

层 Ｃｏｎｖ６ 后面的网络层上进行了改进，如图 １ 所示。
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图 １　 从 ＳＳＤ 到 ＬＳＳＤ 的网络结构变化图

Ｆｉｇ． １　 Ｄｉａｇｒａｍ ｏｆ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ ｃｈａｎｇｅ ｆｒｏｍ ＳＳＤ ｔｏ ＬＳＳＤ

　 　 ＳＳＤ 网络的通道数是先增加后减少，其中在

Ｃｏｎｖ６ 后面的网络层次为拓展层。 ＳＳＤ 共有 ６ 层输

出，分别为：Ｃｏｎｖ４－３：３８∗３８∗５１２、Ｃｏｎｖ７：１９∗１９∗
１０２４、Ｃｏｎｖ８－２：１０∗１０∗５１２、Ｃｏｎｖ９－２：５∗５∗２５６、
Ｃｏｎｖ１０－２：３∗３∗２５６、Ｃｏｎｖ１１－２：１∗１∗２５６；在拓

展层的每层输出前，都会使用 Ｃｏｎｖ：１∗１∗Ｃ 的卷

积层，减少网络参数量；在 Ｃｏｎｖ７ ～ Ｃｏｎｖ８－２ 之间使

用 Ｃｏｎｖ：１∗１∗２５６；Ｃｏｎｖ８－２ ～ Ｃｏｎｖ９－２ 之间使用

Ｃｏｎｖ：１∗１∗１２８；Ｃｏｎｖ９ － ２ ～ Ｃｏｎｖ１０ － ２ 之间使用

Ｃｏｎｖ：１∗１∗１２８；Ｃｏｎｖ１０ － ２ ～ Ｃｏｎｖ１１ － ２ 之间使用

Ｃｏｎｖ：１∗１∗１２８。
ＳＳＤ 输出层以及输出层间的卷积层的网络设计

存在两个问题：
（１）过大的输出层，将会带来大量的参数，造成

特征冗余，同时网络进行分类和定位时，提取过多的

特征不具有表征性。
（２）输出层间的卷积层使用 Ｃｏｎｖ：１∗１∗Ｃ，使

通道数下降，在 Ｃｏｎｖ７ 到 Ｃｏｎｖ９－２ 中下降 ４ 倍，在
Ｃｏｎｖ９－ ２ ～ Ｃｏｎｖ１１ － ２ 中下降 ２ 倍；再通过 Ｃｏｎｖ：
３∗３∗Ｃ－ Ｓｘ 恢复输出层的通道数。 虽然这在一定

程度上减少了参数量，但是相邻层级间参数的减少

过多，必然会损失一定的细节。
针对上述两个问题，本文提出了一种新的 ＬＳＳＤ

网络构架。
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针对输出层，相比于 ＳＳＤ，提出的 ＬＳＳＤ 的变化

主要体现在 Ｃｏｎｖ６ 及后面的拓展层上。 具体地，在
ＳＳＤ 网络构架中，Ｃｏｎｖ６ ～ Ｃｏｎｖ７ 时使用 Ｃｏｎｖ：１∗１
∗１０２４ 对增强特征的语义并没有什么影响，得到的

Ｃｏｎｖ７：１９∗１９∗１ ０２４ 中具有较多的低级特征。 即

Ｃｏｎｖ６ 的网络通道数已经达到最高，但是此时的层

级仍然不是很高，特征的表征性不够好。 为此，在本

文提出的 ＬＳＳＤ 网络构架中，采用了 Ｃｏｎｖ：１∗１∗
５１２，得到 Ｃｏｎｖ７：１９∗１９∗５１２，从而减少低级语义

特征的冗余。 随着层次的加深，语义信息逐渐增强，
同时由于每张图片中的物体数量有限，需要的输出

特征也并不会过多。 因此，在本文构建的 ＬＳＳＤ 网

络中， Ｃｏｎｖ７ 之后的相邻输出层的通道数均相差 ２
倍，分别为：Ｃｏｎｖ８－２：１０∗１０∗２５６、Ｃｏｎｖ９－２：５∗５
∗１２８、Ｃｏｎｖ１０－２：３∗３∗６４、Ｃｏｎｖ１１－２：１∗１∗３２，
进一步去除冗余特征，使得到的特征更具表征性。

针对输出层间的卷积层，输出层间的卷积层保

留原有构架，并且卷积层 Ｃｏｎｖ：１∗１∗Ｃ 不对输出

层进行通道下降，卷积层 Ｃｏｎｖ：３∗３∗Ｃ － Ｓｘ 通道数

和 Ｃｏｎｖ：１∗１∗Ｃ 的通道数保持两倍下降。 具体

地，在 Ｃｏｎｖ７～Ｃｏｎｖ８－２ 之间使用 Ｃｏｎｖ：１∗１∗５１２、
Ｃｏｎｖ：３∗３∗２５６ － Ｓ２； 在 Ｃｏｎｖ８－２～Ｃｏｎｖ９－２ 之间，
使用 Ｃｏｎｖ：１∗１∗２５６、 Ｃｏｎｖ：３∗３∗１２８ － Ｓ２； 在

Ｃｏｎｖ９－２～ Ｃｏｎｖ１０－２ 之间，使用 Ｃｏｎｖ：１∗１∗１２８、
Ｃｏｎｖ：３∗３∗６４ － Ｓ１； 在 Ｃｏｎｖ１０ － ２ ～ Ｃｏｎｖ１１ － ２ 之

间，使用 Ｃｏｎｖ：１∗１∗６４、 Ｃｏｎｖ：３∗３∗３２ － Ｓ１。 这

些改进的网络构架，使得相邻输出层间的特征传递

得到良好的保留。
１．２　 ＢＡＭ 模块

为了在网络分类头部提取出更为有效的特征，
在分类头部网络中增加了 ＢＡＭ 模块，如图 ２ 所示，
这是一种注意力机制，在该模块中，输入特征经过

Ｍａｘｐｏｏｌ 和 ＡｖｇＰｏｏｌ 后，得到 １∗１∗Ｃ 的特征，然后

通过 Ｃｏｎｖ、Ｒｅｌｕ、Ｃｏｎｖ 后再次得到 １∗１∗Ｃ 的特征，
这两次 Ｃｏｎｖ 主要是为了降低参数量，将得到的特征

进行相加，通过 Ｓｉｇｍｏｉｄ 得到最终的输出特征。 由

于 ＳＭＨＭ－ＬＳＳＤ 网络头部中的通道数为 １２８，通道

数量并不多，所以本文在 Ｃｏｎｖ 的通道数上并未按

ＢＡＭ 通用设置除以 １６，而是除以 ８，从而使得在参

数下降的同时，保留更多的细节特征。
InputFeature
C*H*W MaxPool

AvgPool
C′=C//8

Conv1*1*C′ Relu Conv1*1*C Sigmoid
ChannelAttentionMap

图 ２　 改进的 ＢＡＭ 模块

Ｆｉｇ． ２　 Ｉｍｐｒｏｖｅｄ ＢＡＭ ｍｏｄｕｌｅ

１．３　 ＳＭＨＭ 模块

在 ＳＳＤ 网络构架中，针对 ６ 个输出层，有 ６ 个网

络头部，其中每个网络头部的分类和定位层共享特征

参数，同时 ６ 个网络头部的 ａｎｃｈｏｒ 数量有所不同，分
别为 ４ 和 ６。 在检测中，分类和定位是两个不同的任

务，对特征的要求不同，其中分类更偏向于对特定区

域敏感，而定位偏向于对物体边界更加敏感。 如果将

分类和定位分支分开，分别进行训练，这无疑会增加

参数量。 可能的尝试是将 ＳＳＤ 的 ６ 个网络头部合并

成一个网络头部使得参数量减少，合并成一个网络头

部后，如果统一取 ４ 个 ａｎｃｈｏｒ，必然会影响 ＳＳＤ 中原

本 ６ 个 ａｎｃｈｏｒ 的网络头部的特征提取；如果统一取 ６
个 ａｎｃｈｏｒ，会使得低级特征的 ａｎｃｈｏｒ 数量过多，提取

得到过多的不必要特征，从而影响检测性能。
本文针对以上的两个问题，提出了一种新颖的

ＳＭＨＭ 模块，如图 ３ 所示。 在该模块中，首先使用一

个 Ｃｏｎｖ：１２８∗１∗１ 的卷积层 Ｂ 统一通道数，使得各

输出层的输出通道为 １２８；将网络头部中分类分支

和定位分支分开，分别提取特征，从而满足分类和定

位的特性需求。 在这一过程中，为了解决将 ６ 个网

络头部变为一个网络头部带来的特征提取问题，本
文提出了以下 ３ 个策略：

（１）使用 ＢＡＭ 模块，增强特征提取。
（２）使用了两个分类头部（即 Ｂ０ 对应的头部，

Ｂ１ 对应的头部），第一个分类头部使用了一个 ＢＡＭ
模块进行特征的提取，第二个分类头部使用了两个

ＢＡＭ 模块进行特征提取，从而使得这两个头部能够

提取到具有不同表征性的特征。
（３）使用了自适应权重，通过将两个网络头部

进行平均池化后得到的数值作为该网络头部的权

重，将两个网络头部进行加权和，以提取得到最适合

的特征。

２９ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １２ 卷　



另一方面，为了进一步降低参数量，本文在

ＳＭＨＭ 模块中的 Ｂ０、Ｂ１、Ｂ２ 实施共享参数。 最后，
在定位分支中，使用了 ４ 个 Ｃｏｎｖ：１２８∗３∗３ 的卷积

层。

21*anchar_number*H*W

ClassHead

4*anchar_number*H*W

*4
Conv:128*3*3

SDHM-LSSD

BAM

B1 B2

B

BAM

BAM

B0

BboxHead

图 ３　 ＳＭＨＭ 模块

Ｆｉｇ． ３　 ＳＭＨＭ ｍｏｄｕｌｅ

２　 实验结果与分析

２．１　 实验数据集和评价指标

本文采用 ＰＡＳＣＡＬ ＶＯＣ 数据集验证提出的基

于共享多头模块的轻量型一阶段网络的有效性。 该

数据库包含 ２０ 个类别以及一个背景类别，共计 ２１
个类别。 更为具体地，ＶＯＣ２００７ 一共包含了９ ９６３张
图片，５ ０１１ 张为训练图片，４ ９５２ 张为测试图片；
ＶＯＣ２０１２ 一共包含了 １１ ５４０ 张训练图片。 本次实

验联合 ＶＯＣ２００７ 和 ＶＯＣ２０１２ 训练集进行训练，在
ＶＯＣ２００７ 测试集上进行测试。 采用了 ＶＯＣ２００７ 的

评价指标，即采用均值平均精度作为评价标准。
２．２　 模型与参数设置

本实验基于 Ｕｂｕｎｔｕ１８．０４ 平台，使用 ＰｙＴｏｒｃｈ 深度

学习框架以及一块 ＧｅＦｏｒｃｅ ＧＴＸ １０８０ＧＰＵ 进行训练。
具体地，主干网络为 ＶＧＧ１６，输入图片的大小为 ３００×
３００，每个 ｂａｔｃｈ 大小为 ８ 张图片。 使用 ＳＧＤ 进行优化，
初始学习率为 ０．００１，总共运行了 ２４ 个 ｅｐｏｃｈ，其中在运

行第 １６ 个和第 ２０ 个 ｅｐｏｃｈ 时，下降了训练的学习率，
且下降后的学习率分别为０．０００ １和０．０００ ０１。
２．３　 实验结果与分析

实验结果见表 １～表 ２，损失对比如图 ４～图 ６ 所

示。 表 １ 为当前流行的网络构架的实验结果，可以看出

本文提出的 ＬＳＳＤ 以及 ＳＭＨＭ－ＬＳＳＤ 网络构架（表中简

写为 ＳＬＳＳＤ）有着较高的性能，超过了当前大部分的检

测算法； ＬＳＳＤ３００ 相比于 ＳＳＤ３００ 性能增加 ０． ２％；
ＳＬＳＳＤ３００（４）相比于 ＳＳＤ３００ 性能增加０．１％；ＳＬＳＳＤ３００
（６） 相比于 ＳＳＤ３００ 性能增加 ０．６％。

表 １　 Ｐａｓｃａｌ ＶＯＣ２００７ 测试结果

Ｔａｂ． １　 Ｐａｓｃａｌ ＶＯＣ２００７ ｔｅｓｔ ｒｅｓｕｌｔｓ

Ｍｅｔｈｏｄ Ｂａｃｋｂｏｎｅ ｍＡＰ ａｅｒｏ ｂｉｋｅ ｂｉｒｄ ｂｏａｔ ｂｏｔｔｌｅ ｂｕｓ ｃａｒ ｃａｔ ｃｈａｉｒ ｃｏｗ ｔａｂｌｅ ｄｏｇ ｈｏｒｓｅ ｍｂｉｋｅ ｐｅｒｓｏｎ ｐｌａｎｔ ｓｈｅｅｐ ｓｏｆａ ｔｒａｉｎ ｔｖ

ＳＳＤ３００ ＶＧＧ１６ ０．７８３ ０．８３２ ０．８４３ ０．７５７ ０．７２４ ０．５３１ ０．８７０ ０．８７０ ０．８６５ ０．６３９ ０．８２２ ０．７７０ ０．８４３ ０．８７５ ０．８４４ ０．８０７ ０．５３９ ０．７８９ ０．８０５ ０．８７５ ０．７６６

ＬＳＳＤ３００ ＶＧＧ１６ ０．７８５ ０．８１８ ０．８５３ ０．７５４ ０．７１４ ０．５３３ ０．８７９ ０．８６７ ０．８７５ ０．６３７ ０．８３５ ０．７８７ ０．８４９ ０．８６９ ０．８５１ ０．８０７ ０．５２０ ０．７９５ ０．８１３ ０．８６３ ０．７７８

ＳＬＳＳＤ３００（４） ＶＧＧ１６ ０．７８４ ０．８１３ ０．８５８ ０．７５２ ０．７１９ ０．５２９ ０．８７８ ０．８６６ ０．８７９ ０．６３５ ０．８３５ ０．７７８ ０．８４７ ０．８７２ ０．８５２ ０．８０９ ０．５１０ ０．７９７ ０．８１０ ０．８６６ ０．７７８

ＳＬＳＳＤ３００（６） ＶＧＧ１６ ０．７８９ ０．８２６ ０．８６１ ０．７６５ ０．７２８ ０．５６７ ０．８５８ ０．８７１ ０．８８１ ０．６２７ ０．８４２ ０．７９６ ０．８４４ ０．８７８ ０．８６３ ０．８０７ ０．５４０ ０．７７０ ０．８１４ ０．８８１ ０．７６５

ＩＯＮ３００ ＶＧＧ１６ ０．７５６ ０．７９２ ０．８３１ ０．７７６ ０．６５６ ０．５４９ ０．８５４ ０．８５１ ０．８７０ ０．５４４ ０．８０６ ０．７３８ ０．８５３ ０．８２２ ０．８２２ ０．７４４ ０．４７１ ０．７５８ ０．７２７ ０．８４２ ０．８０４

Ｆａｓｔｅｒ ＶＧＧ１６ ０．７３２ ０．７６５ ０．７９０ ０．７０９ ０．６５５ ０．５２１ ０．８３１ ０．８４７ ０．８６４ ０．５２０ ０．８１９ ０．６５７ ０．８４８ ０．８４６ ０．７７５ ０．７６７ ０．３８８ ０．７３６ ０．７３９ ０．８３０ ０．７２６

Ｆａｓｔｅｒ Ｒｅｓｉｄｕａｌ－１０１ ０．７６４ ０．７９８ ０．８０７ ０．７６２ ０．６８３ ０．５５９ ０．８５１ ０．８５３ ０．８９８ ０．５６７ ０．８７８ ０．６９４ ０．８８３ ０．８８９ ０．８０９ ０．７８４ ０．４１７ ０．７８６ ０．７９８ ０．８５３ ０．７２０

ＭＲ－ＣＮＮ ＶＧＧ１６ ０．７８２ ０．８０３ ０．８４１ ０．７８５ ０．７０８ ０．６８５ ０．８８０ ０．８５９ ０．８７８ ０．６０３ ０．８５２ ０．７３７ ０．８７２ ０．８６５ ０．８５０ ０．７６４ ０．４８５ ０．７６３ ０．７５５ ０．８５０ ０．８１０

Ｒ－ＦＣＮ Ｒｅｓｉｄｕａｌ－１０１ ０．８０５ ０．７９９ ０．８７２ ０．８１５ ０．７２０ ０．６９８ ０．８６８ ０．８８５ ０．８９８ ０．６７０ ０．８８１ ０．７４５ ０．８９８ ０．９０６ ０．７９９ ０．８１２ ０．５３７ ０．８１８ ０．８１５ ０．８５９ ０．７９９

ＤＳＳＤ３２１ Ｒｅｓｉｄｕａｌ－１０１ ０．７８６ ０．８１９ ０．８４９ ０．８０５ ０．６８４ ０．５３９ ０．８５６ ０．８６２ ０．８８９ ０．６１１ ０．８３５ ０．７８７ ０．８６７ ０．８８７ ０．８６７ ０．７９７ ０．５１７ ０．７８０ ０．８０９ ０．８７２ ０．７９４

ＡＳＳＤ ＶＧＧ１６ ０．８００ － － － － － － － － － － － － － － － － － － － －

Ｒ－ＳＳＤ（４） ＶＧＧ１６ ０．７６２ － － － － － － － － － － － － － － － － － － － －

Ｒ－ＳＳＤ（６） ＶＧＧ１６ ０．７７０ － － － － － － － － － － － － － － － － － － － －

ＹＯＬＯＶ２ ＤａｒｋＮｅｔ－１９ ０．７３７ － － － － － － － － － － － － － － － － － － － －

ＤＳＯＤ ＤＳ ／ ６４－１９２－４８－１ ０．７７７ － － － － － － － － － － － － － － － － － － － －

ＦＳＳＤ ＶＧＧ１６ ０．７８８ － － － － － － － － － － － － － － － － － － － －

ＲｅｆｉｎｅＤｅｔ３２０ ＶＧＧ１６ ０．８００ － － － － － － － － － － － － － － － － － － － －

ＰＥＬＥＥ ＶＧＧ１６ ０．７０９ － － － － － － － － － － － － － － － － － － － －
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表 ２　 每个分类器网络的框数和总框数以及参数和测试速度

Ｔａｂ． ２　 Ｔｈｅ ｎｕｍｂｅｒ ｏｆ ｆｒａｍｅｓ ａｎｄ ｔｈｅ ｔｏｔａｌ ｎｕｍｂｅｒ ｏｆ ｆｒａｍｅｓ ｏｆ ｅａｃｈ ｃｌａｓｓｉｆｉｅｒ ｎｅｔｗｏｒｋ， ａｓ ｗｅｌｌ ａｓ ｔｈｅ ｐａｒａｍｅｔｅｒｓ ａｎｄ ｔｅｓｔ ｓｐｅｅｄ

Ｎｅｔｗｏｒｋ ３８∗３８ １９∗１９ １０∗１０ ５∗５ ３∗３ １∗１ ｔｏｔａｌ ｂｂｏｘ Ｓｐｅｅｄ Ｐａｒａｍｓ

ＳＳＤ３００ ４ ６ ６ ６ ４ ４ ８ ７３２ ３３ ２１０．３ Ｍ

ＬＳＳＤ３００ ４ ６ ６ ６ ４ ４ ８ ７３２ ３８ １８７．２ Ｍ

ＳＬＳＳＤ３００（４） ４ ４ ４ ４ ４ ４ ７ ７６０ ４１ １８１．６ Ｍ

ＳＬＳＳＤ３００（６） ６ ６ ６ ６ ６ ６ １１ ６４０ ３１ １８２．０ Ｍ
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图 ４　 分类损失图
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图 ５　 定位损失图
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图 ６　 总损失图
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　 　 表 ２ 为 ＳＳＤ、ＬＳＳＤ 以及 ＳＭＨＭ－ＬＳＳＤ 的 ａｎｃｈｏｒ
数量、测试速度、参数量的对比，可以看出 ＬＳＳＤ３００
相比于 ＳＳＤ３００ 参数量减少 ２３．１ Ｍ，速度提升 ５ ｆｐｓ ／
ｓ；ＳＬＳＳＤ３００（４）相比于 ＳＳＤ３００ 参数量减少 ２８．７ Ｍ，

ａｎｃｈｏｒ 的数量减少了，速度增加 ８ ｆｐｓ ／ ｓ；ＳＬＳＳＤ３００
（６）参数量减少 ２８．３ Ｍ，但由于 ａｎｃｈｏｒ 数量的增加，
使得在速度上减少 ２ ｆｐｓ ／ ｓ。

图 ４～图 ６ 为 ＳＳＤ 和 ＳＭＨＭ－ＬＳＳＤ（６）的损失对

比图。 图 ４ 为分类损失图，可以看出两者的分类损

失值基本上重合，但是相比于 ＳＳＤ，ＳＭＨＭ －ＬＳＳＤ
（６）的分类损失更加的稳定，究其原因是由于双头

网络和 ＢＡＭ 模块的使用使得提取得到的特征更加

准确；图 ５ 为定位损失图，可以明显的看出将分类分

支和定位分支进行分开训练，分支各自拥有参数后，
定位分支能够得到更好的收敛；图 ６ 为总的损失值，
可知 ＳＭＨＭ－ＬＳＳＤ（６）的收敛性相比于 ＳＳＤ 更好。

３　 结束语

本文针对经典单阶段网络构架 ＳＳＤ 在拓展层

上输出层参数量过多，输出层间特征减少过多的问

题，提出了 ＬＳＳＤ 网络构架；针对分类定位卷积层共

享特征的问题，在减少参数量的基础上，使用了头部

共享 ＳＭＨＭ，提出了两个分类头部、运用了 ＢＡＭ 模

块以及使用参数共享和自适应权重的策略，同时解

决了由头部共享后 ａｎｃｈｏｒ 数量变动导致特征提取

性能下降的问题；本文提出的 ＳＭＨＭ－ＬＳＳＤ 相比于

ＳＳＤ，在性能、速度、参数量上都得到了改善，并且相

比于别的经典网络构架在性能上还是非常的优异。
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