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基于密集卷积神经网络的全卷积池化算法

宋佳霏， 宋欣霞， 杨贺群， 黄若琳

（东华大学 计算机科学与技术学院， 上海 ２０１６２０）

摘　 要： 目前用于图像识别的大多数卷积神经网络 （ＣＮＮ） 都使用相同的原理构建， 即： 卷积层、 池化层、 全连接层。 文

中使用密集卷积神经网络重新评估了用于图像识别的所有组件， 并对池化层不存在的必要性提出了质疑。 经过实验， 分析

发现池化层可以由步幅增加的卷积层代替， 却不会降低图像识别的准确率。 研究中则在 ＤｅｎｓｅＮｅｔｓ 上训练提出的由卷积层

替代池化层的方法， 组成新的卷积神经网络体系结构， 并在多个图像分类的数据集 （ＣＩＦＡＲ－１０， ＳＶＨＮ） 上产生了先进的

性能。 本文提出了基于密集卷积神经网络 （ＤｅｎｓｅＮｅｔｓ） 的全卷积池化算法， 提高了图像分类的准确率。 最后， 在多个经典

数据集上进行比较， 实验结果验证了全卷积池化算法的高效性。
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０　 引　 言

目前，卷积神经网络（ＣＮＮｓ）在计算机视觉领域

占据了主导地位，因其在许多应用中都具有出色的

性能，例如图像分类、物体检测和姿态估计。 从最初

问世以来，对网络体系结构的探索一直是卷积神经

网络模型研究的一部分。 为了获得更高的图像分类

精度，ＣＮＮ 的网络架构变得越来越深，越来越复

杂［１－５］。 在神经网络结构的文献中，Ｆａｈｌｍａｎ 等人［６］

已经研究了类似于密集网络结构的级联结构。 研究

中是通过逐层方式训练完全连接的多层感知器。 如

今，用于进行图像分类的卷积神经网络，组成结构几

乎是相同的，包括卷积层、池化层以及全连接层。 通

常在卷积层、池化层、全连接层之间都会使用激活函

数。 此后在网络的训练期间进行层数的丢弃，从而

实现网络参数的优化。 在 ２０１４ 年 ＩｍａｇｅＮｅｔ 挑战赛

中，顶级参赛作品［７］ （ Ｓｉｍｏｎｙａｎ 和 Ｚｉｓｓｅｒｍａｎ 提出

的）通过在池化层之间引入多个卷积或者 Ｓｚｅｇｅｄｙ
等人［１］提出的通过在每一个网络层中构建多个模

块的混合卷积池化层。 但是分析后却发现所有新增

加的扩展层在不同的网络体系结构中都有自己的参

数和训练过程，因此在进行图像分类的任务中，需要

不断实验能实现最先进的分类效果所实际需要哪些

组件。 根据以往的经验，可以先从最简单的卷积层

开始，即整个网络的池化层完全被卷积层替代，可以

使用步幅长度为 ２，以此来降低图片的维度。 由于



在实现降低维度的过程中，是通过步幅为 ２ 的卷积

层而不是池化层实现的，有研究学者 Ｅｓｔｒａｃｈ 等人［８］

发现这也适用于神经网络的可逆性问题研究。

１　 密集卷积神经网络模型

１．１　 ＤｅｎｓｅＮｅｔｓ 模型结构原理

ＤｅｎｓｅＮｅｔｓ 采用的是密集连接机制，即互相连接

所有的层。 每一层都会与前面所有层在 ｃｈａｎｎｅｌ 维
度上连接在一起，该层作为下一层的输入，实现了特

征重用的功能。 ＤｅｎｓｅＮｅｔｓ 主要包括 ４ 个创新点，分
别是：减少了梯度消失的问题；加强了图像特征的传

递；更有效地利用了图像；一定程度上减少了参数数

量。 ＤｅｎｓｅＮｅｔｓ 网络连接方式如图 １ 所示。
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图 １　 ＤｅｎｓｅＮｅｔｓ网络结构图

Ｆｉｇ． １　 ＤｅｎｓｅＮｅｔｓ ｓｔｒｕｃｔｕｒｅ

　 　 在 ＤｅｎｓｅＮｅｔｓ 中会连接前面所有层作为输入：
ＤｅｎｓｅＮｅｔｓ 网络中， Ｘ０，Ｘ１，．．．，Ｘ ｌ －１[ ] 表示将 ０ ～ ｌ －
１ 层 的 输 出 图 像 特 征 图 做 通 道 的 合 并， 就 像

Ｉｎｃｅｐｔｉｏｎ 那样。 例如由图 １ 可看到，第 Ｘ３ 层，是由

Ｘ０，Ｘ１，Ｘ２ 的输出作为输入。 就是在图 １ 中看到的

黄色特征图的输入是由红色、绿色、紫色特征图的输

出组成。 即前面所有层的输出是这一层的输入。 也

可以认为每一层都直接连接输入层和损失函数，所
以可以减轻梯度消失现象。 由此可知，在 ＤｅｎｓｅＮｅｔｓ
中，特征传递方式是直接将前面所有层的特征

ｃｏｎｃａｃｔ 后传到下一层， Ｈｌ ·( ) 代表非线性转化函

数，是一个组合操作，采用的是 ＢＮ＋ＲｅＬＵ＋３∗３Ｃｏｎｖ
结构。 如式（１）所示：

Ｘ ｌ ＝ Ｈｌ Ｘ０，Ｘ１，．．．，Ｘ ｌ －１[ ]( ) ． （１）
　 　 由于 ＤｅｎｓｅＮｅｔｓ 采用的密集连接方式，所以需

要图像特征图大小保持一致。 所以在 ＤｅｎｓｅＮｅｔｓ 网

络 结 构 中， 使 用 Ｄｅｎｓｅ Ｂｌｏｃｋ 块 和 Ｔｒａｎｓｉｔｉｏｎ
（Ｃｏｎｖｏｌｕｔｉｏｎ、Ｐｏｏｌｉｎｇ）结构。 Ｄｅｎｓｅ Ｂｌｏｃｋ 块是包含

很多层的模块，每一个层需要图像特征图大小相同，
层与层之间采用密集连接的方式。 这样就可以实现

在每个 Ｄｅｎｓｅ Ｂｌｏｃｋ 块内部的图像特征图大小统一，
在进行 ｃｏｎｃａｔｅｎａｔｉｏｎ 操作时就不会出现特征图大小

不一致的问题。 Ｔｒａｎｓｉｔｉｏｎ 是位于 ２ 个不同 Ｄｅｎｓｅ
Ｂｌｏｃｋｓ 块之间，通过 Ｐｏｏｌｉｎｇ 操作使图像的特征图大

小降低。
１．２　 池化模型理论

１．２．１　 最大值池化算法

最经典的池化方法之一是最大值池化。 该方法

是将原始的输入数据，进行采样分块实现区域选择，
选取每个区域位置的最大值。 最大值池化的缺点是

无法保留图片的更多背景信息。 最大值池化算法原

理可写为如下形式：
Ｓｍａｘ
ｋｉｊ ＝ ｍａｘ

ｍ，ｎ∈Ｒｉｊ
Ｆｋｍｎ( ) ＋ ｂ． （２）

１．２．２　 平均值池化算法

平均值池化也是先经过采样分块后，再进行的

是计算池化域中所有元素的平均值输入到下一层。
平均值池化并不会只考虑最大的特征，而是考虑全

局的元素值。 所以，平均值池化后将不会保留特

征图的最大特征信息。 平均值池化算法公式可写

为：

Ｓａｖｅ
ｋｉｊ ＝ １

ｃ２ ∑
ｃ

ｍ ＝ １
∑

ｃ

ｎ ＝ １∈Ｒｉｊ

Ｆｋｍｎ( ) ＋ ｂ． （３）

　 　 但需要指出的是，如果特征图中有很多零元素，
则特征图的特性将大大降低。

２　 全卷积池化算法

　 　 本文在实验中用步长为 ２ 的标准卷积层替换了

ＤｅｎｓｅＮｅｔｓ 网络中存在的池化层。 为了验证此种方

案替换的可行性，这里涉及的用于定义 ＣＮＮｓ 中卷

积层和池化层操作的数学公式为：

ｓｉ，ｊ，ｕ ｆ( ) ＝ ∑
⌊ｋ ／ ２」

ｈ ＝ －⌊ｋ ／ ２」
∑
⌊ｋ ／ ２」

ｗ ＝ －⌊ｋ ／ ２」
ｆｇ ｈ，ｗ，ｉ，ｊ，ｕ( )

ｐ( )
１ ／ ｐ
． （４）

　 　 其中， ｆ 表示卷积神经网络中某一层产生的特

征图像。 该特征图可以将其描述尺寸为 Ｗ × Ｈ × Ｎ
的 ３ 维数组，而 Ｗ 表示宽度， Ｈ 表示高度， Ｎ 表示通

道数； ｋ 表示池化域的大小， ｋ ／ ２ 表示池化域一半的

长 度； 步 幅 长 度 为 ｒ；ｇ ｈ，ｗ，ｉ，ｊ，ｕ( ) ＝
ｒ·ｉ ＋ ｈ，ｒ·ｊ ＋ ｗ，ｕ( ) 是从 ｓ 的位置映射到 ｆ 的步

长映射关系； ｐ 是阶数范式。 如果 ｒ ＞ ｋ， 则池化区

域不会重叠；但是，当前的卷积神经网络架构通常包

括 ｋ ＝ ３ 和 ｒ ＝ ２ 的池化重叠区域。
其实，池化层可以看作是按特征图大小进行卷

积，其中将激活函数替换为 ｐ 范式。 因此，在这里有

一个疑问，为什么要在网络层中引入这种特殊的层。
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也就是说池化层为什么可以帮助 ＣＮＮｓ 更好地提取

特征。 本次研究给出 ３ 种解释： ｐ 范式表示的 ＣＮＮｓ
更加具有不变性；通过池化操作后的空间维数会减

少，在较高层中网络有可能会输入较大的图像；池化

操作的特征提取功能可以使网络优化变得更加容

易。
研究中先假设只有通过池化执行的降维操作对

ＣＮＮｓ 有着至关重要的作用。 现在就可以用步长大

于 １ 的普通卷积层替换池化层。 比如说对于 ｋ ＝ ３
且 ｒ ＝２ 的池化层，可将其替换为具有相应步幅和卷

积核大小的卷积层，输出通道数等于输入通道数。
其实删除池化层的研究已然有了一些工作成果，
ＬｅＣｕｎ 等人［９］提出将池化层称为子采样层，这就指

出后续研究可以使用不同的操作进行子采样。

３　 实验分析

３．１　 实验环境

在本次研究中，所有的实验都是在内存大小为

３２ Ｇ ＲＡＭ，操作系统是 Ｕｂｕｎｔｕ１６．０４ ＬＴＳ 的计算机

上运行。 使用开源的机器视觉库 ＯｐｅｎＣＶ，深度学

习 框 架 为 ＴｅｎｓｏｒＦｌｏｗ。 可 公 开 获 得 的 ｃｕｄａ －
ｃｏｎｖｎｅｔ［１０］ 软件包用于使用单个 ＮＶＩＤＩＡ ＧｅＦｏｒｃｅ
ＧＴＸ １０８０ＴＩ ＧＰＵ 进行实验，另外 ＣＰＵ 版本为 Ｉｎｔｅｌ
（Ｒ） Ｃｏｒｅ（ＴＭ） ｉ７－８７００ ＣＰＵ＠ ３．２０ ＧＨｚ ３．１９ ＧＨｚ。
以上算法均采用 Ｐｙｔｈｏｎ 语言实现。
３．２　 数据集

本文所使用的数据 ＣＩＦＡＲ－１０ 数据集包括 １０
个类别，是由 ３２∗３２ 像素的自然彩色图像组成的集

合。 研究中遵循 ＣＩＦＡＲ－１０ 的通用实验协议，即选

择５０ ０００张图像进行训练，选择 １０ ０００ 张图像进行

测试。 实验中网络的参数是通过 １０ ０００ 张在验证

集上的错误率来选择的。 过程中仍然遵循标准

Ｎｅｓｔｅｒｏｖ Ａｄａｍ 优化器， 其 ｍｏｍｅｎｔｕｍ 为 ０．９，ｍｉｎｉ －
ｂａｔｃｈ（最小批量） 为 １２８。

街景门牌号码（ＳＶＨＮ）数据集，包含了 ３２∗３２
彩色数字图像。 训练集中有 ７３ ２５７ 张图像，测试集

中有 ２６ ０３２ 张图像，验证集有 ５３１ １３１ 张图像。 仿

真时是按照 ３：１ 的比例划分训练集和测试集，同时

使用 ｍｏｍｅｎｔｕｍ为 ０．９ 的动量和 ０．０００ １ 的权重衰减

来训练网络。 最小批量大小设置为 １２８，初始学习

率设置为 ０． ００１。 同样， 训练 １００ 个 ｅｐｏｃｈｓ， 每个

ｅｐｏｃｈ 有 ２０ 次迭代。
３．３　 实验结果及分析

为了验证本文提出的全卷积替代池化的算法对

图像分类的效果，文中是以 ＤｅｎｓｅＮｅｔｓ 网络结构为

基础，比较了 ３ 组使用不同池化方法的实验。 与最

大值池化和平均值池化进行了比较，以此证明网络

性能的提高。 实验在 ２ 个基准图像分类数据集上评

估了性能，包括 ＣＩＦＡＲ－１０ 和 ＳＶＨＮ 数据集。
　 　 在 ＣＩＦＡＲ－１０ 数据集上的实验结果见表 １，在
ＤｅｎｓｅＮｅｔｓ 中针对 ａｌｌ － ｃｏｎｖ ｐｏｏｌｉｎｇ 操作后 １００ 个

ｅｐｏｃｈｓ 后图像分类在训练集和测试集上的准确率的

变化趋势见图 ２。 从表 １ 和图 ２ 中可以看出，
ＤｅｎｓｅＮｅｔｓ 中所提出的 ａｌｌ－ｃｏｎｖ ｐｏｏｌｉｎｇ 在测试集上

的准确性分别为 ９０． ４８％。 所提出的 ａｌｌ － ｃｏｎｖ
ｐｏｏｌｉｎｇ 在测试集上的准确率明显高于 ＤｅｎｓｅＮｅｔｓ 中

平均值池化和最大值池化的准确率。 这也证明了所

提出的 ａｌｌ－ｃｏｎｖ ｐｏｏｌｉｎｇ 优于 ＤｅｎｓｅＮｅｔｓ 中现有的最

先进的最大值池化和平均值池化的结果。 另外，还
可以在图 ２ 中看到，随着 ＤｅｎｓｅＮｅｔｓ 中的 ３ 种池化方

法在 ＣＩＦＡＲ－１０ 数据集上训练的 ｅｐｏｃｈｓ 增加，测试

集上的准确率和训练集上的准确率的总体趋势是越

来越好。 研究中提出的 ａｌｌ－ｃｏｎｖ ｐｏｏｌｉｎｇ 是具有最高

的图像分类准确率。 这表明所提出的 ａｌｌ － ｃｏｎｖ
ｐｏｏｌｉｎｇ 优于 ＤｅｎｓｅＮｅｔｓ 中的其他 ２ 种经典池化方

法，即：平均值池化和最大值池化，并且可以解决过

拟合问题。
表 １　 不同池化方法在 ＣＩＦＡＲ－１０ 上测试的准确率

Ｔａｂ． １ 　 Ｔｈｅ ａｃｃｕｒａｃｙ ｏｆ ｄｉｆｆｅｒｅｎｔ ｐｏｏｌｉｎｇ ｍｅｔｈｏｄｓ ｔｅｓｔｅｄ ｏｎ
ＣＩＦＡＲ－１０

池化方法 ＤｅｎｓｅＮｅｔｓ

ａｖｅｒａｇｅ ｐｏｏｌｉｎｇ ８９．７７

ｍａｘ ｐｏｏｌｉｎｇ ８９．８７

ａｌｌ－ｃｏｎｖ ｐｏｏｌｉｎｇ ９０．４８
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图 ２　 模型准确率的变化趋势对比

Ｆｉｇ． ２　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｅ ｃｈａｎｇｅ ｔｒｅｎｄ ｏｆ ｍｏｄｅｌ ａｃｃｕｒａｃｙ

　 　 在 ＳＶＨＮ 数据集上的实验结果见表 ２，在实验

过程中同样训练 １００ 个 ｅｐｏｃｈｓ。 图 ３ 展示了在测试
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集上的准确率和训练集上的准确率。 由图 ３ 可以看

出，在测试集上 ＤｅｎｓｅＮｅｔｓ 中 ａｌｌ －ｃｏｎｖ ｐｏｏｌｉｎｇ 的准

确率为 ９４．７０％。 具有 ａｌｌ－ｃｏｎｖ ｐｏｏｌｉｎｇ 的 ＤｅｎｓｅＮｅｔｓ
超过了传统的平均值池化和最大值池化，获得当前

的最佳结果。 另外， 由图 ３ 中也可以看到， 在

ＤｅｎｓｅＮｅｔｓ 中，对于 ３ 种池化方法，随着 ＳＶＨＮ 数据

集上训练轮数的增加，测试集上的准确率和训练集

上的准确率的总体趋势会越来越好。 ａｌｌ － ｃｏｎｖ
ｐｏｏｌｉｎｇ 具有最高的测试准确率。 研究所提出的 ａｌｌ－
ｃｏｎｖ ｐｏｏｌｉｎｇ 通过比较得知，证明了所提出的 ａｌｌ －
ｃｏｎｖ ｐｏｏｌｉｎｇ 的优越性。

表 ２　 不同池化方法在 ＳＶＨＮ 上测试的准确率

Ｔａｂ． ２　 Ｔｈｅ ａｃｃｕｒａｃｙ ｏｆ ｄｉｆｆｅｒｅｎｔ ｐｏｏｌｉｎｇ ｍｅｔｈｏｄｓ ｔｅｓｔｅｄ ｏｎ ＳＶＨＮ

池化方法 ＤｅｎｓｅＮｅｔｓ

ａｖｅｒａｇｅ ｐｏｏｌｉｎｇ ９４．２１

ｍａｘ ｐｏｏｌｉｎｇ ９４．２７

ａｌｌ－ｃｏｎｖ ｐｏｏｌｉｎｇ ９４．７０
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图 ３　 测试集和训练集上的准确率对比

Ｆｉｇ． ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ａｃｃｕｒａｃｙ ｏｎ ｔｅｓｔ ｓｅｔ ａｎｄ ｔｒａｉｎｉｎｇ ｓｅｔ

４　 结束语

针对卷积神经网络池化层中经典的最大值池化

和平均值池化无法更详细地提取图像特征图的有效

信息。 本文对 ＤｅｎｓｅＮｅｔｓ 网络结构的池化层进行了

优化，提出了新的卷积层替代池化层的方法从而学

习到原图像特征图中更多的有用特征。 本文利用

ＣＩＦＡＲ－１０ 和 ＳＶＨＮ 数据集对 ａｌｌ－ｃｏｎｖ ｐｏｏｌｉｎｇ 方法

进行测试，２ 组数据集均不做数据增强处理，并根据

同一评价指标对比分析了相应的图像结果，实验结

果表明，ａｌｌ－ｃｏｎｖ ｐｏｏｌｉｎｇ 方法能提高图像分类的准

确度。
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