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摘　 要： 大数据分析旨在从大量复杂的数据中获取价值。 查询驱动的数据分析是大数据分析中最主要的部分。 由于数据量

的庞大， 在大数据上获取准确的分析结果将带来极大的存储和计算代价。 为解决这一困难， 大数据近似分析方法应运而

生。 本文将主要针对大数据近似分析中的频率估计问题、 近似查询处理问题、 查询选择性估计问题近十年的解决方法进行

总结和归纳。 不同于以往以数据库为主视角的分析方法的总结， 本文中将涵盖近几年应用或结合机器学习方法来处理上述

问题的新方法。
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０　 引　 言

大数据中蕴含着海量的信息和巨大的价值，然
而数据的庞大复杂使得人们不能或难以直接从数据

中获得有价值的信息。 大数据分析就是从大量复杂

的数据中有目标地获取价值的过程。 传统的数据分

析方法难以应对极速增长的数据量，满足快速响应

的需求。 为解决这一问题，一系列近似方法应运而

生，本文主要针对近些年大数据近似分析中频率估

计、近似查询处理、查询选择性估计这三种基础分析

任务的方法进行了总结。 随着机器学习、人工智能

领域的不断发展，近些年研究者们尝试将机器学习

方法和大数据分析相结合，利用机器学习模型的推

理预测能力，提高大数据分析方法的性能。
本文归纳并总结了近些年有代表性的大数据近

似分析方法，同时涵盖了近些年将机器学习方法应

用到大数据分析领域的新方法。

１　 大数据频率估计

数据频率是数据最基本的统计量，同时也是网

络监控、异常检测中的重要指标。 然而，在大规模数

据上统计准确的数据频率会占用极大的空间，为此，
研究者们提出通过亚线性空间的草图来近似存储和

估计数据频率。 数据草图具有体积小、精度高、查询

高效的特征，被广泛应用于频率估计和流数据处理

上。 此外，一些研究者致力于频繁元素查找及频率

估计方法，频繁元素查找对应大数据管理中十分重

要的 Ｔｏｐ－ｋ 查询，同时频繁元素频率在网络安全监

控中常作为某些异常事件的衡量指标。
１．１　 基于数据草图的频率估计

Ｃｏｕｎｔ－Ｍｉｎ（ＣＭ） ［１］ 是最广泛应用的草图，其结

构为一个二维数组，二维数组每行对应一个哈希函

数。 ＣＭ 通过哈希函数将数据映射到每行的相应位

置，并增加这些位置的计数器来记录数据的频数。
基于 ＣＭ 的某元素频率估计值为该元素通过每个哈



希函数映射到位置中的计数值中的最小值，根据

ＣＭ 的结构特征，其估计结果为过量估计。 ＣＭ 草图

同时支持插入和删除操作。 ＣＵ 草图［２］ 和 ＣＭ 草图

的结构相同，不同之处在于 ＣＵ 草图在每次插入时

只增加哈希映射位置中计数值最小的计数器的值，
ＣＵ 相比于 ＣＭ 草图准确性更高，但是并不支持删除

操作。
以单个二维数组为结构的 ＣＭ 和 ＣＵ 草图中的

估计误差来自于哈希冲突。 当不同数据被映射到同

一位置，其频数在计数器中累加，造成极大的估计误

差。 这种冲突可以通过增加二维数组的大小来缓

解，然而，这样会增大草图的空间代价，同时降低查

询效率。 为提高准确性和查询效率，多层结构的草

图被提出。 ＡＳｋｅｔｃｈ［３］ 在 ＣＭ 的基础上增加了一个

过滤器，用于存储高频数据的频数，将高频数据和低

频数据分开处理，提高了高频数据频率估计的准确

性。 ＳＦ－ｓｋｅｔｃｈ ［４］建立了 ２ 层分别称为 Ｓｌｉｍ 层和

Ｆａｔ 层的结构，Ｆａｔ 层为 ＣＭ 草图，Ｓｌｉｍ 层为一个尺寸

更小的草图，每次插入时根据 Ｆａｔ 层的观察结果更

新 Ｓｌｉｍ 层，只有当 Ｓｌｉｍ 层中的计数小于 Ｆａｔ 层估计

值时才在计数器上加 １。 由于 ＳＦ－ｓｋｅｔｃｈ 的查询只

在尺寸小的 Ｓｌｉｍ 层上进行，因此查询效率很高。 由

于数据频率分布不均匀，数据中大部分数据为低频

数据，少量数据频率极高，因此，相同的计数器位数

会造成极大的空间浪费或不准确的频率估计。 为

此，研究者们提出了可调节位数的计数器。 Ｐｙｒａｍｉｄ
Ｓｋｅｔｃｈ［５］ 为一种金字塔形状的多层结构草图，主要

思想是随着频数的增长增加计数器的位数，采用共

享计数器高位技术降低空间代价。 ＡＢＣ ［６］在计数

器位数溢出时通过向相邻的计数器借用位数的方法

利用大量的小计数器来完成频率估计。
这里将近些年有代表性的频率估计草图的结构

和支持的操作做了全面的总结详见表 １，这些草图

能够估计存在于数据集或不存在于数据集中任意元

素的频率，且为避免错过频繁元素，这些草图的估计

误差均为单向误差，即估计结果不小于真实结果。
表 １　 频率估计草图及特征总结

Ｔａｂ． １　 Ｆｒｅｑｕｅｎｃｙ ｅｓｔｉｍａｔｉｏｎ ｓｋｅｔｃｈｅｓ ａｎｄ ｔｈｅ ｃｈａｒａｃｔｅｒｉｓｔｉｃｓ

方法 结构 支持操作

ＣＭ［１］ 单层：二维数组 插入、删除

ＣＵ［２］ 单层：二维数组 插入

ＡＳｋｅｔｃｈ［３］ 双层：Ｆｉｌｔｅｒ ＋ ＣＭ 插入、删除

ＳＦ－Ｓｋｅｔｃｈ［４］ 双层：Ｓｌｉｍ 层 ＋ Ｆａｔ 层 插入、删除

Ｐｙｒａｍｉｄ Ｓｋｅｔｃｈ［５］ 多层金字塔：计数器高位共享 插入、删除

１．２　 基于计数器的频繁数据检测及频率估计

频繁数据检测在数据管理、推荐系统、网络安全

监控等领域都有重要意义。 为此，一些研究者将关

注点放在频繁热点数据上，提出了一些只针对高频

热点数据的频率估计方法，不同于数据草图能够估

计所有数据的频率，这些方法只能估计频繁元素的

频率，但这些方法对频繁元素估计的准确性和效率

通常优于数据草图对频繁数据的估计。
其中，Ｓｐａｃｅ－Ｓａｖｉｎｇ［７］ 是最有代表性的方法，通

过有限个计数器来寻找 Ｔｏｐ－ｋ 个频繁数据并估计

其频率，当新元素到来且能够存储的元素已满时将

新元素和最小计数器对应的元素交换并增加计数器

中频数。 该方法能够在 Ｏ（１）时间内完成插入和查

询。 由 Ｓｐａｃｅ－Ｓａｖｉｎｇ 衍生出 Ｃｏｍｐａｃｔ Ｓｐａｃｅ－Ｓａｖｉｎｇ
（ＣＳＳ） ［８］、Ｓｃｏｒｅｂｏａｒｄ Ｓｐａｃｅ－Ｓａｖｉｎｇ（ＳＳＳ） ［９］ 等变种。
ＣＣＳ 提出了一种较 Ｓｐａｃｅ－Ｓａｖｉｎｇ 更紧凑的结构，能
够避免使用大量的指针，节省空间。 ＳＳＳ 利用计数

布隆过滤器预测一个数据是否为频繁数据，根据预

测值将数据分为高频数据、潜在高频和低频三种，并
只向 Ｓｐａｃｅ－Ｓａｖｉｎｇ 中存储高频数据，避免了将低频

数据存入 Ｓｐａｃｅ－Ｓａｖｉｎｇ 结构引起的误差。
１．３　 基于机器学习模型的频率估计

近些年，研究者们尝试将机器学习方法和数据

库领域相结合，利用机器学习模型的推理、预测能力

改进数据分析方法。 文献［１０］提出了一种基于机

器学习模型改进的布隆过滤器，是在传统布隆过滤

器的基础上增加了一个机器学习模型来预测数据是

否存在在集合中，对于被预测不在集合中的元素通

过插入传统的布隆分类器进行判断。 以此为启发，
研究者们将机器学习模型和数据草图相结合提出了

学习草图。 文献［１１］利用机器学习模型分类高频

和低频数据，为高频数据分配单独的存储单位，将低

频数据存入 ＣＭ 草图中。 文献［１２］利用机器学习模

型从历史数据中学习高频数据的频率，利用 ＣＭ 草

图估计低频数据的频率，能够有效提高轻量级草图

的准确性。

２　 大数据近似查询处理

大数据近似查询处理的目标在于高效获取查询

目标的近似结果。 研究将大数据近似查询处理的方

法分为在线查询和线下查询两类。 其中，线上近似

查询处理主要基于在线样本进行，线下近似查询处

理则基于线下样本、直方图、草图等数据概要进行。
近年来，研究者们将机器学习方法应用到大数据的

近似查询处理中，以提高大数据近似查询处理的性

能。 本文将近些年有代表性的大数据近似查询处理
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方法分类总结如下。
２．１　 基于在线样本的近似查询处理

本文将在查询时抽样的近似查询处理和在线聚

集都归纳为基于在线样本的近似查询处理。 在查询

时抽样的近似查询处理方法在执行查询时将抽样加

入查询计划中，并根据样本上的查询处理结果估计

整体数据上的查询处理结果。 在线样本需针对每一

个查询建立，且无需预先获取数据分布等先验知识。
文献［１３］中对查询时抽样的方法进行了总结。

在线聚集起源于文献［１４］，通过增加样本量逐

步提高结果准确性，当结果准确性满足需求后，可以

提前中止查询。 Ｊｏｉｎ［１５］通过在基于连接关系建立的

连接图上随机游走的方式获取多表样本进行在线聚

集。 此外，文献［１３，１６］中介绍了多种在线聚集方

法。
２．２　 基于线下数据概要的近似查询处理

线下数据概要形式主要包括线下样本、直方图、
草图、小波、数据方块或预查询等。 直方图、草图、小
波多用于查询选择性估计，且近些年基于这些方法

进行近似查询处理的研究不多。 因此，本节着重介

绍基于线下样本、数据方块和预聚集查询的近似查

询处理。
线下样本可基于数据分布或统计信息建立，相

较于线上样本获取耗时更多、准确性更高，且可以存

储用于多个查询。 通常简单的随机抽样方法并不能

够为均匀分布以外的数据分布提供高质量的样本。
为提高估计结果的准确性，近似查询处理系统如

ＢｌｉｎｋＤＢ［１７］、ＶｅｒｄｉｃｔＤＢ［１８］ 均应用了分层抽样的方

法。
文献 ［１９］提供了一种基于学习的分层抽样方

法，是从样本中学习分类器用于评价数据元组对复

杂查询的贡献得分，并根据与预测得分相关的概率

进行分层抽样。 该研究在利用机器学习方法提高复

杂查询执行效率的同时，能够和抽样方法一样为结

果提供置信区间。 文献 ［２０］提出了一种通过深度

生成模型学习数据分布生成样本来代替传统抽样方

法进行近似查询的方法，该方法在模型训练完毕后

能够实现不接触原数据进行采样，从而避免从大数

据中采样的代价，提高采样效率。
数据方块或预查询通过存储预先计算的特定范

围的聚集查询结果来估计未来的查询结果。 文献

［２１］提出了一种方法，将查询结果视为变量，从而

根据旧查询估计新查询，该方法能够以低误差估计

稀有数据。 ＡＱＰ＋＋［２２］将抽样与数据方块相结合，根

据预计算的聚集查询结果和由抽样估计的新旧查询

的差值来估计新查询的结果。
２．３　 结合机器学习模型的近似查询处理

研究中将结合机器学习模型的近似查询处理方

法分为 ２ 类。 第一类是数据驱动的机器学习模型，
第二类是查询驱动的机器学习模型。

数据驱动的机器学习模型在于通过历史数据或

样本数据模拟数据分布或数据之间的关系。 上述基

于机器模型获取样本的方法［１９－ ２０］ 均可归类于数据

驱动的机器学习模型。 此外，ＤＢＥｓｔ ［２３］通过样本数

据建立密度模型和回归模型进行近似查询处理，但
是并不能像抽样方法一样提供估计结果的置信区

间。 ＤｅｅｐＤＢ ［２４］通过和积网络模型模拟数据分布概

率模型。 ＥｎｔｒｏｐｙＤＢ［２５］基于最大熵模型建立数据摘

要，通过在模型上进行概率推断来回答查询。 查询

驱动的机器学习模型在于模拟历史查询中查询和结

果之间的关系。 ＭＬ－ＡＱＰ ［２６］不需要接触数据或数

据样本，仅根据历史数据建立模型，能够高效估计查

询结果。
文中将近些年有代表性的基于机器学习模型的

近似查询处理方法及其用到的模型类别、是否提供

置信区间、是否需要访问数据和历史查询这四方面

特征做了总结，参见表 ２。
表 ２　 基于机器学习模型的近似查询处理方法

Ｔａｂ． ２　 Ａｐｐｒｏｘｉｍａｔｅ ｑｕｅｒｙ ｐｒｏｃｅｓｓｉｎｇ ｂａｓｅｄ ｏｎ ｍａｃｈｉｎｅ ｌｅａｒｎｉｎｇ
ｍｏｄｅｌｓ

方法 模型 置信区间 访问数据 历史查询

学习抽样［１９］ 分类模型 √ √ ×

生成样本［２０］ 生成模型：变分自编码器 × √ ×

ＤＢＥｓｔ［２３］ 核密度估计＋回归模型 × √ ×

ＤｅｅｐＤＢ［２４］ 概率模型：关系和积网络 √ √ ×

ＥｎｔｒｏｐｙＤＢ［２５］ 概率模型：最大熵模型 √ √ ×

ＭＬ－ＡＱＰ［２６］ 回归模型 × × √

３　 大数据查询选择性估计

查询选择性（基数）是指满足查询谓词的元组

占整体数据的比例。 查询选择性估计是查询优化过

程中的必要环节，查询选择性估计的准确性将影响

查询计划的效率。 综述 ［２７］中介绍了基于样本、直
方图、小波、草图等数据概要进行查询选择性估计的

方法。 直方图和抽样是近些年的查询选择性估计的

主要手段，此外，近些年也提出了一些基于机器学习

的新方法。 本文将近些年有代表性的大数据查询选

择性估计方法分类总结如下。
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３．１　 基于直方图的查询选择性估计

直方图是查询选择性估计最常用的手段。 直方

图将数据分成多个桶并存储每个桶的边界和桶内的

统计信息。 直方图根据不同的划分方式分为等宽直

方图、等高直方图、Ｖ－ｏｐｔｉｍａｌ 直方图等等。 其中，等
宽直方图将数据范围等分为若干份，等高直方图每

个桶内的数据量相同，Ｖ－ｏｐｔｉｍａｌ 直方图的数据分布

和原始数据分布之间的 Ｌ２ 距离最接近。 直方图用

于近似查询处理的优势在于查询效率高；但其不足

在于仅能应用于数值类型的数据，且多维数据获得

合适的划分方式的难度大。 一维等宽直方图、等高

直方图、Ｖ－ｏｐｔｉｍａｌ 直方图等在综述［２７］ 中均有介绍。
多维直方图的构建相对于一维直方图更为复杂，原
因在于随着维度的增长，划分数据的自由度增加了，
不同于一维直方图只需确定一个维度上桶边界的位

置，多维直方图需确定多个维度上的划分位置、数量

以及不同维度的处理顺序。 不同于数据驱动的直方

图，查询驱动的直方图通过负载中的查询反馈自适

应地建立直方图［２８－ ２９］。 查询驱动的直方图不需要

根据数据建立，提高了构建效率，同时对负载中查询

范围内的查询的准确性较高，但无法准确估计负载

查询范围以外的查询。
３．２　 基于抽样的查询选择性估计

抽样作为处理大数据分析任务的重要手段之

一，也被应用在查询选择性估计及连接结果大小估

计问题上。 数据表的连接结果大小估计可以视为一

种特殊的选择性估计，其估计的是多表根据相同属

性连接后得到的表的大小。 文献 ［３０－３２］ 基于抽

样对连接结果的大小进行估计。 核密度估计作为一

种基于样本的估计方法被许多研究者采用，文献

［３３］提出了一种 ＧＰＵ 加速的核密度估计模型，能
够自适应地处理数据及查询的变化。 文献［３４］提

出了一种将抽样和数据概要相结合估计合取查询选

择性的方法。 文献［３５］通过实验评估了基于抽样

和基于直方图的空间大数据查询选择性估计方法。
３．３　 基于机器学习的查询选择性估计

本文总结了近些年将机器学习方法应用到查询

选择性估计中的有代表性的工作［３６－３９］。 用到的机

器学习的方法主要分为有监督学习和无监督学习两

种。 其中，有监督学习通常需要提前收集查询结果

作为训练数据，无监督的方法通常需要从数据本身

中学习概率分布模型。 对此可做研究阐释如下。
（１）有监督学习模型：ＱｕｉｃｋＳｅｌ［３６］ 是一个查询

驱动的查询选择性学习框架，相比于查询驱动的直

方图效率更高。 文献 ［３７］提出了一种基于多集卷

积网络（ＭＳＣＮ）的基数估计算法，能够解决没有样

本满足查询谓词的问题，显著提高估计质量。
（２）无监督学习模型：文献［３８］提出了一种基

于 ＭＡＤＥ 模型无监督学习样本的联合概率分布的

方法以及一个有监督的从查询负载中获得的回归模

型。 文献［３９］提出了一种被称为 Ｎａｒｕ 的基于无监

督深度自回归模型的查询选择性估计方法。 无监督

的学习方法直接从数据中学习模型，不需要像有监

督的模型一样收集大量的查询结果用于训练，因此

获得模型的效率更高。

４　 结束语

大数据分析发展迅速，研究成果日新月异。 本

文对近些年大数据分析中频率估计、近似查询处理、
查询选择性估计这三种重要的近似分析任务进行了

归纳总结。
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