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融合知识的中文医疗实体识别模型

刘龙航， 赵铁军

（哈尔滨工业大学 计算机科学与技术学院， 哈尔滨 １５０００１）

摘　 要： 从医疗文本中抽取知识对构建医疗辅助诊断系统等应用具有重要意义。 实体识别是其中的核心步骤。 现有的实体识

别模型大都是基于标注数据的深度学习模型，非常依赖高质量大规模的标注数据。 为了充分利用已有的医疗领域词典和预训练

语言模型，本文提出了融合知识的中文医疗实体识别模型。 一方面基于领域词典提取领域知识，另一方面，引入预训练语言模型

ＢＥＲＴ 作为通用知识，然后将领域知识和通用知识融入到模型中。 此外，本文引入了卷积神经网络来提高模型的上下文建模能

力。 本文在多个数据集上进行实验，实验结果表明，将知识融合到模型中能够有效提高中文医疗实体识别的效果。
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０　 引　 言

在医疗健康领域中，拥有大量疾病及药品等数

据。 这些数据广泛存在于在线百科和医疗网站中，
其中则蕴含着丰富的医学知识。 从医疗文本中抽取

知识对构建医疗辅助诊断系统等应用具有重要意

义。 中文医疗实体识别指的是给定一篇医学文本，
标注出文本中出现的医学实体，是从医学文本中获

取医学知识的关键技术。 对于中文医疗实体识别任

务而言，采用词级别的序列标注，会引入分词错误带

来的误差。 通常将中文医疗实体识别任务转为字符

级别的序列标注问题。
本文探索了一种融合知识的深度学习模型架

构。 一方面基于领域词典提取领域知识，另一方面，
引入预训练语言模型 ＢＥＲＴ 作为通用知识，然后将

领域知识和通用知识融入到模型中。 此外，引入了

ＣＮＮ 来提高模型的上下文建模能力。 实验方面，本

文在多个数据集上进行实验，实验结果表明，将知识

融合到模型中能够有效提高中文医疗实体识别的效

果。

１　 相关工作

早期的研究人员通常采用医学专家定义的规则

并且基于医学领域词典对医疗实体进行自动识

别［１－２］。 基于医学词典及规则方法的优点是无需标

注数据，缺点是维护高质量的医学词典困难，并且专

家定义的规则只适合某些场景。 后来机器学习模型

逐渐成为了实体识别的主流方法［３－４］。 基于传统机

器学习方法无需人工定义规则和医学词典，具有不

错的稳定性。 然而，该方法的效果很大程度上取决

于定义的特征模板是否考虑周全，限制了模型的泛

化能力。
近年来，深度学习方法在实体识别领域取得了

显著的效果［５］。 Ｌｉ 等人［６］ 将 ＢｉＬＳＴＭ－ＣＲＦ 模型应



用于中文电子病历的实体识别任务，并基于医疗领

域数据训练了更丰富、更专业的词向量，进一步提高

了模 型 性 能。 Ｌｅｅ 等 人［７］ 将 预 训 练 语 言 模 型

ＢＥＲＴ［８］应用于医疗领域，基于大规模医学领域的英

文语料训练得到 ＢｉｏＢｅｒｔ 模型，最终在多个英文实体

识别语料上取得最优结果。 基于深度学习的方法效

果优于传统机器学习方法的重要原因是该方法无需

人工定义特征模板，而是通过深度神经网络自动进

行特征学习，从而具有更强的泛化能力。

２　 知识提取

２．１　 基于领域词典的领域知识提取

字级别的序列标注问题本质上是对每个字进行

多分类。 因此，可以利用医疗领域词典这一额外资

源增强每个字的特征表示，从而提高分类的准确度。
基于此，最朴素的思想就是基于医疗领域词典给每

个字打标签，再对离散化的标签进行特征表示。 具

体来说，给定一个由 Ｔ 个汉字构成的句子 Ｓ ＝ ＜ ｘ１，
…，ｘＴ ＞ 和一个额外的医疗领域词典 Ｄ ，首先基于

双向最大匹配算法［９］ 对句子 Ｓ 进行切分，将属于 Ｄ
的文本片段切分出来，并打上对应的实体类型标签，
不属于 Ｄ 的汉字标记为“Ｎｏｎｅ”。

通过双向最大匹配算法得到打上标签的文本片

段后，可以进一步对文本片段中的字打标签。 考虑

了每个字在其所属实体的位置信息：如果该字单独

构成一个实体，那么在字标签由前缀“Ｓ”和其所属

文本片段的实体类型标签构成；类似地，用标志“Ｂ”
和其所属文本片段的实体类型标签指示某个实体的

第一个字；用标志“Ｅ” 和其所属文本片段的实体类

型标签指示某个实体的最后一个字；用标志“ Ｉ” 和

其所属文本片段的实体类型标签指示某个实体中间

的字。 表 １ 中举例说明了这种标记方式。 通过

ｅｍｂｅｄｄｉｎｇ 方式对字标签进行表示得到相应的特征

表示向量。
表 １　 字标签例子

Ｔａｂ． １　 Ａｎ ｅｘａｍｐｌｅ ｏｆ ｗｏｒｄ ｔａｇｓ

标记类别　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 标记内容

句子 二 甲 双 胍 在 小 肠 吸 收 。

输出标签 Ｂ－ｍ Ｉ－ｍ Ｉ－ｍ Ｅ－ｍ Ｏ Ｂ－ｂ Ｅ－ｂ Ｏ Ｏ Ｏ

基于词典的字标签 Ｂ－ｍ Ｉ－ｍ Ｉ－ｍ Ｅ－ｍ Ｎｏｎｅ Ｂ－ｂ Ｅ－ｂ Ｎｏｎｅ Ｎｏｎｅ Ｎｏｎｅ

所属实体类型 ｍｅｄｉｃｉｎｅ　 　 　 　 　 　 　 　 ｂｏｄｙ ｐａｒｔ　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　

２．２　 基于 ＢＥＲＴ 的通用知识提取

从大规模无标注文本中进行语言表示学习是自

然语言处理的重要研究方向。 ＢＥＲＴ（Ｂｉｄｉｒｅｃｔｉｏｎａｌ
Ｅｎｃｏｄｅｒ Ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ ｆｒｏｍ Ｔｒａｎｓｆｏｒｍｅｒｓ）是一个上

下文表示的语言表示模型。 这是基于使用双向多层

Ｔｒａｎｓｆｏｒｍｅｒ 编码器［１０］ 的屏蔽语言模型 （ ｍａｓｋｅｄ
ｌａｎｇｕａｇｅ ｍｏｄｅｌ）预先训练的，结合下一个句子预测

任务和更大的文本语料库，可以用于学习更好的双

向上下文表示。
　 　 ＢＥＲＴ 模型有 ２ 个步骤，分别是：预训练和微调

（ｆｉｎｅｔｕｎｉｎｇ）。 通过预训练，ＢＥＲＴ 从大规模无标注

数据学习到的语言上下文表示向量，这些向量蕴含

了自然语言的组织内在规律，本文把这种内在规律

称为通用知识。 序列标注任务是 ｔｏｋｅｎ 级别的分

类，对于中文而言，ＢＥＲＴ 模型的 ｔｏｋｅｎ 是字级别，这
与本文采用字符级别的序列标注解决中文医疗实体

识别问题正好吻合。 基于 ＢＥＲＴ 的通用知识提取则

如图 １ 所示。 由图 １ 可知，本文将 ＢＥＲＴ 模型最后

一层隐状态输出向量作为字的表示向量，将其视为

通用知识融入到后续序列标注模型部分，丰富序列

标注模型的输入信息，从而提高模型的识别能力。
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图 １　 基于 ＢＥＲＴ 的通用知识提取

Ｆｉｇ． １　 Ｇｅｎｅｒａｌ ｋｎｏｗｌｅｄｇｅ ｅｘｔｒａｃｔｉｏｎ ｂａｓｅｄ ｏｎ ＢＥＲＴ

３　 融合知识的实体识别模型

融合知识的实体识别模型的输入是单个句子，
输出是字符级别的标注结果。 模型分为 ３ 部分，分
别是：输入编码层、上下文建模层以及条件随机场

（ＣＲＦ）输出层。 其中，输入编码层将融合领域知识

和通用知识，上下文建模层将通过 ＣＮＮ 和 ＢｉＬＳＴＭ
对输入编码进行上下文建模，ＣＲＦ 输出层用于解决
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标签依赖问题，并输出最终的序列标注结果。 对此

拟展开研究分述如下。
３．１　 输入编码层

给定一个由 Ｔ 个汉字构成的句子 Ｓ ＝ ＜ ｘ１，
…，ｘＴ ＞ ， 模型的输入编码层是要将离散型语言符

号映射为低维稠密向量 ｖｉ ∈ Rｄｖ， 其中 ｄｖ 表示最终

每个字表示成的向量维度。 为了考察融合领域知识

和通用知识的效果，本文将输入编码层设计成如下

４ 种方式：
（１）字嵌入：对于 Ｓ 中的第 ｔ 个字 ｘｔ， 通过对嵌

入矩阵 Ｗ ∈ R Ｖ×ｄｅ 的查找，可得到对应的字向量

ｅｔ ∈ Rｄｅ ，其中 ｄｅ 表示字嵌入的维度， Ｖ 表示字表大

小。 将 ｅｔ 视为最终的输入编码层向量表示 ｖｔ。
（２）字嵌入结合领域知识：对于 Ｓ 中的第 ｔ 个字

ｘｔ， 通过基于领域词典提取领域知识方法可以将其

表示为一个特征向量 ｋｔ ∈ Rｄｋ， 其中 ｄｆ 表示词典特

征向量的维度。 然后将字嵌入和领域知识进行结

合，具体采用向量拼接的方式，即将 ｋｉ 与 ｅｉ 进行拼

接得到最终的输入编码层向量表示 ｖｔ ∈ Rｄｅ＋ｄｋ， 计

算公式如下：
ｖｔ ＝ ｅｔ 􀱇 ｋｔ， （１）

　 　 （３）ＢＥＲＴ：对于 Ｓ 中的第 ｔ 个字 ｘｔ， 基于 ＢＥＲＴ
的通用知识提取，可以得到 ｘｔ 对应的上下文特征表

示向量 ｂｔ ∈ Rｄｂ， 其中 ｄｂ 表示 ＢＥＲＴ 模型隐藏层的

维度。 将 ｂｔ 视为最终的输入编码层向量表示 ｖｔ。
（４）ＢＥＲＴ 结合领域知识：考虑将领域知识和通

用知识同时融入模型，同样采用向量拼接的方式，即
将 ＢＥＲＴ 的字向量表示 ｂｔ 与词典特征向量 ｋｔ 进行

拼接得到最终的输入编码层向量表示 ｖｔ ∈ Rｄｂ＋ｄｋ，
即：

ｖｔ ＝ ｂｔ 􀱇 ｋｔ ． （２）
３．２　 上下文建模层

输入编码层的输出为 Ｖ ＝ ＜ ｖ１，…，ｖＴ ＞ ， 在输

入编码的基础上，模型将进一步进行上下文建模。
本文采用如下 ２ 种上下文建模方式：

（１）ＢｉＬＳＴＭ［１１］：ＢｉＬＳＴＭ 用于学习每一个字的

上下文信息，对于每个时间步 ｔ ，ＢｉＬＳＴＭ 输出相应

的隐状态向量 ｈｔ， 即：
ｈｔ ＝ ＢｉＬＳＴＭ Ｖ，ｔ( ) ，∀ｔ ∈ ［１，…，Ｔ］， （３）

　 　 （２） ＣＮＮ＋ＢｉＬＳＴＭ：ＣＮＮ［１２］ 用于学习每一个字

的局部窗口上下文信息 Ｃ ＝ ＜ ｃ１，…，ｃＴ ＞ ， 对于每

个时间步 ｔ， ＣＮＮ 输出相应的向量 ｃｔ， 即：
ｃｔ ＝ ＣＮＮ ｖｔ －ｍ－１

２
，…，ｖｔ －ｍ＋１

２
( ) ，∀ｔ ∈ １，…，Ｔ[ ] ，

（４）

　 　 其中， ｍ 为 ＣＮＮ 卷积核的窗口大小。 然后，将
ＣＮＮ 得到的局部上下文表示向量与字表示向量进

行拼接，得到 Ｒ ＝ ＜ ｒ１，…，ｒＴ ＞ ， 再输入到 ＢｉＬＳＴＭ
进行全局编码，因此有：

ｒｔ ＝ ｃｔ 􀱇 ｖｔ， （５）
ｈｔ ＝ ＢｉＬＳＴＭ Ｒ，ｔ( ) ，∀ｔ ∈ １，…，Ｔ[ ] ． （６）

３．３　 条件随机场层

对于字符级别的序列标注任务，通常来说考虑

相邻标签的依赖性有助于提高模型的识别能力。 例

如，开始标签“Ｂ”后面应该跟中间标签“Ｉ”或结束标

签“Ｅ”，Ｉ 标签后面不能跟 Ｂ 标签或 Ｓ 标签。 因此，
研究中没有只使用的 ｈｔ 来进行标签分类决策，而是

使用条件随机场（ＣＲＦ）来联合建模标签序列。 ＣＲＦ
层是一个将状态转移矩阵作为参数的线性链式无向

图模型。 通过该模型，可以利用前一个标签和后一

个标签的信息来预测当前标签。

４　 实验

４．１　 数据集与评价指标

本实验采用 ２ 个数据集，分别是：ＣＣＫＳ ２０１９ 评

测一面向中文电子病历的医疗实体识别数据集［１３］

和天池平台中文糖尿病标注数据集［１４］ （Ａ Ｌａｂｅｌｅｄ
Ｃｈｉｎｅｓｅ Ｄａｔａｓｅｔ ｆｏｒ Ｄｉａｂｅｔｅｓ）。 上述两个数据集都是

按照文档级进行构建的，需要将文档级样本切分为

句子级样本，切分后的数据集详细情况见表 ２。
对应医疗实体识别任务，本文选择最常用的评

价指标， 即所有实体类型上的微平均 （ ｍｉｃｒｏ －
ａｖｅｒａｇｅ） Ｆ１ 值。

表 ２　 医学实体识别数据集

Ｔａｂ． ２　 Ｍｅｄｉｃａｌ ｅｎｔｉｔｙ ｒｅｃｏｇｎｉｔｉｏｎ ｄａｔａｓｅｔ

数据集
ＣＣＫＳ２０１９ 医疗实体识别数据集

文档级 句子级

中文糖尿病标注数据集

文档级 句子级

训练集 ８００ ７ ５１２ ３２０ ５５ ５２２
验证集 ２００ ２ ０３１ ７３ １２ ７１２
测试集 ３７９ ３ ０８３ １００ １６ ２４１
总计 １ ３７９ １２ ６２６ ４９３ ８４ ４７５

４．２　 实验设置

本文采用 Ｐｙｔｏｒｃｈ 框架［１５］进行模型实现。 具体

来说，对于输入编码层部分，字嵌入维度为 １２８，字
标签的嵌入向量维度均为 １２８，ＢＥＲＴ 采用 Ｇｏｏｇｌｅ 官

方基于中文维基百科训练的 ＢＥＲＴｂａｓｅ模型；上下文

建模层部分，ＢｉＬＳＴＭ 的隐状态维度是 １２８，ＣＮＮ 采

取多种窗口大小的卷积核，分别是 ３，５，７，每种卷积

核特征数为 １００。
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４．３　 实验结果与分析

通过对不同的输入编码以及不同的上下文建模

进行组合，可以得到多个模型，将这些模型应用于实

验数据集进行训练和预测。 实验结果见表 ３。 由表

３ 可以看出，采用 ＢＥＲＴ 结合字标签的词典特征作

为输入编码，使用 ＣＮＮ＋ＢｉＬＳＴＭ 作为上下文建模层

时，在 ２ 个数据集的实验效果达到最好。 下面将单

独分析不同输入编码方式以及不同上下文建模方式

的效果。
（１）领域知识：在其他条件相同的情况下，融入

词典特征要比不融入词典特征的效果好。 实验结果

表明基于领域词典提取的领域知识能够有效提高模

型的性能。 这种领域知识取决于上下文和领域词

典，不受其他句子或统计信息的影响。 因此，在某种

程度上可以提供与监督学习数据驱动不同的信息。
（２）通用知识：在其他条件相同的情况下，使用

ＢＥＲＴ 的实验效果要明显优于不使用 ＢＥＲＴ。 这表

明将 ＢＥＲＴ 输出的字向量作为通用知识融入到模型

能有效提高医疗实体识别的效果，研究认为这是因

为 ＢＥＲＴ 模型蕴含了自然语言构成的内在规律，这
种规律是一种通用知识，能够提高模型的泛化能力。

（３）上下文建模层：在其他条件相同的情况下，
ＣＮＮ＋ＢｉＬＳＴＭ 要优于 ＢｉＬＳＴＭ。 这表明加入 ＣＮＮ 能

够提高模型上下文建模能力。 研究认为这是因为

ＣＮＮ 通过多窗口卷积能够捕获局部上下文信息，尤
其是对于字级别的序列标注任务而言，这种局部上

下文信息类似于字的组合信息，将这种信息和

ＢｉＬＳＴＭ 的全局上下文信息结合，提高了模型上下文

建模能力。
表 ３　 医学实体识别实验结果

Ｔａｂ． ３　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ｍｅｄｉｃａｌ ｅｎｔｉｔｙ ｒｅｃｏｇｎｉｔｉｏｎ

上下文建模层
使用

ＢＥＲＴ
融入词典

特征

Ｆ１ ｓｃｏｒｅ ／ ％

ＣＣＫＳ２０１９ 中文糖尿病

ＢｉＬＳＴＭ 否 否
是

７８．７４
８１．８５

７６．０９
７７．４６

是 否
是

８１．９２
８３．０６

７８．３２
７９．２３

ＣＮＮ＋ＢｉＬＳＴＭ 否 否
是

７９．２７
８２．１０

７７．１０
７７．８６

是 否
是

８２．２１
８３．２５

７８．５７
７９．４０

５　 结束语

针对中文医疗实体识别问题，本文提出了融合

知识的实体识别模型，包括利用了词典提取领域知

识和利用 ＢＥＲＴ 预训练模型提取通用知识，并且在

上下文建模方面引入了 ＣＮＮ 来提取局部窗口上下

文信息。 实验结果表明，ＣＮＮ 能够提高上下文的建

模能力，基于词典的领域知识和基于 ＢＥＲＴ 的通用

知识都能提高模型效果。
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