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基于听觉掩蔽生成对抗网络的单通道语音增强方法

杜志浩， 韩纪庆

（哈尔滨工业大学 计算机科学与技术学院， 哈尔滨 １５０００１）

摘　 要： 为提高语音识别系统在复杂声学场景下的识别率， 出现了以单通道语音增强 （Ｍｏｎａｕｒａｌ Ｓｐｅｅｃｈ Ｅｎｈａｎｃｅｍｅｎｔ） 技术

作为前端处理的鲁棒语音识别系统。 尽管现有的单通道语音增强技术能够提高混响干扰下的识别率， 却未能显著提升宽带

非平稳噪声干扰下的系统识别率。 为此， 本文提出基于听觉掩蔽生成对抗网络的单通道增强方法， 通过听觉掩蔽增强模型

和判别器构成的对抗过程， 来使增强后的语音特征满足目标语音的概率分布。 实验结果表明， 就语音识别率而言， 所提出

的听觉掩蔽生成对抗网络超越了现有的增强方法， 能够相对减少１９．５０％的词错误率， 显著提升语音识别系统的噪声鲁棒

性。
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０　 引　 言

在语音识别领域，通常使用含有噪声的语音和

纯净语音共同训练自动语音识别（Ａｕｔｏｍａｔｉｃ Ｓｐｅｅｃｈ
Ｒｅｃｏｇｎｉｔｉｏｎ，ＡＳＲ）系统，从而提高其在噪声环境下

的识别率。 为进一步提高 ＡＳＲ 系统在复杂声学场

景下的识别率，出现了将单通道语音增强模型作为

前端处理的识别系统。 这类系统先使用增强模型尽

可能地去除含噪语音中的噪声干扰，接着将增强后

的语音送入 ＡＳＲ系统，从而得到识别文本。 为使增

强后的语音和识别系统所要求的输入尽可能地匹

配，通常需要利用增强后的语音重新训练 ＡＳＲ系统

中的声学模型［１－２］，或者将声学模型和增强模型堆

叠，进行联合训练［３－４］。 然而，上述这 ２ 种方法在增

强模型改变时需要重新训练语音识别系统，对实际

应用而言，这通常是不合理的。 首先，重新训练语音

识别系统非常耗时，其次，增强模型一般运行在终端

设备，而识别系统则通常运行在云端设备，可能无法

对两者进行联合优化。
近年来，出现了基于生成对抗网络（Ａｄｖｅｒｓａｒｉａｌ

Ｇｅｎｅｒａｔｉｖｅ Ｎｅｔｗｏｒｋ，ＧＡＮ） ［５］ 的单通道语音增强方

法。 该方法通过构建增强模型和判别器之间的对抗

过程，来使增强后的语音满足目标语音分布。 基于

ＧＡＮ的增强方法能够显著提升增强后语音的可懂

度和感知质量［６］。 受此启发，鲁棒语音识别领域也

出现了基于 ＧＡＮ的前端处理方法，以尽可能地减少

增强模型输出与识别系统所要求输入之间的不匹配

程度，从而直接提高增强后语音的识别率，而不需要

联合训练或重新训练声学模型［７－８］。 通过增强后语

音特征和目标语音特征之间的对抗训练，文献［７］



中的增强方法降低了混响干扰下语音识别系统

１４％～１９％的相对字错误率。 在文献［８］中，经过对

抗训练的增强模型能够显著提升纯净语音训练的

ＡＳＲ系统，却未能进一步提高鲁棒 ＡＳＲ系统的识别

率。
为了进一步提高鲁棒 ＡＳＲ 系统在宽带非平稳

噪声干扰下的识别率，本文提出基于听觉掩蔽生成

对抗网络的单通道语音增强方法，并将其作为鲁棒

ＡＳＲ系统的前端处理过程，以尽可能地去除背景噪

声的干扰，从而提高识别率。 所提出的方法由基于

听觉掩蔽的特征增强模型和区分增强后语音和目标

语音特征的判别器构成。 特征增强模型的首要目标

是以含噪语音的声学特征为输入，来对目标语音相

应的理想比率掩膜（ Ｉｄｅａｌ Ｒａｔｉｏ Ｍａｓｋ，ＩＲＭ）进行预

测，而后利用听觉掩蔽效应得到增强后的声学特征。
增强模型的次要目标则是通过欺骗判别器，使增强

后的声学特征尽可能地满足目标语音的概率分布，
从而减少与目标语音特征之间的差异，进而提高增

强后语音特征的识别率。

１　 基于听觉掩蔽生成对抗网络的增强方法

首先给出基于听觉掩蔽的有监督语音增强方

法，而 后 对 所 提 出 的 听 觉 掩 蔽 生 成 对 抗 网 络

（ Ｇｅｎｅｒａｔｉｖｅ ａｄｖｅｒｓａｒｉａｌ ｎｅｔｗｏｒｋ ｂａｓｅｄ ｏｎ ａｕｄｉｔｏｒｙ
ｍａｓｋｉｎｇ， ＧＡＮＡＭ）进行介绍。 ＧＡＮＡＭ 主要由 ２ 部

分构成，分别是：基于听觉掩蔽的特征增强模型 Ｅ，
以及用于区分增强后特征和目标语音特征的判别器

Ｄ。 图 １给出了所提出方法的结构示意图。

增强后语音特征

含噪语音特征 目标语音IRM预测的IRM目标语音IRM

含噪语音特征

特征增强模型E

目标语音特征重构损失

判别器D

分类损失

图 １　 基于听觉掩蔽生成对抗网络增强方法的示意图

Ｆｉｇ． １　 Ｔｈｅ ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ＧＡＮＡＭ－ｂａｓｅｄ ｅｎｈａｎｃｅｍｅｎｔ
ｍｅｔｈｏｄ

１．１　 基于听觉掩蔽的有监督增强方法

基于听觉掩蔽的有监督增强方法能够有效提升

含噪语音的可懂度和感知质量［９］，同时还能够通过

与声学模型的联合训练提高 ＡＳＲ系统的识别率［３］。
因此，本文也采用基于听觉掩蔽的增强模型。 理想

比率掩膜 ＩＲＭ［６］是基于听觉掩蔽的增强模型最常

用的学习目标之一，其定义如下：

Ｍ（ ｔ， ｆ） ＝ Ｓ（ ｔ， ｆ）
Ｙ（ ｔ， ｆ）

é

ë
êê

ù

û
úú

１

０
， （１）

其中，Ｍ表示理想比率掩膜 ＩＲＭ； Ｓ和 Ｙ分别表

示目标语音和含噪语音的时频特征； ｔ 和 ｆ 分别表示

时间帧序号和频带编号； ［·］ １０ 表示对数值进行截

取，将其限制在 ０～１之间。
理想比率掩膜可以定义在不同的时频特征上，

包括能量谱 ＦＦＴ、对数能量谱 ｌｏｇ－ＦＦＴ、梅尔能量谱

ｆｂａｎｋ，以及对数梅尔能量谱 ｌｏｇ－ｆｂａｎｋ，其提取过程

如下：
（１）对给定的语音波形进行短时傅里叶变换，

得到复数谱。
（２）对复数谱的每个时频单元取模，再平方，得

到能量谱 ＦＦＴ。
（３）对能量谱的每个时频单元进行对数压缩，

即可得到对数能量谱 ｌｏｇ－ＦＦＴ。
（４）使用梅尔滤波器组对能量谱进行滤波，得

到梅尔能量谱 ｆｂａｎｋ。
（５）对梅尔能量谱的每个时频单元取对数，得

到对数梅尔能量谱 ｌｏｇ－ｆｂａｎｋ。
前期的实验表明，使用对数梅尔能量谱 ｌｏｇ －

ｆｂａｎｋ能够获得较好的增强性能，因此本文后续的实

验都以 ｌｏｇ－ｆｂａｎｋ作为声学特征。
当特征域确定后，即可训练增强模型 Ｅ 以含噪

语音的声学特征 Ｙ 为输入，来对目标语音相应的比

率掩膜进行估计，即：

Ｍ
＾
＝ Ｅ（Ｙ）， （２）

在训练时，将理想比率掩膜真实值和预测值之

间的均方误差（Ｍｅａｎ Ｓｑｕａｒｅ Ｅｒｒｏｒ， ＭＳＥ） 作为损失

函数，通过最小化该损失函数，来对增强模型 Ｅ 的

参数 θ 进行求解：

　 θ ＝ ａｒｇｍｉｎ
θ

ＬＭＳＥ（Ｍ，Ｍ
＾
；θ） ＝

ａｒｇｍｉｎ
θ

１
Ｔ
１
Ｆ∑

Ｔ

ｔ ＝ １
∑

Ｆ

ｆ ＝ １
（Ｍ（ ｔ， ｆ） － Ｍ

＾
（ ｔ， ｆ）） ２，

（３）
其中， Ｔ和 Ｆ 分别表示语音帧总数和频带总数。

在测试时，只需将预测出的比率掩膜 Ｍ
＾
与含噪

语音声学特征 Ｙ 中对应的时频单元相乘，便可得到
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增强后的语音特征 Ｓ
＾
：

Ｓ
＾
（ ｔ， ｆ） ＝ Ｍ

＾
（ ｔ， ｆ）·Ｙ（ ｔ， ｆ） ． （４）

１．２　 听觉掩蔽生成对抗网络

听觉掩蔽生成对抗网络 ＧＡＮＡＭ 在有监督语音

增强模型的基础上，另外添加了区分声学特征纯净

与否的判别器，从而能够借助其与增强模型形成的

对抗过程，使增强后的声学特征更具判别性。
由于目标语音的数值范围较大，直接将其作为

正例会增加生成对抗网络的训练难度。 因此，在
ＧＡＮＡＭ中，判别器 Ｄ 将含噪语音特征 Ｙ 与理想比

率掩膜 Ｍ 的乘积作为正例 Ｓ
－
：

Ｓ
－
（ ｔ， ｆ） ＝ Ｙ（ ｔ， ｆ）·Ｍ（ ｔ， ｆ）， （５）

而将比率掩膜预测值 Ｍ
＾
增强后的语音特征作

为反例 Ｓ
＾
：

ＬＤ ＝ － E􀭵Ｓ ～ Ｐ􀭵Ｓ［ｌｏｇＤ（Ｓ
－
）］ － E􀭹Ｓ ～ Ｐ􀭹Ｓ［１ － ｌｏｇＤ（Ｓ ）］，

（６）
在判别器尽可能区分增强后语音和目标语音特

征的同时，增强模型则试图通过改变其预测的比率

掩膜，来欺骗判别器 Ｄ，以获得较高的分数：
Ｌａｄｖ ＝ E􀭹Ｓ ～ Ｐ􀭹Ｓ［１ － ｌｏｇＤ（Ｙ☉Ｅ（Ｙ））］， （７）
其中，☉表示对应元素相乘。
单纯以最小化对抗损失 Ｌａｄｖ 作为增强模型 Ｅ 的

训练目标，会使预测出的比率掩膜缺少约束，因为其

只需使增强后的声学特征满足目标语音的概率分布

即可。 这样一来，增强后的语音和目标语音特征之

间就会缺乏对应关系。 因此，本文将比率掩膜的均

方误差与对抗损失相结合，提出对抗多任务损失函

数：

ＬＥ ＝ ＬＭＳＥ ＋ λ Ｌａｄｖ ＝
１
Ｔ
１
Ｆ

Ｍ － Ｍ
＾ ２
２ ＋

λ E􀭹Ｓ ～ Ｐ􀭹Ｓ［１ － ｌｏｇＤ（􀭹Ｓ）］ ． （８）
其中， · ２

２ 表示 Ｌ２ 范数的平方，λ 是用来平衡

重构损失和对抗损失的超参数，一般通过实验事先

选取，本文取 ０．０００ １。
１．３　 听觉掩蔽对抗训练有效性分析

本节对听觉掩蔽对抗训练的损失函数 ＬＤ 进行

分析。 为了符号的简明性，记目标语音特征的分布

为 Ｐｓ ，增强后语音特征的分布为 Ｐｅ 。 当增强模型

固定时，样本 ｘ 在判别器 Ｄ 上的损失为：
ＬＤ ＝ － Ｐｓ（ｘ）ｌｏｇＤ（ｘ） － Ｐｅ（ｘ）ｌｏｇ（１ － Ｄ（ｘ）），

（９）
令其关于 Ｄ 的导数为 ０，即可得到最优判别器

Ｄ∗ 的分类面：

Ｄ∗（ｘ） ＝
Ｐｓ（ｘ）

Ｐｓ（ｘ） ＋ Ｐｅ（ｘ）
， （１０）

事实上，该分类面也是最小贝叶斯分类误差的

分类面。 在训练时，通常会以最小化损失 ＬＤ 为目标

多训练几次判别器 Ｄ， 再对增强模型进行更新。 因

此，增强模型最大化对抗损失 ＬＤ 也是在最大化该最

优分类器 Ｄ∗ 的损失：
－ ＬＤ ＝ Ｐｓ（ｘ）ｌｏｇ Ｄ∗（ｘ） ＋ Ｐｅ（ｘ）ｌｏｇ（１ －

Ｄ∗（ｘ）） ＝ Ｐｓ（ｘ）ｌｏｇ
Ｐｓ（ｘ）

Ｐｓ（ｘ） ＋ Ｐｅ（ｘ）
＋

Ｐｅ（ｘ）ｌｏｇ
Ｐｅ（ｘ）

Ｐｓ（ｘ） ＋ Ｐｅ（ｘ）
æ

è
ç

ö

ø
÷ ， （１１）

将式（１１）进行简单变换，可得：

－ ＬＤ ＝ Ｐｓ（ｘ）ｌｏｇ
Ｐｓ（ｘ）

１
２
［Ｐｓ（ｘ） ＋ Ｐｅ（ｘ）］

＋

Ｐｅ（ｘ）ｌｏｇ
Ｐｅ（ｘ）

１
２
［Ｐｓ（ｘ） ＋ Ｐｅ（ｘ）］

－ ２ｌｏｇ２ ＝

EＰｓ
ｌｏｇ

Ｐｓ（ｘ）
１
２
［Ｐｓ（ｘ） ＋ Ｐｅ（ｘ）］

＋

EＰｅ
ｌｏｇ

Ｐｅ（ｘ）
１
２
［Ｐｓ（ｘ） ＋ Ｐｅ（ｘ）］

－ ２ｌｏｇ２ ＝

２ＪＳ（Ｐｓ‖ Ｐｅ） － ２ｌｏｇ２． （１２）
其中， ＪＳ（·‖·） 表示 ２个分布之间的 Ｊｅｎｓｅｎ－

Ｓｈａｎｎｏｎ散度（ＪＳ散度）。
由此可见，对抗训练最大化判别器的损失，实际

上是在最小化目标语音和增强后语音特征分布之间

的 ＪＳ散度。 因此，对抗训练能够使增强后的语音特

征尽可能地满足目标语音的概率分布，从而有效提

高 ＡＳＲ系统的识别率。

２　 实验设置与评价指标

２．１　 数据集

本文使用第 ３ 届语音分离与识别公开挑战赛

ＣＨｉＭＥ－３［１０］所提供的语音数据，来对所提出的方法

进行评价。 由于该数据集包括多个通道的语音数

据，因此这里仅采用第 ５ 个通道的数据来进行单通

道语音增强和识别任务的训练和测试。 ＣＨｉＭＥ－３
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数据集由模拟合成和真实录制的 ２ 部分数据构成。
对于模拟合成的数据，其理想比率掩膜使用含噪语

音和参与合成的目标语音计算得到；对于真实录制

的数据，则使用录制到的远讲语音和近讲语音计算

得到理想比率掩膜。 为方便处理，所有的语音文件

都采样到 １６ｋ Ｈｚ。 另外，为模拟无混响的背景噪声

干扰，还将纯净语音和噪声按照 ０ ｄＢ、３ ｄＢ 和 ６ ｄＢ
等信噪比进行混合，以扩充增强模型的训练集。
２．２　 评价指标

通过计算增强后语音在鲁棒语音识别系统上的

词错误率（Ｗｏｒｄ Ｅｒｒｏｒ Ｒａｔｅ，ＷＥＲ），来评价增强模型

的性能。 一般而言，词错误率越低表示增强模型的

性能越好，反之，词错误率越高则表示增强模型的性

能越差。
本文使用 ＣＨｉＭＥ－３ 挑战赛中官方提供的鲁棒

语音识别系统对增强模型进行评价。 该系统由深度

神经网络（Ｄｅｅｐ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ，ＤＮＮ）和隐马尔科

夫模型（Ｈｉｄｄｅｎ Ｍａｒｋｏｖ Ｍｏｄｅｌ，ＨＭＭ）构成。 对其声

学模型而言，首先训练高斯混合模型 （ Ｇａｕｓｓｉａｎ
Ｍｉｘｔｕｒｅ Ｍｏｄｅｌ，ＧＭＭ）和 ＨＭＭ 构成的混合系统，来
进行音素和语音帧之间的强制对齐，这里采用经过

决策树聚类的三音素作为识别的基本单元。 而后使

用每帧的对数梅尔能量谱和三音素类别标签训练深

度神经网络 ＤＮＮ。 为获得良好的初始化参数，先使

用受限玻尔兹曼机对神经网络进行逐层初始化，而
后再进行输入特征和标签对应的有监督分类训练。
为使该声学模型尽可能地鲁棒，训练集含有多种声

学场景下的语音数据，包括纯净语音、近讲语音、模
拟的含噪语音，以及真实录制的含噪语音。 通过这

种多条件的训练方式，声学模型的噪声鲁棒性能够

获得极大提升［１１］。
语音识别系统的语言模型为华尔街日报（Ｗａｌｌ

Ｓｔｒｅｅｔ Ｊｏｕｒｎａｌ，ＷＳＪ） ５０００ 词的 ｔｒｉｇｒａｍ 模型，这里使

用 Ｋａｌｄｉ 工具集中的加权有限状态机 （Ｗｅｉｇｈｔｅｄ
Ｆｉｎｉｔｅ－Ｓｔａｔｅ Ｔｒａｎｓｄｕｃｅｒ，ＷＦＳＴ）对其进行建模。 在对

增强模型进行评价时，ＡＳＲ 系统的声学模型和语言

模型将固定不变，仅改变前端增强模型。
２．３　 模型结构

所提出的听觉掩蔽生成对抗网络 ＧＡＮＡＭ 是一

种学习范式，对增强模型的具体结构并没有特殊要

求。 因此这里采用单通道语音增强算法中常用的双

向循环神经网络（Ｒｅｃｕｒｒｅｎｔ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ，ＲＮＮ）。
为避免长时建模可能产生的梯度消失问题，该 ＲＮＮ
网络采用长短时记忆单元（Ｌｏｎｇ Ｓｈｏｒｔ－ｔｅｒｍ Ｍｅｍｏｒｙ

Ｕｎｉｔ，ＬＳＴＭ）作为隐层单元。 增强模型共包含 ４ 个

隐层，而每个隐层则由 ５１２ 个 ＬＳＴＭ 单元构成。
ＧＡＮＡＭ中的判别器与声学模型的网络结构类似，
其输入为前后各扩展 １２ 帧、共 ２５ 帧声学特征拼接

而成的向量，而其输出则是经过 ｓｉｇｍｏｉｄ函数归一化

后的概率得分。 判别器 Ｄ 共包含 ３ 个全连接层，每
层由 １ ０２４个线性整流（Ｒｅｃｔｉｆｉｅｄ Ｌｉｎｅａｒ Ｕｎｉｔ，ＲｅＬＵ）
神经元构成。
２．４　 对比方法

为客观评价所提出方法的性能，本文将其与最

近提出的 ２种基于生成对抗网络的增强方法进行比

较，可得到如下研究结论：
（１）ＭａｐｐｉｎｇＧＡＮ是文献［７］提出的增强方法。

与本文基于听觉掩蔽的增强方法不同，其增强模型

以含噪语音的声学特征为输入，直接预测目标语音

的特征；其判别器则尽可能地发现增强后语音和目

标语音之间的差异。 该方法可以有效提高混响干扰

下鲁棒 ＡＳＲ系统的识别率，但对于宽带非平稳噪声

的干扰还未进行评估。
（２）ＰａｉｒＧＡＮ与本文的方法类似，也是基于听觉

掩蔽的增强方法［６］。 不同的是，ＰａｉｒＧＡＮ 将含噪语

音与比率掩膜构成的二元组作为正例或反例，而不

是将增强后的语音或目标语音特征作为正例或反

例。 该方法能够有效提高增强后语音的可懂度和感

知质量，但对鲁棒 ＡＳＲ系统识别率的影响还有待研

究。

３　 实验结果及分析

３．１　 性能对比

表 １给出了 ＭａｐｐｉｎｇＧＡＮ、ＰａｉｒＧＡＮ以及所提出

的 ＧＡＮＡＭ方法增强后语音的词错误率。 从表 １ 中

可以看出：
　 　 （１）不管是验证集（ｄｔ）还是测试集（ ｅｔ），基于

听觉掩蔽的增强方法都能够进一步降低模拟合成语

音（ｓｉｍｕ）和真实录制（ｒｅａｌ）语音在鲁棒 ＡＳＲ系统上

的词错误率。 这说明，前端增强方法是提升语音识

别系统噪声鲁棒性的可行途径。
（２）与有监督方法相比，所提出的 ＧＡＮＡＭ在所

有评测条件下都能够显著降低增强后语音的词错误

率，从而说明，ＧＡＮＡＭ能够使增强后的语音特征更

具判别性。
（３ ） 与 现 有 的 增 强 方 法 ＭａｐｐｉｎｇＧＡＮ 和

ＰａｉｒＧＡＮ相比，ＧＡＮＡＭ增强后的语音特征获得了更

低的词错误率。 这就表明，相比于其他的对抗训练
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策略，基于听觉掩蔽的生成对抗网络能够更加有效

地提取和利用目标语音声学特征的概率分布。
（４）通过对比 ＰａｉｒＧＡＮ 和有监督方法可以看

出，不恰当的对抗策略非但不能提高 ＡＳＲ系统的识

别率，甚至还会降低 ＡＳＲ 系统的识别性能。 此外，
ＰａｉｒＧＡＮ的实验结果还表明，提高增强后语音的可

懂度、感知质量等主观指标，和提高语音识别率这一

客观指标是 ２个不同的问题，能够提高主观指标的

增强方法并不一定能够提高识别率。
表 １　 各模型在 ＣＨｉＭＥ－３ 上的词错误率

Ｔａｂ． １　 Ｔｈｅ ＷＥＲ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ ｏｎ ＣＨｉＭＥ－３ ％

模型 ｄｔ＿ｓｉｍｕ ｄｔ＿ｒｅａｌ ｅｔ＿ｓｉｍｕ ｅｔ＿ｒｅａｌ

ＡＳＲ １２．６８ １４．１９ １５．１４ ２５．４４

有监督 １２．０８ １２．７０ １３．４４ ２２．２６

ＭａｐｐｉｎｇＧＡＮ １２．２９ １２．００ １３．７４ ２１．７０

ＰａｉｒＧＡＮ １７．７８ １６．９６ ２０．７５ ２９．６４

ＧＡＮＡＭ １１．６１ １２．３４ １２．９９ ２０．４８

３．２　 判别器模型结构对增强后语音词错误率的影响

　 　 对于生成对抗网络而言，判别器的模型结构也

会对最终的性能产生影响。 为了评估该影响，本节

固定增强模型的网络结构不变，分别使用参数量相

同的卷积神经网络和循环神经网络，代替所采用的

深度神经网络判别器。 表 ２给出了不同网络结构的

判别器对增强后语音识别率的影响。 从表 ２中可以

看出，判别器的模型结构确实会对增强后语音的识

别率产生显著的影响。 与有监督方法（不含判别器

的对抗训练）相比，基于卷积神经网络 ＣＮＮ 和循环

神经网络 ＬＳＴＭ的判别器并不能提升增强后语音的

识别率，而基于 ＤＮＮ的判别器则在真实录制的测试

集 ｅｔ＿ｒｅａｌ上带来了 １．７８％的词错误率下降。
表 ２　 判别器网络结构对增强后语音词错误率的影响

Ｔａｂ． ２ 　 Ｔｈｅ ｉｍｐａｃｔ ｏｆ ｄｉｓｃｒｉｍｉｎａｔｏｒ ｎｅｔｗｏｒｋ ａｒｃｈｉｔｅｃｔｕｒｅ ｏｎ ｔｈｅ
ＷＥＲ ｏｆ ｅｎｈａｎｃｅｄ ｓｐｅｅｃｈｅｓ ％

模型 ｄｔ＿ｓｉｍｕ ｄｔ＿ｒｅａｌ ｅｔ＿ｓｉｍｕ ｅｔ＿ｒｅａｌ

ＡＳＲ １２．６８ １４．１９ １５．１４ ２５．４４

有监督 １２．０８ １２．７０ １３．４４ ２２．２６

ＣＮＮ １２．０８ １２．９０ １３．２６ ２２．２９

ＬＳＴＭ １２．０１ １３．１４ １３．５６ ２２．１９

ＤＮＮ １１．６１ １２．３４ １２．９９ ２０．４８

３．３　 听觉掩蔽生成对抗网络对增强后特征的影响

为探究听觉掩蔽生成对抗网络 ＧＡＮＡＭ 是如何

影响增强后的语音特征，使其识别率得以提升，本节

将不同模型增强后的声学特征进行可视化，如图 ２
所示。 可以看出，有监督增强方法只是在尽可能地

最小化增强后语音和目标语音特征之间的差异，而
并不关心增强后语音是否满足纯净语音的概率分

布，从而使真实含噪语音增强后的特征依然可能含

有较多的噪声干扰。 而所提出的 ＧＡＮＡＭ增强方法

则通过对抗训练的方式，来对纯净语音的概率分布

进行建模，从而尽可能地去除增强后语音特征中的

噪声干扰，得到更为干净的语音特征，进而提升增强

后语音的识别率。

图 ２　 不同方法增强后的声学特征对比

Ｆｉｇ． ２ 　 Ｔｈｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ａｃｏｕｓｔｉｃ ｆｅａｔｕｒｅｓ ｅｎｈａｎｃｅｄ ｂｙ
ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ

４　 结束语

本文在基于声学掩蔽有监督增强方法的基础

上，通过引入额外的判别器，来对纯净语音的概率分

布进行建模，而后利用学习到的概率分布指导增强

模型的训练，从而使其增强后的语音特征满足目标

语音的概率分布，同时也更具判别性。 实验结果表

明，将所提出的声学掩蔽生成对抗网络增强方法

ＧＡＮＡＭ作为语音识别系统的前端处理，能够降低

鲁棒 ＡＳＲ系统在真实含噪语音上的词错误率，进一

步提高其噪声鲁棒性。
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