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基于机器视觉的零部件的缺陷检测

齐金龙， 张俊峰， 戴贤萍， 张劲松， 胡　 陟

（上海工程技术大学 电子电气工程学院， 上海 ２０１６２０）

摘　 要： 汽车零部件在实际生产过程中，打磨、抛光等各种无法确定的因素会在零部件的表面留下缺陷，从而严重影响车辆的

组装、制造，存在巨大的安全隐患，因此车辆零部件的缺陷检测十分重要。 零部件缺陷检测已从传统的手工分类发展为基于

机器视觉的方法。 本文基于卷积神经网络对 ＶＧＧ１６ 网络模型进行改进，提高了模型对汽车零部件缺陷的检测精度。 首先，
改进了网络模型的全连接层；其次，在模型中引入了 ＡＭＦ－Ｓｏｆｔｍａｘ 损失函数，在达到更优的聚类效果的同时解决了数据不平

衡问题，最终实现了零部件缺陷的识别与定位。 与传统模型的缺陷检测效果比较表明，改进的 ＶＧＧ１６ 网络结构模型测试准

确率可以达到 ９７．５９％，在零部件缺陷检测方面具有优越性。
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０　 引　 言

基于机器视觉的图像分类是根据图像特征使用

算法对其进行识别，类似于人眼识别的一个过程，车
辆零部件的缺陷检测是图像分类的一种应用。 伴随

人工智能技术的发展，提供了准确更高、识别效果更

显著的缺陷检测识别分类方法。 其中，２ 种最常用

的方法是基于机器学习的支持向量机（ＳＶＭ）和基

于深度学习的卷积神经网络法（ＣＮＮ） ［１］。
国内外利用机器视觉的方法进行缺陷检测的研

究也越来越多，Ｈａｎ 等人［２］ 提出了基于深度学习的

目标检测算法对轮毂表面缺陷检测；Ｌｉｕ 等人［３］ 提

出了 Ｈａａｒ－Ｗｅｉｂｕｌｌ－Ｖａｒｉａｎｃｅ 模型，可以对钢体表面

存在的缺陷进行检测；李瑶等人［４］利用 ＣＣＤ 摄像机

机器视觉系统对金属等工业生成板材表面进行在线

缺陷检测。 基于机器视觉的检测已逐步取代人工，
大大提高了生产效率，降低了检测过程中漏检、错检

的概率。
目前，在一些汽车制造公司，机器视觉被广泛用

于检测车辆装配过程中的缺陷［５］。 首先通过相机

采集待检测的零部件图像，进行图像预处理，再训练

处理后的图像，构建信息模板，然后采集目标图像，
提取特征，完成匹配。 然而，在检测车辆零部件缺陷

上仍然有许多问题，包括零部件形状大小不一，以及

缺陷的种类，面积的各不相同；获取的汽车零部件图

像结构复杂，还可能存在诸多不相关因素，噪声较

大，难以进行特征提取。
汽车零部件容易产生缺陷的 ７ 个最常见部位包



括：前轴左前和中左螺栓、传动轴、驻车锁、变速器、
专用转向工具、右大灯定位螺栓和减震器。 本研究

基于 ＶＧＧ１６ 的改进模型，选取汽车螺栓为缺陷检测

对象。 ３ 种典型的螺栓部件缺陷，即顶部裂纹、中部

磨损、底部残余、无缺陷，如图 １ 所示。

　 　 （ａ） 顶部裂纹 （ｂ） 中部磨损 （ｃ） 底部残余 （ｄ） 无缺陷

（ａ） Ｔｏｐ ｃｒａｃｋ （ｂ） Ｍｉｄｄｌｅ ｗｅａｒ （ｃ） Ｂｏｔｔｏｍ ｒｅｓｉｄｕｅ （ｄ） Ｎｏｎ ｄｅｆｅｃｔｓ
图 １　 螺栓缺陷分类

Ｆｉｇ． １　 Ｂｏｌｔ ｄｅｆｅｃｔ ｃｌａｓｓｉｆｉｃａｔｉｏｎ

１　 ＶＧＧ 模型

卷积神经网络的深度与其性能之间的变化关系

是 ＶＧＧ 模型的主要研究方向，网络结构如图 ２ 所

示，具有以下特点：
　 　 （１）该网络模型使用 ３×３ 的小卷积核作为滤波

器，反复堆叠出一个深度为 １６～１９ 层的卷积神经网

络。 随着网络深度的增加，模型的各方面性能也会

随之提升。
（２）ＶＧＧ１６ 网络结构含有 ５ 个卷积段，每段包

含 ２～３ 个卷积层，对原始图片进行等比例缩放。 而

原始图片的大小需要调整为 ３×２２４×２２４，初始卷积

核大小为 ３×３×３，中间的池化层采用 ２×２ 的最大池

化函数进行特征降维。
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图 ２　 ＶＧＧ 模型网络结构

Ｆｉｇ． ２　 ＶＧＧ ｍｏｄｅｌ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

　 　 ３×３ 卷积核如图 ３ 所示。 由图 ３ 可知，在无中

间池化层中，对 ２ 个 ３×３ 卷积核进行堆叠，达到的

效果能够替代一个 ５×５ 卷积核，即单个 ５×５ 卷积的

输出与 ２ 个 ３×３ 卷积级联输出的尺寸完全一样。
除此之外，３ 个串联的 ３×３ 卷积层产生的参数数量

也较少，更少的参数意味着减少过拟合。 最重要的

是，３ 个 ３×３ 卷积层具有更多的非线性变换。 这样

的网络结构设计，可以确保 ＣＮＮ 具有更强的学习功

能。 ＶＧＧ 模型中都使用了 ３×３ 卷积内核和 ２×２ 池

化内核，可以通过深化网络结构来提高性能。
　 　 ＶＧＧ１６ 各个卷积段中的卷积核输出数量依次

为：６４、１２８、２５６、５１２、５１２。 ＶＧＧ１６ 模型卷积步骤

为：
（１）对 ２ 次 ６４ 个卷积核的卷积进行处理，将处

理后的结果进行池化。
（２）经过 ２ 次 １２８ 个卷积核的卷积，仍然进行

一次池化。
（３）将结果经过 ３ 次 ２５６ 个卷积核的卷积并池

化。
（４）还要重复 ２ 次 ３ 个 ５１２ 个卷积核卷积［６］。
期间每一次卷积处理都要完成一次池化层，所有

处理完成后就是全连接层。 在卷积过程中，网络中需

要处理的参数量会随着卷积核数目的增加而减少。

图 ３　 ３×３ 卷积核

Ｆｉｇ． ３　 ３×３ Ｃｏｎｖｏｌｕｔｉｏｎ ｋｅｒｎｅｌ

２　 基于 ＶＧＧ１６ 的改进模型

为解决检测目标区域大小不一，图像缺陷特征

提取失败问题，提升对螺栓零部件的缺陷识别准确

度。 本文利用 ＶＧＧ１６ 卷积神经网络的特性，在其基

础上加以改进，可以提高提取螺栓零部件图像特征

和识别精度。
为了提高模型在零部件缺陷检测的精度，本文在

样本训练过程中，改变固定层的深度，从而达到对全

连接层的改进。 同时，通过改进损失函数，减少类内

特征的差异性，解决螺栓零部件数据库不均衡问题。
本文基于 ＶＧＧ１６ 设计的 ＶＧＧ－２ＣＦ 网络，通过增加卷

积特性图中包含信息数量，从而提高识别能力。
其主要流程如下：
先是采集螺栓零部件数据集，挑选出需要识别

的类别图像，作为训练集与测试集使用；由于采集的

螺栓零部件图像中存在较多噪声，在螺栓图像进行

特征提取前，需要进行滤波、去噪、增强等预处理操

作； 接着，将整体平均池化后的 Ｃｏｎｖ３ 和 Ｃｏｎｖ５ 经

过 Ｌ２ 归一化方法解决并实现连接；再将改良完成的

生成特征图当作 ＲＯＩ 池化层的输入；此后，将 ＲＯＩ
池化层的结果输入到全连接层；在此基础上，建立改

进模型，调节超参数；稍后，则由回归模型得到候选

区中缺陷目标的准确位置，调节缺陷区域的边界范
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围；继而，将训练改进模型；进一步地，在分类层中，
由改进的分类损失函数对候选边界范围内的缺陷类

别进行判断；最后，使用测试集，测试和验证模型。
ＶＧＧ１６ 的预练模式是通过 ＩｍａｇｅＮｅｔ 数据库的

１ ０００个类别图片集训练，可以对 １ ０００ 个类进行分

类。 本研究以 ＶＧＧ１６ 为基础，对螺栓零件缺陷的图

像数据进行分类，需要用 ４ 个标签 ｓｏｆｔｍａｘ 分类层来

替换原网络上的分类层，同时用 ＲｅＬＵ 作为一个激

活函数。
全连接层改进步骤如下：全连接层层数和单元

数确定，ＶＧＧ１６ 全连接层为固定的 ３ 层结构，即：
４ ０９６×４ ０９６×４；对全连接层进行改进，目标是将全

连接层设定为 ２ 层，网络层结构为 ａ × ４，其中 ａ为首

层单元数， 分别设 ａ 为 ５１２，１ ０２４，２ ０４８，３ ０６９，
４ ０９６；对第 ２ 层全连接层的超参数进行设定，第 ２
层全连接层结构为 ４ ０９６× ｂ × ４，其中 ｂ 为第 ２ 层单

元数，此时分别设定 ｂ 为 ０，１００，１ ０２４ 和 ２ ０４８，当第

２ 层单元层设定为 ０ 时，收敛最快而且稳定。 由以

上得出最佳的全连接网络层为 ４ ０９６×４。
ＶＧＧ－２ＣＦ 网络设计，首先将 ＶＧＧ 的 Ｃｏｎｖ３ 输

出图像通过 ２ 次滤波，调整为 ２×２ 整体平均池化；
其次，Ｃｏｎｖ３ 和 Ｃｏｎｖ５ 通过 Ｌ２ 归一化方法设置；最
终，通过归一化方法连接 Ｃｏｎｖ３ 与 Ｃｏｎｖ５ 的输出特

征，并且构建特征图。 改进的 ＶＧＧ－２ＣＦ 和 ＶＧＧ 的

共用卷积层，有效降低了计算开销，大大提高了网络

收敛有效性和缺陷的识别精度。
２．１　 ＲｅＬＵ 非线性激活函数

在神经网络中数据间的关系通常为非线性关

系，本研究使用 ＲｅＬＵ 作为激活功能，来提高网络的

表征能力。 当输入值小于零时，输出值为零。 如果

输入大于或等于零，则输出等于输入。 当输入值为

正时，导数为 １。 其定义可写为：
ｆ（ｘ） ＝ ｍａｘ（０，ｘ） ． （１）

　 　 在训练网络时，与 Ｓｉｇｍｏｉｄ 函数相比，ＲｅＬＵ 函

数的优势在于：网络的收敛速度要快得多；只需要一

个阈值即可获取激活值；不会对模型的泛化准确性

产生重大影响。
２．２　 基于 ＡＭ－Ｓｏｆｔｍａｘ 的改进损失函数

损失函数表示实际和期望值二者间的偏离度，
可以促进模型的学习。

Ｓｏｆｔｍａｘ 是对神经网络获得的多个值进行归一

化处理，值在［０，１］之间。 交叉熵损失计算公式可

写为：

Ｌｉ ＝ － ｌｏｇ
ｅｚｙｊ

∑
ｊ
ｅｚ ｊ

æ

è
çç

ö

ø
÷÷ ＝ － ｚｙｉ ＋ ｌｏｇ∑

ｊ
ｅｚ ｊ， （２）

Ｓｏｆｔｍａｘ 总样本的丢失公式可进一步表示为：

Ｌ（Ｘ，Ｙ） ＝ － １
Ｎ∑

ｍ

ｉ
∑

Ｋ

ｊ
１ ｊ ＝ ｙ（ ｉ）{ } ｌｏｇ ｐｉ，ｊ( ) ， （３）

由于螺栓零部件数据集各个类别的样本数目相

差大，数据不平衡，使用 Ｓｏｆｔｍａｘ 函数导致识别准确

度不高。 由于螺栓零部件数据集各个类别的样本数

目相差大，缺陷特征类间差异性较小，及类内差异较

大以及数据不平衡问题，使用 Ｓｏｆｔｍａｘ 函数导致识

别准确度不足和分类错误，因此 Ｓｏｆｔｍａｘ 损失函数

不适用螺栓零部件检测。
为了减小缺陷识别的差错率，本文引入 ＡＭ－

Ｓｏｆｔｍａｘ 损失函数。 具体计算公式如下：

Ｌ（ｎ）
ＡＭＳ ＝ － １

ｎ∑
ｎ

ｉ ＝ １
ｌｏｇ ｅｓ·（ｃｏｓθｙｉ

－ｍ）

ｅｓ· ｃｏｓθｙｉ
－ｍ( ) ＋ ∑

ｃ

ｊ ＝ １，ｊ≠ｙｉ

ｅｓ·ｃｏｓθｊ

＝

　 － １
ｎ∑

ｎ

ｉ ＝ １
ｌｏｇ ｅｓ· ＷＴｙｉ

ｆｉ－ｍ( )

ｅｓ· ＷＴｙｉ
ｆｉ－ｍ( ) ＋ ∑

ｃ

ｊ ＝ １，ｊ≠ｙｉ

ｅｓ·ＷＴｙｉ
ｆｉ

（４）

其中， ｎ 表示现阶段的迭代次数； ｉ 表示迭代变

量； Ｗ ｊ 和 ｆｉ 分别表示末尾全连接层的参数矩阵Ｗ第

ｊ 列以及第 ｉ 个样本输入； θ ｊ 表示 Ｗ ｊ 与 ｆｉ 角度值； ｍ
为难易程度； ｓ为缩放参数，将 ｓ表示为一个大数值，
有利于提高损失函数的收敛速度。

由于螺栓零部件图像中，各个缺陷之间的差异

较小，缺陷种类的样本数据不均衡等问题，本文在

ＡＭ－Ｓｏｆｔｍａｘ 损失函数中加入 Ｆ － ｍｅａｓｕｒｅ， 构建成

ＡＭＦ－Ｓｏｆｔｍａｘ 损失函数［７］。 Ｆ － ｍｅａｓｕｒｅ 表示为查全

率与准确率的折衷均值，当迭代次数为 ｎ 时，得到的

计算公式为：

Ｆ（ｎ）
ｍｅａｓｕｒｅ ＝

（１ ＋ β）Ｐ（ｎ）Ｒ（ｎ）

β２Ｐ（ｎ） ＋ Ｒ（ｎ） ， （５）

　 　 ＡＭＦ－Ｓｏｆｔｍａｘ 损失函数有效抑制了训练效率的

降低和图像信息的遗漏。 相应数学公式为：

Ｌｏｓｓ
（ｎ） ＝ Ｌ

－
（ｎ）
ＡＭＳ － Ｆ

－
（ｎ）
ｍｅａｓｕｒｅ， （６）

　 　 其中：

Ｌ
－
（ｎ）
ＡＭＳ ＝ Ｌ（ｎ）

ＡＭＳ － μ( ) ／ σ，

Ｆ
－
（ｎ）
ｍｅａｓｕｒｅ ＝ Ｆ（ｎ）

ｍｅａｓｕｒｅ － μＦ( ) ／ σＦ ．

ì

î

í
ïï

ïï
（７）

　 　 由于 Ｆ（ｎ）
ｍｅａｓｕｒｅ 对损失函数带来的影响，即使得在

ＦａｓｔｅｒＲ－ＣＮＮ 训练中，可以降低 ＲＰＮ 输出的目标区

域特征与其相契合特征间的距离，增加类间特征间
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的不同，网络能够进一步提高待识别区域的目标缺

陷的分类准确率。

３　 实验分析

３．１　 实验环境

本文的实验环境是 Ｐｙｔｈｏｎ３．５，使用 ＴｅｎｓｏｒＦｌｏｗ
框架完成对零部件的特征提取、参数设置与网络训

练等。
３．２　 实验数据

本文的零部件缺陷数据来源于汽车生产线，包
括 ４ 种缺陷，分别是：顶部裂纹、中部磨损、底部残

余、无缺陷。
每一种采集样本照片 ６００ 张，总共 ２ ４００ 张原

始图片，训练集每种 ５００ 张，总共 ２ ０００ 张；测试集

每种 １００ 张，总共 ４００ 张。 因为深度学习的样本数

量不足会出现过拟合，必须有足够数量的样本，方可

确保识别的准确率。 为了减小过拟合对样本采集增

加难度，本文通过翻转、缩放、色度调整等手段处理

图片，从而增加了样本照片的数量。
图像旋转的常用方法是顺时针旋转图像的中

心，当平面绕圆心旋转 ２７０°时，平面上像素的坐标

将发生变化。 旋转前的坐标见式（８）：
ｘ ＝ ｒｃｏｓ α， ｙ ＝ ｒｓｉｎ α， （８）

　 　 坐标的旋转变换公式可分别表示为：
ｘ′ ＝ ｒｃｏｓ（α ＋ θ） ＝ ｒｃｏｓαｃｏｓθ － ｒｓｉｎαｓｉｎθ ＝ ｘｃｏｓθ －

ｙｓｉｎθ， （９）
ｙ′ ＝ ｒｓｉｎ（α ＋ θ） ＝ ｒｓｉｎαｃｏｓθ ＋ ｒｃｏｓαｓｉｎθ ＝ ｘｓｉｎθ ＋

ｙｓｉｎθ， （１０）
　 　 其中，θ＝ １８０°。 由此得到式（１１）：

ｘ
ｙ
１

é

ë

ê
ê
êê

ù

û

ú
ú
úú

＝
ｃｏｓθ － ｓｉｎθ ０
ｓｉｎθ ｃｏｓθ ０
０ ０ １

é

ë

ê
ê
êê

ù

û

ú
ú
úú

ｘ′

ｙ′

１

é

ë

ê
ê
êê

ù

û

ú
ú
úú

． （１１）

　 　 无论是水平，还是垂直镜像变换，图像的高度和

宽度都不会改变。 经过一定的数据扩充后，增加了

３０ ０００张图片，总共有 ３２ ４００ 张。 这里的正样本有

１５ ６００ 张，负样本有 １６ ８００ 张。 测试时训练数据量

与测试数据量设置为 ８ ∶ ２，即 ２５ ９２０ 张进行训练，
６ ４８０张图像进行测试。 训练数据库中的 ２５ ９２０ 张

图片，又包括训练集和验证集。 数据扩充后的样本

图像如图 ４ 所示。
　 　 由于输出图像较为粗糙，背景还有多处小的噪

点，要从图片中提取出目标物体，后续还要进行开运

算及二值化处理，这样能够显著提高模型预测的精

度。 经处理后的清晰目标物体照片如图 ５ 所示。

图 ４　 数据扩充

Ｆｉｇ． ４　 Ｄａｔａ ｅｘｐａｎｓｉｏｎ

图 ５　 开运算及二值化处理

Ｆｉｇ． ５　 Ｏｐｅｎ ａｒｉｔｈｍｅｔｉｃ ａｎｄ ｂｉｎａｒｉｚａｔｉｏｎ
　 　 经过图像预处理后，改进的 ＶＧＧ１６ 模型经过训练

测试后得到多个缺陷图片的检测结果，如图 ６ 所示。

图 ６　 缺陷检测结果

Ｆｉｇ． ６　 Ｄｅｆｅｃｔ ｄｅｔｅｃｔｉｏｎ ｒｅｓｕｌｔｓ

３．３　 结果分析

在改进的模型上对训练集进行训练，再对训练

好的模型进行测试，通过测试集检验改进的模型准

确率。 训练集通过 ＳＦ－ＶＧＧ 卷积神经网络进行了

２００ 次训练后，改进的 ＶＧＧ１６ 网络模型训练以及测试

时准确和损失率的变化关系分别如图 ７、图 ８ 所示。
其中，绿色曲线表示训练集，红色曲线表示测试集。
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图 ７　 准确率函数曲线
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图 ８　 损失率函数曲线

Ｆｉｇ． ８　 Ｌｏｓｓ ｒａｔｅ ｆｕｎｃｔｉｏｎ ｃｕｒｖｅ

　 　 由图 ７、图 ８ 可以看出，无论是训练集、还是测

试集，改进的 ＶＧＧ１６ 的准确率都是整体上升的趋

势，损失率都是整体下降的趋势。 因为测试集的数

据小于训练集，曲线有所波动，但准确率和损失率都

能够达到要求。
　 　 在此基础上，研究得到的改进模型和传统模型

的准确率对比值见表 １。 由表 １ 可知， 改进的

ＶＧＧ１６ 网络模型对于螺栓零部件图像分类在训练

集上的准确率可以达到９８．７８％，测试集的精度为

９７．５９％。 而传统 ＳＶＭ 方法对汽车零部件的缺陷检

测的准确率只有 ８３．１０％，未改进的 ＶＧＧ１６ 网络模

型对汽车零部件的缺陷检测和识别的准确度为

９５．２６％。这表明改进的 ＶＧＧ１６ 网络结构比传统的

分类方法具有更高的识别率和鲁棒性，提高了网络

模型的检测效率和准确性，可以对汽车零部件的缺

陷进行有效的检测和分类。 同时，改进的 ＶＧＧ１６ 网

络提取方法易于实现，训练方法简单，计算复杂度

低。
表 １　 不同模型下的准确率对比

　 Ｔａｂ． １　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ａｃｃｕｒａｃｙ ｒａｔｅｓ ｕｎｄｅｒ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ ％

模型 训练集准确率 测试集准确率

ＫＮＮ ８６．７０ ８５．２９

ＡｌｅｘＮｅｔ ８４．２６ ７９．６８

ＳＶＭ ８３．１０ ８０．３５

ＶＧＧ１６ ９５．２６ ９３．２５

Ｉｍｐｒｏｖｅｅｄ ＶＧＧ１６ ９８．７８ ９７．５９

４　 结束语

本文提出一种改进的 ＶＧＧ１６ 模型来解决汽车

零部件的缺陷检测问题。 基于 ＡＭ－Ｓｏｆｔｍａｘ 的改进

损失函数，结合 Ｆ － ｍｅａｓｕｒｅ 指标，增大类间特征的

差异性，对待检测物体缺陷区域进行正确分类，提高

缺陷识别精度。 在 ＶＧＧ１６ 基础上重新设计网络结

构，增强特征图像的信息量，提高对较小目标区域的

识别能力。 改进的 ＶＧＧ１６ 网络模型，测试集精度从

９３．２５％提高到 ９７．５９％，识别精度大大提高。 本文只

针对车辆螺栓零部件的 ４ 种类别缺陷进行了识别和

检测，将来有必要增加零部件和缺陷种类，考虑由于

光照、遮挡和图像不清晰等诸多因素所造成的识别

准确率不高的问题，尝试使用更多改进模型，进一步

提高缺陷检测的效果。
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