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一种改进的多任务级联网络人脸检测算法研究

周　 航， 蔡茂国， 吴　 涛， 沈冲冲

（深圳大学 电子与信息工程学院， 广东 深圳 ５１８０６０）

摘　 要： 传统人脸检测算法在复杂环境背景下一直存在着检测准确率及效率低等问题。 近年来，得益于人脸数据集的增长以

及计算机硬件的极速发展，使用深度神经网络的人脸检测算法在准确度方面已有很大提升，但使用的模型结构越来越复杂，
检测速度也相对变慢。 本文提出一种改进的多任务卷积神经网络（Ｍｕｌｔｉ－ ｔａｓｋ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ，ＭＴＣＮＮ）算法。
在制造数据集时更改 ＩＯＵ 阈值参数，来获取更多、更精确的人脸样本；对与置信度损失有关的交叉熵损失函数和与偏移量损

失有关的均方差函数求均值，使得整个网络收敛得更加平稳。 经在 ＡＦＷ、ＰＡＳＣＡＬ 以及 ＦＤＤＢ 数据集上实验，与传统算法相

比，该算法在保证实时性的同时提升了检测准确率，可应用于追求更高准确率的人脸检测系统。
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０　 引　 言

人脸检测已广泛应用于人们的日常生活中，如
公共刑侦追逃［１］、考勤打卡、金融机构的门禁控制、
自动驾驶以及机器人等都用到了人脸检测技术。 人

脸检测是计算机视觉和模式识别的重要应用方向之

一，是解决与面部相关工作的前提。 例如，人脸识

别、人脸表情识别、活体检测［２］ 等。 将检测到的人

脸图像提取出来，作为后续工作的输入信息，可以大

大减少计算量。 面部检测算法可分为两大类：基于

手工特征提取的人脸检测算法和基于深度学习的人

脸检测算法。 Ｖｉｏｌａ 等人［３］ 提出的级联人脸检测算

法，利用 Ｈａａｒ－Ｌｉｋｅ 特征和 ＡｄａＢｏｏｓｔ 级联分类器，实
现了良好的实时性能。 然而，文献［４］表明，即使检

测系统提取更高维的特征和分类器，在人脸图像发

生较大变化的情况下，也可能严重退化。 除此之外，
文献［５］中介绍了一种用于面部检测的可变形部分

模型，但其计算量较为复杂，并且需要在训练阶段对

图片进行复杂的标注。
近年来，卷积神经网络（ＣＮＮ）在各种计算机视

觉任务（如，图像分类［６］、人脸识别［７］ ）中都取得了

重大进展。 受深度学习方法在计算机视觉任务中取

得巨大成功的启发，一些研究开始采用深度卷积神

经网络进行人脸检测。 如：Ｙａｎｇ 等人［８］ 训练了深度

卷积网络，来进行面部属性识别，以获取面部区域的

人脸特征，从而进一步生成面部候选窗口。 但由于

其复杂的 ＣＮＮ 结构，该方法在实践中非常耗时。 Ｌｉ
等人［９］使用级联 ＣＮＮ 进行人脸检测，但需要从人脸



检测中进行边界框校准，需要额外的计算量，并忽略

了人脸界标定位与边界框回归之间的内在关联。 与

此同时，面部对齐也吸引了研究者的广泛兴趣。 该

领域的研究工作大致可分为 ２ 类：基于回归方法［１０］

和模板匹配方法［１１］。 Ｚｈａｎｇ 等人［１２］提出，利用深度

ＣＮＮ 作为辅助特征来增强面部对齐性能。 然而，以
往大多数人脸检测和对齐方法都忽略了这 ２ 个任务

之间的内在联系。 例如，在文献［１３］中，将像素差

分特征与随机森林相结合，用于对齐和检测，但这些

手动设计的特征在一定程度上限制了其性能。
Ｚｈａｎｇ 等人［１４］使用多任务 ＣＮＮ 来提高多视角人脸

检测的准确性，但检测回归受到弱人脸检测器产生

的初始检测窗口的限制。 另一方面，在训练过程中，
提取样本对于提高检测器的性能非常重要。 期望设

计自动提取高级语义特征用于人脸检测的方法，能
够自动适应当前的训练状态，并针对不同环境下不

同类型的人脸进行增强。
基于以上研究，本文对多任务级联网络 ＭＴＣＮＮ

做出相应改进。 首先，在生成数据集时，通过更改

ＩＯＵ 阈值来获取更多、更精确的人脸样本，为后续级

联网络的有效训练提供数据基础，其次，对与置信度

损失有关的交叉熵损失函数和与偏移量损失有关的

均方差函数求均值，使得整个网络收敛的更加平稳。

１　 相关工作

１．１　 图像金字塔

人脸检测是一种单类型的多目标检测。 检测到

的图片类型为 ２ 种。 一种图片仅包含一张脸，一种

图片包含多张脸。 本文的深度学习基于仿生学、计
算 机视觉和人眼。同样，通过扫描感受野（ Ｈｕｍａｎ

ｆｉｅｌｄ ｏｆ ｖｉｓｉｏｎ）来寻找目标，当感受野特别大而目标特

别小时，人和机器将无法识别目标区域，此时需要放

大图片或缩小感受区域。 人脸检测是从图像中找到

人脸，为了检测图片中的人脸，需要通过卷积神经网

络来实现。 目前，有 ２ 种方法可以检测所有脸部。 一

种是使用不同的感受野，从小到大扫描大小不变的图

片；另一种是保持恒定大小的感受野来扫描多张不同

大小的图片。 本文使用后一种作为人脸检测的算法，
即图像金字塔，如图 １ 所示。 图像金字塔只在侦测

ＰＮｅｔ 网络时应用，通过使用缩放比率为 ０．７０９ 的参数，
不断缩放图片，最终使得图片的最小边长大于等于 １２。
因为 ＰＮｅｔ 最小输入图片的 ｓｉｚｅ 为（３，１２，１２）。

图 １　 图像金字塔

Ｆｉｇ． １　 Ｉｍａｇｅ ｐｙｒａｍｉｄ

１．２　 网络结构

本文采用改进的多任务卷积神经网络（Ｍｕｌｔｉ－
ｔａｓｋ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ，ＭＴＣＮＮ）进行人脸

检测和提取，这是中国科学院深圳研究院在 ２０１６ 年

提出的人脸检测任务的多任务神经网络模型。 该模

型的网络结构主要采用 ３ 级级联网络，并采用候选

框加分类器的思想实现快速高效的人脸检测。 这 ３
个级联的网络分别是：快速生成候选窗口的 ＰＮｅｔ、
进行高精度候选窗口过滤选择的 ＲＮｅｔ 和生成最终

边界框的 ＯＮｅｔ。 网络结构如图 ２ 所示。
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图 ２　 ＭＴＣＮＮ 网络结构图
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　 　 ＭＴＣＮＮ 的 ＰＮｅｔ 全称为 Ｐｒｏｐｏｓａｌ Ｎｅｔｗｏｒｋ，其基

本构造是一个全卷积网络，对图像金字塔通过 ＦＣＮ
进行初步特征提取与标定边框，并进行 Ｂｏｕｎｄｉｎｇ－
Ｂｏｘ Ｒｅｇｒｅｓｓｉｏｎ 调整窗口与非极大值抑制 （ Ｎｏｎ －
Ｍａｘｉｍｕｎ Ｓｕｐｐｒｅｓｓｉｏｎ，ＮＭＳ） 进行大部分窗口的过

滤，该部分最终输出很多张可能存在人脸的区域，并
将这些区域输入 ＲＮｅｔ 加以进一步处理。

ＲＮｅｔ 全称为 Ｒｅｆｉｎｅ Ｎｅｔｗｏｒｋ，其基本的构造是

一个卷积神经网络。 因为 ＰＮｅｔ 的输出只是具有一

定可信度的人脸区域，在此网络中将对输入进行细

化选择，并且舍去大部分的错误输入。 在此，使用边

框回归和面部关键点定位器进行人脸区域的边框回

归，此后将输出较为可信的人脸区域，提供给 ＯＮｅｔ
使用。 与 ＰＮｅｔ 使用全卷积输出的 １×１×３２ 的特征

对比，ＲＮｅｔ 在最末端的一个卷积层后使用了一个

１２８ 的全连接层，在保留更多图像特征的同时，准确

性也优于 ＰＮｅｔ。
ＯＮｅｔ 全称为 Ｏｕｔｐｕｔ Ｎｅｔｗｏｒｋ，基本结构是一个

较为复杂的卷积神经网络。 该网络的输入特征更

多，在网络结构的最末端也同样是一个更大的 ２５６
的全连接层。 其中保留了更多的图像特征，同时进

行人脸判别和人脸区域边框回归，基于此将输出人

脸区域的左上角和右下角的坐标。 ＯＮｅｔ 具有更多

的特征输入、更复杂的网络结构和更好的性能，这一

层的输出将作为最终的网络模型输出。
１．３　 数据集和标签制作

训练样本采用的是以 ＣｅｌｅｂＡ 数据集为基准进

行偏移而成。 ＣｅｌｅｂＡ 是香港中文大学的开放数据

集，其中包含 １０ １７７ 个名人的 ２０２ ５９９ 张照片。 通

过对ＣｅｌｅｂＡ数据集样本的人脸坐标框进行随机偏

移，可以获得不同类型的数据样本。 为了更好地区

分样本， 本文使用图像重合度 （ Ｉｎｔｅｒｓｅｃｔｉｏｎ ｏｖｅｒ
Ｕｎｉｏｎ， ＩＯＵ） 来区分样本。 ＩＯＵ 为 ２ 个框交集面积

与并集面积的比值，ＩＯＵ 小则重合程度低，ＩＯＵ 大则

重合程度高。 Ｂａｓｅ－ＭＴＣＮＮ 设置 ＩＯＵ ＞ ０．６５ 为正

样本、０．４５ ＜ ＩＯＵ ＜ ０．６５ 为部分样本、ＩＯＵ ＜ ０．３ 为

负样本。 针对 ＣｅｌｅｂＡ 标签的特异性，实验验证： 当

ＩＯＵ ＞ ０．４时为正样本（图 ３中绿色框区域），０．１５ ＜
ＩＯＵ ＜ ０．４为部分样本（图 ３中黄色框区域），ＩＯＵ ＜
０．１５ 时为负样本（图 ３ 中蓝色框区域），蓝色框获取

的样本数量更准确一些。

图 ３　 建议框的选择

Ｆｉｇ． ３　 Ｓｅｌｅｃｔｉｏｎ ｏｆ ｔｈｅ ｓｕｇｇｅｓｔｉｏｎ ｂｏｘ

　 　 经删选处理后，输入 ＰＮｅｔ 尺寸为 １２×１２ 的样本

１ ７９３ ７１４张， 输入 ＲＮｅｔ 尺寸为 ２４ × ２４ 的样本

１ ７７５ ２０８ 张， 输 入 ＯＮｅｔ 尺 寸 ４８ × ４８ 的 样 本

１ ７２０ ５１９张，共计５ ２８０ ４４１张样本，样本视例则如

图４～图 ６ 所示。

　 　 　 　 　 　 　 　 　 　 　 　 　 图 ４　 正样本　 　 　 　 　 　 　 　 图 ５　 部分样本　 　 　 　 　 　 　 　 　 图 ６　 负样本

　 　 　 　 　 　 　 　 　 　 　 Ｆｉｇ． ４　 Ｐｏｓｉｔｉｖｅ ｓａｍｐｌｅｓ　 　 　 Ｆｉｇ． ５　 Ｐａｒｔ ｏｆ ｔｈｅ ｓａｍｐｌｅｓ　 　 　 　 Ｆｉｇ． ６　 Ｎｅｇａｔｉｖｅ ｓａｍｐｌｅｓ

１．４　 损失函数

多任务级联网络的损失由以下 ２ 部分组成：人
脸 ／非人脸判别与生成的备选框回归。 其中，人脸 ／
非人脸判别采用 ｃｒｏｓｓ－ｅｎｔｒｏｐｙ 损失函数，如式（１）：

４７１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １１ 卷　



　 Ｌｄｅｔ
ｉ ＝ － ｙｄｅｔ

ｉ ｌｏｇ ｐｉ( ) ＋ １ － ｙｄｅｔ
ｉ( ) １ － ｌｏｇ ｐｉ( )( )( ) ，

（１）
其中， ｐｉ 为网络预测判断是人脸的概率， ｙｄｅｔ

ｉ ∈
｛０，１｝。

人脸回归采用欧式距离损失函数，如式（２）、式
（３）所示：

Ｌｂｏｘ
ｉ ＝ ‖ｙ^ｂｏｘ

ｉ － ｙｂｏｘ
ｉ ‖２

２， （２）
　 　 其中， ｙｂｏｘ

ｉ ∈ Ｒ４。

ｍｉｎ ∑Ｎ

ｉ ＝ １ ∑ ｊ∈｛ｄｅｔ，ｂｏｘ｝
α ｊβ ｊ

ｉＬ ｊ
ｉ ． （３）

　 　 其中， Ｎ 为训练样本的个数； α 表示人物的重

要性； β 表示样本的类型。 在 ＰＮｅｔ、ＲＮｅｔ 与 ＯＮｅｔ 训
练时将分别采用不同的系数。

２　 实验与分析

研究中将使用深度卷积神经网络改进的多任务

级联网络 ＭＴＣＮＮ 作为模型来进行实验，实验将

ＣｅｌｅｂＡ 人脸公开数据集作为基准数据，通过更改

ＩＯＵ 阈值参数，共产生５ ２８９ ４４１个正、负部分样本。
并在 ＰＡＳＣＡＬ、ＡＦＷ 和 ＦＤＤＢ ３ 个公开数据集上进

行测试。 模型训练的硬件环境为 Ｉｎｔｅｌ Ｘｅｏｎ Ｅ３ －
１２２５ 处理器，搭载 Ｔｅｓｌａ Ｋ４０ｃ 显卡，在 Ｃｅｎｔｏｓ７．０ 系

统中搭建 Ｐｙｔｏｒｃｈ 的 Ｐｙｔｈｏｎ３．６ 环境进行训练；权重

初始化为 ０；级联网络 ＰＮｅｔ、ＲＮｅｔ、ＯＮｅｔ 分别训练

５００、５００、１４０ 个 ｅｐｏｃｈｓ。 具体实验环境配置见表 １。
表 １　 本文环境配置

Ｔａｂ． １　 Ｅｎｖｉｒｏｎｍｅｎｔ ｃｏｎｆｉｇｕｒａｔｉｏｎ ｉｎ ｔｈｉｓ ａｒｔｉｃｌｅ

设备 名称

ＣＰＵ Ｉｎｔｅｌ Ｘｅｏｎ Ｅ３－１２２５

ＧＰＵ ＧｅＦｏｒｃｅ Ｔｅｓｌａ Ｋ４０ｃ

实验环境 ＣＵＤＡ９．０＋Ｐｙｔｏｒｃｈ１．１．０

　 　 采用随机抽样方法， 分别从 ＡＦＷ、 ＦＤＤＢ、
ＰＡＳＣＡＬ 公开人脸数据库中抽取数据集做对比实

验，用来分析本方法在人脸检测项目中的表现。
ＡＦＷ 数据集共包含 ２０５ 张图片，其中含有 ４７３

张人脸。 研究中得到的级联网络 ＰＮｅｔ 改进前后损

失函数下降对比结果分别如图 ７、图 ８ 所示。
　 　 ＰＮｅｔ 共迭代 ５００ 次。 可以看出，相比以往算

法，本文改进算法损失函数下降得更加平稳，使得人

脸检测的鲁棒性进一步加强。 图 ９ 为 ＡＦＷ 数据集

部分测试结果展示。
　 　 ＰＡＳＣＡＬ 数据集包含 ８５１ 张图片，共有 １ ３３５ 张

人脸。 图 １０ 为级联网络 ＲＮｅｔ 改进前后损失函数下

降对比结果。
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图 ７　 ｌｏｓｓ函数

Ｆｉｇ． ７　 ｌｏｓｓ ｆｕｎｃｔｉｏｎ
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图 ８　 Ｐｒｏｐｏｓｅｄ＿ｌｏｓｓ函数

Ｆｉｇ． ８　 Ｐｒｏｐｏｓｅｄ＿ｌｏｓｓ ｆｕｎｃｔｉｏｎ

图 ９　 ＡＦＷ 测试集效果图

Ｆｉｇ． ９　 ＡＦＷ ｔｅｓｔｓ ｓｅｔ ｒｅｎｄｅｒｉｎｇｓ
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图 １０　 ＲＮｅｔ 损失函数对比图

Ｆｉｇ． １０　 Ｃｏｍｐａｒｉｓｏｎ ｄｉａｇｒａｍ ｏｆ ＲＮｅｔ ｌｏｓｓ ｆｕｎｃｔｉｏｎ

　 　 图 １１ 为 ＰＡＳＣＡＬ 数据集的部分测试结果展示。
　 　 ＦＤＤＢ 数据集来源于 Ｙａｈｏｏ 新闻，包含２ ８４５张
图片和５ １７１张标注人脸，其特点是低像素人脸较

多，环境较前两种数据集更复杂。 由此得到的级联

５７１第 ３ 期 周航， 等： 一种改进的多任务级联网络人脸检测算法研究



网络 ＯＮｅｔ 改进前后损失函数下降对比图结果见

图 １２。

图 １１　 ＰＡＳＣＡＬ 测试集效果图

Ｆｉｇ． １１　 ＰＡＳＣＡＬ ｔｅｓｔ ｓｅｔｓ ｒｅｎｄｅｒｉｎｇｓ
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图 １２　 ＯＮｅｔ 损失函数对比图

Ｆｉｇ． １２　 Ｃｏｍｐａｒｉｓｏｎ ｄｉａｇｒａｍ ｏｆ ＯＮｅｔ ｌｏｓｓ ｆｕｎｃｔｉｏｎ

　 　 ＯＮｅｔ 共迭代 １４０ 次。 可以看出，本文损失函数

下降得更加平稳，使得人脸检测的鲁棒性进一步加

强。 图 １３ 为 ＦＤＤＢ 数据集部分测试结果展示。

图 １３　 ＦＤＤＢ 测试集效果图

Ｆｉｇ． １３　 ＦＤＤ Ｂｔｅｓｔ ｓｅｔｓ ｒｅｎｄｅｒｉｎｇｓ

３　 结束语

本文通过调整 ＩＯＵ 阈值参数，对已获取的数据

集样本进行准确性增强，并对级联网络的损失函数

取均值，使得整个损失函数下降得更加平稳，收敛得

更加迅速，增加了人脸检测的鲁棒性。 其次，本文模

型的参数仅有 ２．１ Ｍ，具有计算量小、容易实现、实
时性强等特点，可以应用到配置不高、但对时延敏感

的设备上。
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ｃａｓｃａｄｅ ｆｏｒ ｆａｃｅ ｄｅｔｅｃｔｉｏｎ ［ Ｃ ］ ／ ／ Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ＩＥＥＥ
Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ ＆ Ｐａｔｔｅｒｎ Ｒｅｃｏｇｎｉｔｉｏｎ． Ｂｏｓｔｏｎ，
ＵＳＡ：ＩＥＥＥ， ２０１５：５３２５－５３３４．

［１０］ＺＨＡＮＧ Ｊｉｅ， ＳＨＡＮ Ｓｈｉｇｕａｎｇ， ＫＡＮ Ｍｅｉｎａ， ｅｔ ａｌ． Ｃｏａｒｓｅ－ ｔｏ－
Ｆｉｎｅ Ａｕｔｏ － ｅｎｃｏｄｅｒ Ｎｅｔｗｏｒｋｓ （ ＣＦＡＮ ） ｆｏｒ ｒｅａｌ － ｔｉｍｅ ｆａｃｅ
ａｌｉｇｎｍｅｎｔ［Ｃ］ ／ ／ Ｃｏｍｐｕｔｅｒ ｖｉｓｉｏｎ － ＥＣＣＶ ２０１４， ｐａｒｔ ２： １３ｔｈ
Ｅｕｒｏｐｅａｎ ｃｏｎｆｅｒｅｎｃｅ ｏｎ ｃｏｍｐｕｔｅｒ ｖｉｓｉｏｎ （ＥＣＣＶ ２０１４） ． Ｚｕｒｉｃｈ，
Ｓｗｉｔｚｅｒｌａｎｄ：ｄｂｌｐ，２０１４：１－１６．

［１１］ＹＵ Ｘｉａｎｇ， ＨＵＡＮＧ Ｊｕｎｚｈｏｕ， ＺＨＡＮＧ Ｓｈａｏｔｉｎｇ， ｅｔ ａｌ． Ｐｏｓｅ－ｆｒｅｅ
ｆａｃｉａｌ ｌａｎｄｍａｒｋ ｆｉｔｔｉｎｇ ｖｉａ ｏｐｔｉｍｉｚｅｄ ｐａｒｔ ｍｉｘｔｕｒｅｓ ａｎｄ ｃａｓｃａｄｅｄ
ｄｅｆｏｒｍａｂｌｅ ｓｈａｐｅ ｍｏｄｅｌ［Ｃ］ ／ ／ ２０１３ ＩＥＥＥ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ
ｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ． Ｓｙｄｎｅｙ， ＮＳＷ， Ａｕｓｔｒａｌｉａ： ＩＥＥＥ， ２０１３：
１９４４－１９５１．

［１２］ＺＨＡＮＧ Ｚ， ＬＵＯ Ｐ， ＬＯＹ Ｃ Ｃ， ｅｔ ａｌ． Ｆａｃｉａｌ ｌａｎｄｍａｒｋ ｄｅｔｅｃｔｉｏｎ
ｂｙ ｂｅｅｐ ｍｕｌｔｉ － ｔａｓｋ ｌｅａｒｎｉｎｇ ［ Ｊ ］ ． Ｅｕｒｏｐｅａｎ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ
Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ． Ｃｈａｍ：Ｓｐｒｉｎｇｅｒ ， ２０１４： ９４－１０８．

［１３］ＣＨＥＮ Ｄｏｎｇ， ＲＥＮ Ｓｈａｏｑｉｎｇ， ＷＥＩ Ｙｉｃｈｅｎ ｅｔ ａｌ． Ｊｏｉｎｔ ｃａｓｃａｄｅ
ｆａｃｅ ｄｅｔｅｃｔｉｏｎ ａｎｄ ａｌｉｇｎｍｅｎｔ ［ Ｍ ］ ／ ／ ＦＬＥＥＴ Ｄ， ＰＡＪＤＬＡ Ｔ，
ＳＣＨＩＥＬＥ Ｂ， ｅｔ ａｌ． Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ － ＥＣＣＶ ２０１４． Ｌｅｃｔｕｒｅ Ｎｏｔｅｓ
ｉｎ Ｃｏｍｐｕｔｅｒ Ｓｃｉｅｎｃｅ． Ｃｈａｍ：Ｓｐｒｉｎｇｅｒ， ２０１４，８６９４：１０９－１２２．

［１４ ］ ＺＨＡＮＧ Ｃｈａ， ＺＨＡＮＧ Ｚｈｅｎｙｏｕ． Ｉｍｐｒｏｖｉｎｇ ｍｕｌｔｉｖｉｅｗ ｆａｃｅ
ｄｅｔｅｃｔｉｏｎ ｗｉｔｈ ｍｕｌｔｉ － ｔａｓｋ ｄｅｅｐ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ
［Ｃ］ ／ ／ ２０１４ ＩＥＥＥ Ｗｉｎｔｅｒ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ａｐｐｌｉｃａｔｉｏｎｓ ｏｆ Ｃｏｍｐｕｔｅｒ
Ｖｉｓｉｏｎ （ＷＡＣＶ） ． Ｓｔｅａｍｂｏａｔ Ｓｐｒｉｎｇｓ， ＣＯ， ＵＳＡ： ＩＥＥＥ， ２０１４：
１０３６－１０４１．

６７１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １１ 卷　


