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基于注意力机制和 ＥＭＤ－ＧＲＵ 模型的电力负荷预测
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摘　 要： 为提高非平稳性电力负荷的预测精度以及充分挖掘历史负荷数据的时序特征，本文提出了基于注意力（Ａｔｔｅｎｔｉｏｎ）机
制和经验模态分解（ＥＭＤ）以及门控循环神经网络（ＧＲＵ）组合的负荷预测方法。 首先使用 ＥＭＤ 对原始负荷数据进行 ＥＭＤ
分解，继而得到有限个具有本征模态函数（ ＩＭＦ）的分量；然后考虑到各分量间的相关性，使用多层 ＧＲＵ 网络对 ＩＭＦ 分量进行

多输入多输出预测，同时引入注意力机制，深入挖掘历史负荷数据的时序相关性特征；最后对多层神经网络输出的有限个分

量预测结果进行重构得到最终的负荷预测值。 算例分析采用贵州电网某地实际负荷数据，经过与不同模型进行预测误差分

析和对比，本文所提方法能够有效提高预测精度。
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０　 引　 言

随着智能电网的发展，配电侧用电负荷呈现多

元化，电网负荷波动性和尖峰性较为明显，其对电网

的调度和运行规划提出了更高的要求。 因此，准确

而实时的负荷预测有助于电网的经济和可靠运行。
同时随着调度系统对负荷的采集频率和数据准确性

也不断提升，为负荷特性分析和负荷预测提供了高

质量、海量化的数据基础［１］。
过去由于预测算法的限制以及计算机并行处理

的能力和电力负荷大数据的不足，负荷预测通常采

用经典的预测方法如回归分析法［２］、时间序列法［３］

和传统的负荷求导法、指数平滑法［４］、卡尔曼滤波

法［５］以及灰色预测法［６］ 等。 近年来，随着计算机和

智能算法的发展，以小波分析法、支持向量机、专家

系统以及人工神经网络为代表的智能预测方法使得

负荷预测的精度越来越高。 文献［７］通过循环神经

网络（Ｒｅｃｕｒｒｅｎｔ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ， ＲＮＮ）将上一时刻

的神经元状态值输入当前神经元，实现了时间序列

数据的挖掘，但是循环神经网络无法对长时序数据

进行特征提取。 文献［８］通过长短期记忆神经网络

（Ｌｏｎｇ Ｓｈｏｒｔ－Ｔｅｒｍ Ｍｅｍｏｒｙ， ＬＳＴＭ）网络有效解决了

ＲＮＮ 梯度消失问题且可以有效地处理和挖掘长时

间序列的有效信息，但是单一的 ＬＳＴＭ 网络在数据

特征提取上效果不明显。 文献［９］先通过卷积神经

网络（Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋｓ， ＣＮＮ）提取特

征向量，将特征向量以时序序列方式构造并作为门

控循环神经网络（Ｇａｔｅｄ Ｒｅｃｕｒｒｅｎｔ Ｕｎｉｔ， ＧＲＵ）输入



数据从而提高预测精度，但是 ＣＮＮ 对单变量的负荷

数据特征提取不明显。 考虑到负荷数据的非平稳性

特点，文献［１０］通过经验模态分解（Ｅｍｐｉｒｉｃａｌ Ｍｏｄｅ
Ｄｅｃｏｍｐｏｓｉｔｉｏｎ， ＥＭＤ）对原始数据进行分解得到有

限个本征模态（ Ｉｎｔｒｉｎｓｉｃ Ｍｏｄｅ Ｆｕｎｃｔｉｏｎ， ＩＭＦ）分量，
然后再对每个分量进行 ＬＳＴＭ 模型预测，但是单独

的分量重构未考虑到分量间的相关性。 文献［１１］
使用了注意力机制与 ＬＳＴＭ 结合，利用注意力机制

对历史数据进行侧重点的学习，增强网络的关注点。
以上文献算法较于单一，在处理非平稳性负荷数据

时有所不足。
为了减小直接对非平稳性时序数据直接预测所

带来的误差，本文首先使用 ＥＭＤ 对数据进行分解，
得到有限个平稳性 ＩＭＦ 分量；为了减少超参数设

置，提高训练效率，同时考虑到由原始负荷数据进行

ＥＭＤ 分解得到的每个 ＩＭＦ 分量之间存在一定相关

性，使用 ＧＲＵ 网络对所有 ＩＭＦ 分量进行多输入多

输出预测；为了提高 ＧＲＵ 网络对历史数据特征的学

习能力，在 ＧＲＵ 网络中引入注意力机制重点关注历

史数据的时序相关性特征；最后对输出的 ＩＭＦ 分量

预测结果进行重构，得到最终的负荷预测结果。 本

文选取了 ＧＲＵ 模型、ＥＭＤ－ＧＲＵ 模型以及本文提出

的含注意力机制的 ＥＭＤ－ＧＲＵ 模型进行实验误差

分析，经过算例分析表明，本文所提含注意力机制的

ＥＭＤ－ＧＲＵ 模型能够有效提高负荷预测精度。

１　 原理分析

１．１　 ＥＭＤ 基本原理

经验模态分解（ＥＭＤ）是一种新的自适应处理

非平稳信号分析方法，适用于处理非线性、非平稳性

的时间序列数据。 短期的电力负荷数据常呈现非线

性、非平稳性等特点，受影响因素较多，波动性较大，
将其看作是标准的非平稳性时间序列数据，使用

ＥＭＤ 对其进行分解可以得到不同时间尺度的平稳

性分量。 对时间序列数据 ｘ（ ｔ） 进行经验模态分解包

含有以下几个步骤：
（１） 找出原始数据 ｘ（ ｔ） 的所有极大值点，并使

用三次样条插值函数拟合出原始数据的上包络线

ＵＳ（ ｔ），并使用同样的方法找出原始数据的下包络线

ＶＳ（ ｔ），并运算求出均值包络线 ｍ１。 具体公式为：

ｍ１ ＝
ＵＳ（ ｔ） ＋ ＶＳ（ ｔ）

２
， （１）

　 　 （２） 使用原始信号减去均值包络线得到中间信

号 ｃ１（ ｔ）。 具体公式为：

ｃ１（ ｔ） ＝ ｘ（ ｔ） － ｍ（ ｔ）， （２）
　 　 （３）判断该中间信号是否满足 ＩＭＦ 的 ２ 个条

件，即：
① 在整个数据段内，极值点的个数和过零点的

个数必须相等或相差最多不能超过一个。
② 在任意时刻，由局部极大值点形成的上包络

线和由局部极小值点形成的下包络线的平均值为

零。
如果满足这两个条件，该信号就是一个 ＩＭＦ 分

量；如果不满足，则以该信号为基础，重新做（１） ～
（３）的分析。

（４）当中间信号满足 ２ 个条件时， 令 ｃ１（ ｔ） ＝
ＩＭＦ１，用原始信号减 ＩＭＦ１，作为新的原始信号。 具

体公式为：
ｒ１（ ｔ） ＝ ｘ（ ｔ） － ＩＭＦ１， （３）

　 　 （ ５） 重复通过 （ １） ～ （ ４） 的分析， 可以得到

ＩＭＦ２，以此类推，完成 ＥＭＤ 分解。 最终得到 ｎ 个

ＩＭＦ 分量和一个残余分量 ｒｎ。 具体公式为：

ｘ（ ｔ） ＝ ∑
ｎ

ｉ
ＩＭＦ ｉ ＋ ｒｎ ． （４）

１．２　 ＧＲＵ 基本原理

为了解决传统循环神经网络在训练长序列数据

时产生的梯度消失以及梯度爆炸问题，长短期记忆

神经网络（ＬＳＴＭ）通过在循环神经网络的神经元中

加入输入门、输出门和遗忘门来控制存储单元中的

信息，从而提高网络的记忆能力［１２］。 但是在面对大

量数据时，ＬＳＴＭ 需要设置的参数较多，训练时间

长，收敛速度慢。
门控循环神经网络（ＧＲＵ）是 ＬＳＴＭ 的一个变

体［１３］。 相较于具有 ３ 个门的 ＬＳＴＭ，ＧＲＵ 只有 ２ 个

门：更新门和重置门。 使用更新门代替了 ＬＳＴＭ 中

的输入门和遗忘门。 这样的设计结构使得 ＧＲＵ 参

数设置减少，收敛速度更快，有效提高了训练效

率［１４］。 ＧＲＵ 网络结构如图 １ 所示。 对图 １ 中的结

构阐析，拟做研究分述如下。
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图 １　 ＧＲＵ 网络结构

Ｆｉｇ． １　 ＧＲＵ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

　 　 （１）更新门：决定了前一时刻有多少状态历史
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信息被保留到当前状态中，同时决定了保留多少当

前时刻的候选状态信息。 此时需用到的公式为：
ｚｔ ＝ σ（Ｗｚ· ｈｔ －１，ｘｔ[ ] ＋ ｂｚ）， （５）

　 　 其中， σ 为激活函数；Ｗｚ、ｂｚ 为更新门的权重矩

阵、偏置；ｈｔ －１、ｘｔ 为前一隐藏层的输出和当前的输

入。
（２）重置门：决定了当前时刻的状态对上一时

刻网络状态的依赖程度，此时需用到的公式为：
ｒｔ ＝ σ（Ｗｒ·［ｈｔ －１，ｘｔ］ ＋ ｂｒ）， （６）

　 　 其中， Ｗｒ、ｂｒ 为重置门的权重矩阵、偏置。
在此基础上，研究推导可得候选隐藏状态的数

学公式为：

ｈ
～

ｔ ＝ ｔａｎｈ（Ｗｃ· ｒｔ × ｈｔ －１，ｘｔ[ ] ＋ ｂｃ）， （７）
　 　 其中， ｔａｎｈ 为激活函数；Ｗｃ、ｂｃ 为隐藏状态单元

的权重矩阵、偏置。
最终，可得当前时刻的网络状态输出为：

ｈｔ ＝ ｚｔ × ｈｔ －１ ＋ （１ － ｚｔ） × ｈ
～

ｔ ． （８）
１．３　 Ａｔｔｅｎｔｉｏｎ 机制

Ａｔｔｅｎｔｉｏｎ 机制的本质是模仿人类视觉注意力的

资源分配机制，特定时刻人的大脑只会将注意力集

中在某一重点关注的区域［１５］，从而减少对其他区域

的关注。 这样的关注方式可以减少资源损耗，从重

点需要的区域获取更有用的特征信息，提高任务效

率。 从网络结构上来说，注意力机制通过对数据输

入进行关注，学习出一个对数据特征的权重分布，再
把学习到的权重施加到原来的数据特征上，为后续

对数据的处理能够提供一个突出的特征影响，使重

点特征得到更大的关注。 Ａｔｔｅｎｔｉｏｎ 机制的模型结构

如图 ２ 所示。

at-1a1 at
an

S

... ...

... ...

... ...

ht-1 hth1 hn

xt-1 xtx1 xn

图 ２　 Ａｔｔｅｎｔｉｏｎ 机制网络结构

Ｆｉｇ． ２　 Ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

　 　 Ａｔｔｅｎｔｉｏｎ 的计算过程是：首先根据 ｔ 时刻 ＧＲＵ
层的输出向量 ｈｔ 计算得到注意力概率分布值 ｅｔ，此
时的数学公式可写为：

ｅｔ ＝ ｕｔａｎｈ（ｗｈｔ ＋ ｂ）， （９）
　 　 其中， ｕ、ｗ 为权重系数；ｂ 为偏置系数。

其次，采用 ｓｏｆｔｍａｘ 函数对注意力得分值进行

归一化得到 ａｔ。 这里的数学公式可写为：

ａｔ ＝ ｓｏｆｔｍａｘ（ｅｔ） ＝
ｅｘｐ（ｅｔ）

∑ ｔ

ｊ ＝ １
ｅｘｐ（ｅｊ）

， （１０）

　 　 最后， 再将计算得到的得分值 ａｔ 与向量 ｈｔ 进行

加权求和，得到最终输出的隐藏层状态值 ｓｔ。 这里

的数学公式可写为：

ｓｔ ＝ ∑ ｉ

ｔ ＝ １
ａｔｈｔ ． （１１）

２　 含注意力机制的 ＥＭＤ－ＧＲＵ 预测模型

２．１　 输入数据处理

为了便于模型的训练，本文先对输入数据进行处

理，由于所使用的数据无缺失、异常等问题，现只需对

输入数据进行 ＭｉｎＭａｘＳｃａｌｅｒ 归一化处理，公式为：

ｘｓ ＝
ｘ － ｘｍｉｎ

ｘｍａｘ － ｘｍｉｎ
． （１２）

　 　 其中， ｘｓ 为归一化后的数据；ｘ 为原始数据；
ｘｍｉｎ、ｘｍａｘ 为负荷数据的最小值和最大值。
２．２　 含注意力机制的 ＧＲＵ 网络结构设计

本文设计使用了 ２ 层 ＧＲＵ 网络，并在 ＧＲＵ 层

后加入注意力层，而后通过一个全连接层输出全部

分量的预测结果。 含注意力机制的多层 ＧＲＵ 网络

结构如图 ３ 所示。

Dense层Attention层
GRU2层GRU1层

IMF输入

图 ３　 含注意力机制的多层 ＧＲＵ 网络结构

Ｆｉｇ． ３　 Ｍｕｌｔｉ－ｌａｙｅｒ ＧＲＵ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ ｗｉｔｈ Ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ

　 　 基于 ｋｅｒａｓ 的 ＧＲＵ 模型参数设置为：２ 层 ＧＲＵ
网络，每层网络神经元数目为 １２８ 个，激活函数使用

修正线性单元（ＲｅＬＵ），并采用 １００ 次 ｅｐｏｃｈｓ 迭代训

练，损失函数采用均方误差 ＭＳＥ， 梯度优化函数使

用 Ａｄａｍ 可以更快收敛， 并提高准确率。
２．３　 含注意力机制的 ＥＭＤ－ＧＲＵ 模型预测流程

本文采用含注意力机制的 ＥＭＤ－ＧＲＵ 模型，
ＥＭＤ 部分对数据进行分解，把非平稳性数据分解成

多个平稳性分量；ＧＲＵ 对负荷数据进行多输入多输

出短期预测，同时使用 Ａｔｔｅｎｔｉｏｎ 机制进行历史数据

学习，选择负荷数据的历史时序状态特征，增加网络

对历史时序特征的关注。 对此预测流程，可做分述

如下。
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（１）先对原始数据进行归一化，使数据分布在

［０，１］区间，以便后续模型的训练。
（２） 对归一化的数据进行 ＥＭＤ 分解，分解成有

限个不同频率的 ＩＭＦ 分量和一个趋势分量。
（３） 本文在大量的历史负荷数据的基础上，同

时考虑到每个分量之间的相关性，对所有分量建立

了 ２ 层 ＧＲＵ 神经网络模型。 为了深入挖掘历史负

荷曲线特征，在 ＧＲＵ 模型中加入 Ａｔｔｅｎｔｉｏｎ 机制进行

历史数据的时序状态特征学习，获取历史时序状态

权重，为预测提供关键信息。
（４） 根据得到的每个 ＩＭＦ 分量预测数据进行

重构获得最终的负荷预测结果。
含注意力机制的 ＥＭＤ－ＧＲＵ 预测模型流程图

如图 ４ 所示。

原始负荷数据

数据处理

EMD分解

IMF1 IMF2 IMFn RES

含注意力机制多层GRU网络

预测分量重构

输出预测结果

……

……
……

图 ４　 含注意力机制的 ＥＭＤ－ＧＲＵ 模型流程图

Ｆｉｇ． ４　 Ｆｌｏｗ ｃｈａｒｔ ｏｆ ＥＭＤ－ＧＲＵ ｍｏｄｅｌ ｗｉｔｈ Ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ

２．４　 评价指标

本文选取均方根误差 （ＲＭＳＥ）、平均绝对百分误差

（ＭＡＰＥ） 来评价模型的预测准确性。 其公式分别为：

ＭＡＰＥ ＝ １
ｎ∑

ｎ

ｉ ＝ １

｜ ｙｉ － ｙ^ｉ ｜
ｙｉ

× １００％， （１３）

ＲＭＳＥ ＝ １
ｎ∑

ｎ

ｉ ＝ １
（ｙｉ － ｙ^ｉ） ２ ． （１４）

　 　 其中， ｙｉ、ｙ^ｉ、ｎ 分别为实际值、预测值、数据集长

度。

３　 算例分析

选取贵州某地电网 ２０１９ 年 １０ 月 ２７ 日至 ２０２０
年 １０ 月 ２５ 日电力负荷数据作为数据集，采样时间

间隔为 １０ ｍｉｎ，总计 ３６４ 天，有 ５２ ５６０ 个数据。 同

时划分 ２０１９ 年 １０ 月 ２７ 日至 ２０２０ 年 １０ 月 １８ 日的

１２ 个月数据为训练集，用于模型的训练，调整模型

的权重。 以 ２０２０ 年 １０ 月 １９ ～ ２５ 日一个星期数据

作为测试集，用于评估模型的预测精度。 基于此则

在同一数据集下，分别采用 ＧＲＵ、ＥＭＤ－ＧＲＵ 和含

注意力机制的 ＥＭＤ－ＧＲＵ 三个模型进行负荷预测，
并对 ３ 个模型进行评价。
３．１　 数据展示

算例分析使用的 ２０１９ 年 １０ 月 ２７ 日到 ２０２０ 年

１０ 月 ２５ 日实际负荷数据如图 ５ 所示。 从图 ５ 中可

以看出，该地区 ２０２０ 年负荷基本稳定在均值 ８００
ＭＷ。 在一年的负荷趋势中，１１ 月和 １２ 月具有最大

值，尖峰性较为明显；在 ２ 月中达到最小值，这是由

于 ２ 月处于春节假期，并且 ２０２０ 年由于疫情影响，
企业还未复工复产，因此总体负荷偏小；到 ３ 月以后

疫情控制有利，企业逐渐开始有序复工复产，总体负

荷逐渐增加；４～１０ 月期间总体负荷较为稳定。
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图 ５　 原始电力负荷数据图

Ｆｉｇ． ５　 Ｒａｗ ｐｏｗｅｒ ｌｏａｄ ｄａｔａ ｇｒａｐｈ

３．２　 ＥＭＤ 分解结果

负荷数据经过 ＥＭＤ 分解以后得到 １３ 个 ＩＭＦ
分量和一个趋势 ＲＥＳ 分量，各分量如图 ６ 所示。 从

图 ６ 中可以看出每个 ＩＭＦ 分量频率都是从高频到

低频分布，同时高频分量的周期性比较明显，而低频

分量具有一定的趋势性。 在 ＲＥＳ 分量中， 分量变化

趋势从高到低，这与原始负荷数据整体负荷从高到

低变化趋势相符。
３．３　 含注意力机制的 ＥＭＤ－ＧＲＵ 模型预测结果

为了更好地体现出模型预测的效果，把作为比

较的 ＧＲＵ 和不含注意力机制的 ＥＭＤ－ＧＲＵ 模型预

测结果也进行叠加得到不同模型的预测曲线图，其
中含有注意力机制的 ＥＭＤ－ＧＲＵ 模型缩写为 ＡＴ－
ＥＭＤ－ＧＲＵ。 ３ 个模型 ６ 月 １ 日一天的预测结果见

图 ７。 由图 ７ 中可以看出，含有注意力机制的 ＥＭＤ－
ＧＲＵ 模型预测的结果与实际值更接近，更能拟合真

实值，具有更好的预测精度。

６３ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １１ 卷　
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图 ６　 负荷数据 ＥＭＤ 分解结果图

Ｆｉｇ． ６　 ＥＭＤ ｄｅｃｏｍｐｏｓｉｔｉｏｎ ｒｅｓｕｌｔ ｄｉａｇｒａｍ ｏｆ ｌｏａｄ ｄａｔａ
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图 ７　 不同模型一天预测结果曲线图

Ｆｉｇ． ７　 Ｃｕｒｖｅｓ ｏｆ ｏｎｅ－ｄａｙ ｆｏｒｅｃａｓｔ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ

　 　 不同模型预测七天的指标对比结果见表 １。 从

指标对比可以看出，含有注意力机制的 ＥＭＤ－ＧＲＵ
模型（ＡＴ－ＥＭＤ－ＧＲＵ）预测误差比其他模型更小。
在 ７ 日均误差中，含注意力机制的 ＥＭＤ－ＧＲＵ 模型

在 ＲＭＳＥ、ＭＡＰＥ 误差指标中相对于 ＧＲＵ 模型分别降低

了 ２．６４ ＭＷ 和 ０．２２％；相对于 ＥＭＤ－ＧＲＵ 模型分别

降低了 １．３７ ＭＷ 和 ０．０５％。 同时从每日的误差指标

中也可以看出，使用 ＥＭＤ－ＧＲＵ 模型预测的误差要

比直接使用 ＧＲＵ 预测的误差有很大降低，加上注意

力机制的 ＥＭＤ－ＧＲＵ 模型预测误差又比 ＥＭＤ－ＧＲＵ
模型预测误差有了小幅的降低，这表明注意力机制

在重要时间特征上发挥了作用。
表 １　 不同模型预测误差

Ｔａｂ． １　 Ｆｏｒｅｃａｓｔ ｅｒｒｏｒｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ

预测日期 指标 ＧＲＵ ＥＭＤ－ＧＲＵ ＡＴ－ＥＭＤ－ＧＲＵ

星期一 ＲＭＳＥ ／ ＭＷ １８．８０ １６．５６ １６．０２

ＭＡＰＥ ／ ％ １．９４ １．６９ １．６６

星期二 ＲＭＳＥ ／ ＭＷ １９．６７ １６．７８ １６．３５

ＭＡＰＥ ／ ％ １．９６ １．７２ １．６７

星期三 ＲＭＳＥ ／ ＭＷ １９．２８ １６．６９ １６．５７

ＭＡＰＥ ／ ％ １．８９ １．６８ １．６４

星期四 ＲＭＳＥ ／ ＭＷ １７．９４ １６．６２ １６．１２

ＭＡＰＥ ／ ％ １．８１ １．７４ １．７３

星期五 ＲＭＳＥ ／ ＭＷ １８．８８ １６．７１ １６．６４

ＭＡＰＥ ／ ％ １．８２ １．７１ １．６６

星期六 ＲＭＳＥ ／ ＭＷ １７．８８ １４．１２ １３．６４

ＭＡＰＥ ／ ％ １．８２ １．４５ １．３４

星期日 ＲＭＳＥ ／ ＭＷ ２０．４５ １９．３２ １８．８９

ＭＡＰＥ ／ ％ ２．０４ ２．０６ ２．０７

七日均误差 ＲＭＳＥ ／ ＭＷ １９．２０ １７．５３ １６．１６

ＭＡＰＥ ／ ％ １．９０ １．７３ １．６８

　 　 图 ８ 为含注意力机制的 ＥＭＤ－ＧＲＵ 模型预测一

个星期的误差。 从图 ８ 中可以看出，一周内最大

ＲＭＳＥ 为 １８．８９ ＭＷ，最小 ＲＭＳＥ 为 １３．６ ＭＷ，最大 ＭＡＰＥ

为 ２．０７％，最小ＭＡＰＥ 为 １．３％。 最大误差出现在星期

天，最小误差出现在星期六。 另外，周一至周五预测

误差相差不大，而周末预测误差相对较大。 这与实

际负荷变化中工作日负荷变化规律性较强而休息日

负荷波动较大的情况相吻合。
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图 ８　 含注意力机制的 ＥＭＤ－ＧＲＵ 模型预测七日误差柱状图

Ｆｉｇ． ８　 Ｈｉｓｔｏｇｒａｍ ｏｆ ＥＭＤ－ＧＲＵ ｍｏｄｅｌ ｗｉｔｈ Ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ
ｓｅｖｅｎ－ｄａｙ ｅｒｒｏｒ ｐｒｅｄｉｃｔｉｏｎ

４　 结束语

为了有效处理非平稳性负荷数据以及进一步提

（下转第 ４３ 页）
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