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基于 ＸＧＢｏｏｓｔ 和神经网络拟合预测模型的辛烷值损失的预测

朱怡欣
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摘　 要： 汽油清洁化重点是降低汽油中的硫、 烯烃含量， 同时尽量保持其辛烷值。 降低辛烷值 （ＲＯＮ） 损失是国内车用汽

油质量升级的主要目标之一。 本文针对某石化企业的催化裂化汽油精制脱硫装置运行收集的数据进行处理， 探求数据样本

中变量与变量本身、 其他自变量及目标变量等之间的相关性， 对特征变量进行多阶段降维， 进而通过 ＸＧＢｏｏｓｔ 和 ＬＳＴＭ 循

环神经网络对汽油辛烷值损失进行建模， 通过对预测结果的统计表明该方法在企业辛烷值损失预测中具有较好的表现， 为

国内车用汽油技术升级提供一定的指导作用。
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０　 引　 言

汽油作为小型汽车的主要燃料，其燃烧产生的尾

气对环境造成了恶劣的影响。 世界各国都制定非常严

格的汽油标准。 随着国内经济的迅速发展，汽车保有

量在持续增长，汽油的需求量也在逐年加大。 因此国

内大力发展了以催化裂化为核心的重油轻质化工艺技

术，充分利用了原油中的重油资源，将重油转化为汽

油、柴油和低碳烯烃。 超过 ７０％的汽油是由催化裂化

生产得到，因此成品汽油中 ９５％以上的硫和烯烃来自

催化裂化汽油。 辛烷值是反映汽油燃烧性能的重要指

标，辛烷值每降低 １个单位，相当于损失约 １５０元 ／吨。
以一个 １００万吨 ／年催化裂化汽油精制装置为例，若能降

低ＲＯＮ损失 ０．５个单位，其经济效益将达到 ７ ５００万元。

１　 研究方法与基本假设

１．１　 研究方法

首先，研究根据样本针对不良数据进行预处理，

筛选出无关紧要的操作变量，辅助找出主要变量，其
次，对 预 处 理 数 据 进 行 多 阶 段 降 维， 利 用 了

Ｅｍｂｅｄｄｅｄ Ｆｅａｔｕｒｅ Ｓｅｌｅｃｔｉｏｎ筛选出在建模过程中贡

献度比较高的变量（特征），作为最终建模变量。 经

过多阶段特征降维后，遴选出了 ３０个变量作为影响

最终结果的自变量，选出了产品性质中的硫含量、辛
烷值损失作为因变量，上述的 ３２个变量用于对辛烷

值损失的模型的建立和求解。 在经过 ３２５个训练样

本的训练后，根据 ＸＧＢｏｏｓｔ 和神经网络两个拟合预

测模型不同的预测能力，使用加权打分的形式进行

组合，对最终的辛烷值损失进行预测。
１．２　 基本假设

假设各训练样本之间相互独立，不存在强耦合

的关系。
假设各样本内容虽然与真实环境存在一定误

差，但不影响最终结果。
假设在预处理阶段剔除的变量，对最终结果的

预测不会产生方向性错误。



２　 ＸＧＢｏｏｓｔ 和神经网络拟合预测模型

２．１　 多阶段特征降维

由于原始数据变量较多，工程技术应用中经常

需要先降维，这有利于忽略次要因素，发现并分析影

响模型的主要变量。 所以，文中对预处理后的数据

进行了多阶段降维，充分考虑到了多方面因素进行

变量的选择。
首先，是业务逻辑降维。 根据业务逻辑可以知

道辛烷值（ＲＯＮ）损失是原料辛烷值与产品辛烷值

的差值，所以在给定原料辛烷值的情况下，就不再将

产品辛烷值作为建模特征，否则会出现信息泄露问

题。 随后，是标准化降维，利用样本数据预处理结

果，已经删除了一部分变量。 然后，是自变量间相关

性降维，考虑到各变量之间的相关性，进行变量的两

两比较，删除高度相关的变量，保留高度相关的其中

一个变量即可，这样有利于减少变量维度并且降低

变量之间的耦合性。 其次，是目标变量与自变量间

相关性降维，考虑到辛烷值 ＲＯＮ 损失作为因变量，
其与剩余所有变量的相关性，故对辛烷值 ＲＯＮ损失

以及其余所有变量进行了两两相关性计算，有利于

剔除与目标变量无关的变量，最大限度地保留对目

标变量有意义的变量。 接下来，是方差降维。 考虑

到变量自身的有效性，对变量进行了方差检验，剔除

了方差小于 ０．１的变量，方差越小，表示该变量无法

有效地去表征目标变量，在后续建立模型中会产生

较大 的 影 响。 最 后， 再 利 用 Ｅｍｂｅｄｄｅｄ Ｆｅａｔｕｒｅ
Ｓｅｌｅｃｔｉｏｎ筛选出在建模过程中贡献度比较高的变量

（特征），作为最终建模变量。 最终保留变量如图 １
所示。

Ｓ－ＺＯＲＢ．ＤＴ＿２００１．ＤＡＣＡ Ｓ－ＺＯＲＢ．ＴＣ＿５００５．ＰＶ Ｓ－ｒｅｂｏｒｎ（Ｓ－再生吸附剂性质）

Ｓ－ＺＯＲＢ．ＰＤＴ＿１００３．ＤＡＣＡ Ｓ－ＺＯＲＢ．ＰＤＴ＿２６０４．ＰＶ Ｓ－ＺＯＲＢ．ＤＴ＿２１０７．ＤＡＣＡ

Ｓ－ＺＯＲＢ．ＦＴ＿９００１．ＰＶ Ｓ－ＺＯＲＢ．ＳＩＳ＿ＴＥ＿２８０２ Ｓ－ＺＯＲＢ．ＦＴ＿１３０１．ＤＡＣＡ

Ｓ－ＺＯＲＢ．ＦＴ＿９３０１．ＰＶ Ｓ－ＺＯＲＢ．ＴＥ＿１００１．ＰＶ Ｓ－ＺＯＲＢ．ＬＴ＿９１０１．ＤＡＣＡ

Ｓ－ＺＯＲＢ．ＴＥ＿５２０２．ＰＶ Ｓ－ＺＯＲＢ．ＬＣ＿５００２．ＤＡＣＡ Ｓ－ＺＯＲＢ．ＰＤＴ＿２５０３．ＤＡＣＡ

Ｓ－ＺＯＲＢ．ＦＣ＿１２０３．ＰＶ ｏｌｅｆｉｎ（烯烃） Ｓ－ＺＯＲＢ．ＦＴ＿９４０３．ＰＶ

Ｓ－ＺＯＲＢ．ＴＥ＿５２０１．ＤＡＣＡ Ｓ－ＺＯＲＢ．ＴＥ＿１１０２．ＤＡＣＡ Ｓ－ＺＯＲＢ．ＦＴ＿９３０２．ＰＶ

Ｓ－ＺＯＲＢ．３８０１．ＤＡＣＡ Ｓ－ＺＯＲＢ．ＦＴ＿９００２．ＤＡＣＡ Ｓ－ＺＯＲＢ．ＴＥ＿５００６．ＤＡＣＡ

Ｓ－ＺＯＲＢ．ＰＤＴ＿２９０６．ＤＡＣＡ Ｓ－ＺＯＲＢ．ＡＴ＿１００１．ＤＡＣＡ Ｓ－ｔａｒｇｅｔ（硫含量）

ＲＯＮ－ｓｏｕｒｃｅ（辛烷值 ＲＯＮ） Ｓ－ＺＯＲＢ．ＦＴ＿１００３．ＰＶ

Ｓ－ＺＯＲＢ．ＣＡＬ．ＣＡＮＧＬＩＡＮＧ．ＰＶ Ｓ－ＺＯＲＢ．ＰＴ＿２９０１．ＤＡＣＡ

图 １　 最终保留变量

Ｆｉｇ． １　 Ｆｉｎａｌ ｒｅｔａｉｎｅｄ ｖａｒｉａｂｌｅｓ

２．２　 多模型融合下的辛烷值损失预测模型

在预测模型中，需要指出的是，目标变量是辛烷

值损失值，而不是产品性质中的辛烷值。 从上述的

相关性分析中，可以得到产品性质中的辛烷值与原

料性质中的辛烷值具有高度相关性，如果利用产品

性质中的辛烷值作为目标变量，对于结果而言会存

在一定的作弊行为。
经由多阶段特征降维处理后得到 ３０ 个主要变

量，本次研究将其认定影响最终结果的自变量，其中

每个变量含有 ３２５ 个数据。 进一步地，选取产品性

质中的辛烷值损失作为因变量，同样含有 ３２５ 个数

据。 通过对这含有 ３１ 个变量的 ３２５ 组数据构建模

型，对处于不同操作条件（３０ 个主要变量的不同取

值）下的辛烷值损失进行预测。
２．２．１　 ＲＭＳＥ 和 ＭＡＥ 指标介绍

假设存在一个训练集 Ｔｒａｉｎ ＝ ｛（ｘ１，ｙ１）， （ｘ２，

ｙ２），…，（ｘｎ，ｙｎ），…，（ｘＮ，ｙＮ）｝，这里，Ｎ 为训练样本

总数，ｎ ＝ １，２，…，Ｎ；其测试集 Ｔｅｓｔ ＝ ｛（ｘ１，ｙ１），（ｘ２，
ｙ２），…，（ｘｍ，ｙｍ），…，（ｘＭ，ｙＭ）｝，其中，Ｍ 为训练样

本总数，ｍ ＝ １，２，…，Ｍ。 若经由训练模型 ｆ（ｘ） 得到

预测值 ｙ^ ＝ ｛（ ｙ^１），（ ｙ^２），…，（ ｙ^ｍ），…，（ ｙ^Ｍ）｝，则均

方根误差（ＲＭＳＥ） 为真实值与预测值差平方的期望

的平方根，其对应数学公式可写为：

ＲＭＳＥ ＝
　 １

Ｍ∑
Ｍ

ｍ ＝ １
ｙｍ － ｙ^ｍ( ) ２ ， （１）

ＲＭＳＥ 函数一般用来检测模型的预测值和真实

值之间的偏差。 ＲＭＳＥ 值越大，表明预测效果越

差。
平均绝对误差（Ｍｅａｎ Ａｂｓｏｌｕｔｅ Ｅｒｒｏｒ， ＭＡＥ），即

误差绝对值的平均值，可以准确反映实际预测误差

的大小，其对应数学公式可写为：
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ＭＡＥ ＝ １
Ｍ∑

Ｍ

ｍ ＝ １
｜ ｙｍ － ｙ^ｍ ｜ ． （２）

　 　 ＭＡＥ 评估的是真实值和预测值的偏离程度，即
预测误差的实际大小。 ＭＡＥ 值越小，说明模型质量

越好，预测越准确。
２．２．２　 辛烷值损失预测模型的建立－ＸＧＢｏｏｓｔ

ＸＧＢｏｏｓｔ（ ｅＸｔｒｅｍｅ Ｇｒａｄｉｅｎｔ Ｂｏｏｓｔｉｎｇ）作为一种

对多棵决策树进行集成学习的算法，其中的决策树

之间具备一定的关联关系，这和随机森林有极大的

不同。 ＸＧＢｏｏｓｔ 模型中，每棵决策树都是对前面所

有决策树的预测结果之和与真实值的残差，其算法

过程如下：
（１）假设原始训练集含有的样本数为 Ｎ［１－２］，

随机且有放回地从原始训练集中抽取 ｎ 个训练样

本，并将其作为第一棵决策树的训练集。
（２）设定每个训练样本的特征数都为 Ｍ， 随机

从中抽取 ｍ 个特征，并将其作为决策树选择最优划

分特征的特征集合。
（３）利用这 ｎ 个训练样本和 ｍ 个特征构建第一

棵决策树，得到第一棵树预测值。
（４）将第一棵决策树的预测值与真实值之间的

残差作为第二棵树的输入值得到第二棵决策树的预

测值［２］。
（５）重复地将第一棵树与第 Ｋ － １ 棵树之间的

预测结果之和与真实值之间的残差作为第 Ｋ 棵树

的输入值［２］，实验循环至达到项目停止的条件，最
终得到 Ｋ棵决策树，即 ＸＧＢｏｏｓｔ。

（６）利用 ＸＧＢｏｏｓｔ对测试集进行预测得到最终

预测结果，即 Ｋ 棵决策树的预测结果之和。
在 ＸＧＢｏｏｓｔ回归模型中，样本 Ｄｉ 的最终预测值

为各棵决策树对该样本的预测结果之和［２］，如式

（３）所示：

Ｄ^３１ｉ ＝∑ Ｋ

ｋ ＝ １
ｆｋ Ｄ＇ｉ( ) ， （３）

　 　 其中， Ｋ 为决策树的总数，ｆｋ 为第 ｋ 棵决策树。
ＸＧＢｏｏｓｔ模型的构建流程如图 ２ 所示，当决策

树 １加入到模型中时：

Ｄ^３１ｉ １( ) ＝ ｆ１ Ｄ＇ｉ( ) ， （４）
　 　 当决策树 ２加入到模型中时：

Ｄ^３１ｉ ２( ) ＝ ｆ１ Ｄ＇ｉ( ) ＋ ｆ２ Ｄ＇ｉ( ) ＝ Ｄ^３１ｉ １( ) ＋ ｆ２ Ｄ＇ｉ( ) ，
（５）

　 　 当决策树 Ｋ － １加入到模型中时：

Ｄ３１ｉ
＾ Ｋ－１( ) ＝ Ｄ３１ｉ

＾ Ｋ－２( ) ＋ ｆＫ－１ Ｄ＇ｉ( ) ， （６）
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图 ２　 ＸＧＢｏｏｓｔ 模型的构建流程图
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　 　 当决策树 Ｋ 加入到模型中时：

Ｄ^３１ｉ Ｋ( ) ＝ Ｄ^３１ｉ Ｋ－１( ) ＋ ｆＫ Ｄ＇ｉ( ) ， （７）
　 　 ＸＧＢｏｏｓｔ 回归模型的目标函数表示为：

∑ ３２５

ｉ ＝ １
ｌ Ｄ３１ｉ ，Ｄ^３１ｉ( ) ＋∑ Ｋ

ｋ ＝ １
φ ｆｋ( ) ， （８）

φ ｆｋ( ) ＝ γＴ ＋ １
２
δ∑ Ｔ

ｔ ＝ １
ｗ２ｔ ． （９）

　 　 其中， Ｔ为第 Ｋ棵决策树的叶子节点总数；ｗ ｔ 为

第 Ｋ 棵树的第 ｔ 个叶子节点的预测值［２］；γ 和 δ 分别

表示对这两部分的重视程度。
公式（８）表示在欠拟合和过拟合之间寻求平

衡。 其中，第一部分表示全部样本的真实值以及预

测值的残差函数，该值越小，欠拟合的概率越低；第
二部分表示正则化惩罚项，该值越大，过拟合可能性

就越大，因此将该部分尽可能缩小化，可以使最终模

型更加简单，具有更强的泛化能力。 同时，ＸＧＢｏｏｓｔ
中每个叶子节点的预测值是根据贪心策略，通过最

优化目标函数求出。
２．２．３　 辛烷值损失预测模型的建立－ＬＳＴＭ

循环神经网络 ＲＮＮ与传统神经网络不同的是，
ＲＮＮ通过保存当前隐藏层的信息，并通过隐藏层之

间的连接将信息传递到下一时刻的隐藏层［１］，赋予

网络“记忆”属性，如图 ３ 所示。 但 ＲＮＮ 网络在反

向传播的情况下，对模型的线性关系参数具有长期

依赖性［１］，序列过长往往伴随着梯度消失，网络参

数过大等条件将进一步导致梯度爆炸。
　 　 ＬＳＴＭ模型是 ＲＮＮ 模型的一种衍生，是为了避

免 ＲＮＮ存在的长期依赖性问题，ＬＳＴＭ 网络利用时

间进行反向传播训练，解决了梯度消失问题。 ＬＳＴＭ
的具体结构如图 ４ 所示。 图 ４ 中， ｈｔ －１ 是上一层的
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输出， Ｃ ｔ －１ 是上一个 ＬＳＴＭ结构的数据信息， ｈｔ 是该

层的输出， Ｃ ｔ 是该 ＬＳＴＭ结构的数据信息。
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图 ３　 ＲＮＮ 模型的简单架构图

Ｆｉｇ． ３　 Ｓｉｍｐｌｅ ａｒｃｈｉｔｅｃｔｕｒｅ ｄｉａｇｒａｍ ｏｆ ＲＮＮ ｍｏｄｅｌ

ft it

tanh

Ct-1 Ct

tanh

ht-1

Xt

ht

ot

ht

Ct
~

σ σ σ

图 ４　 ＬＳＴＭ 的具体结构

Ｆｉｇ． ４　 Ｔｈｅ ｓｐｅｃｉｆｉｃ ｓｔｒｕｃｔｕｒｅ ｏｆ ＬＳＴＭ

　 　 ＬＳＴＭ基于细胞状态和门控制对信息实现遗忘

和更新，结构中包括输入门、输出门和遗忘门，其对

应的方程式为：
ｆｔ ＝ σ Ｗｆ ｈｔ －１ ＋ Ｕｆ ｘｔ ＋ ｂｆ( ) ， （１０）
ｉｔ ＝ σ Ｗｉ ｈｔ －１ ＋ Ｕｉ ｘｔ ＋ ｂｉ( ) ， （１１）

Ｃ ｔ
 ＝ ｔａｎｈ Ｗｃ ｈｔ －１ ＋ Ｕｃ ｘｔ ＋ ｂｃ( ) ， （１２）

Ｃ ｔ ＝ ｆ∗ｔ Ｃ ｔ －１ ＋ ｉ∗ｔ Ｃ ｔ
 ， （１３）

ｏｔ ＝ σ Ｗｏ ｈｔ －１ ＋ Ｕｏ ｘｔ ＋ ｂｏ( ) ， （１４）
ｈｔ ＝ ｏ∗ｔ ｔａｎｈ Ｃ ｔ( ) ． （１５）

　 　 其中， σ 为激活函数，Ｕ、Ｗ、ｂ 分别为模型信息

的相关参数和偏倚［１］。
　 　 之前隐藏层的“记忆”的保留和遗忘是由遗忘

门决定的。 式（１０）通过激活函数 ｓｉｇｍｏｉｄ，利用 ｈｔ －１

和当前的输入 ｘｔ 得到输出 ｆｔ， 输出数值在［０，１］之
间表示上一个 ＬＳＴＭ 结构保留信息的概率［１］。 式

（１１）、式（１２）利用 ｓｉｇｍｏｉｄ 和 ｔａｎｈ 两个激活函数实

现了对新信息的选择保留。 式（１３）表示为对 ＬＳＴＭ
结构保留的信息进行更新，即 由 ｆｔ 与 Ｃ ｔ －１ 取

Ｈａｄａｍａｒｄ 积，表示部分保留旧信息； ｉｔ 和 Ｃ ｔ
 取

Ｈａｄａｍａｒｄ 积，表示部分保留新信息，将两者相加来

更新 ＬＳＴＭ 结构保留的信息 Ｃ ｔ。 输出门将式（１５）
中的 ｔａｎｈ激活函数应用于最新 ＬＳＴＭ 结构保留的信

息，并利用式（１４）得到的 ｏｔ 取 Ｈａｄａｍａｒｄ 积控制最

终的输出 ｈｔ。
在得到最终的训练样本 Ｄ 后，结合主要变量的

长期时间序列的特点，建立了的 ＬＳＴＭ 循环神经网

络结构如图 ５所示［１］。

LSTM LSTM LSTM LSTM

随机失活随机失活 随机失活 随机失活

全连接层全连接层全连接层全连接层

输出层 输出层 输出层 输出层

yt-1 yt yt+1 yt+2

ht
D

ht
Ld

ht
L

ht
Lht-1

L

ct-1 ct

ht+1
L

ct+1

ht+2
L

ct+2

xt-1 xt xt+1 xt+2

图 ５　 ＬＳＴＭ 循环神经网络结构图
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　 　 图 ５ 中，除了当前时刻的变量数据，上一个

ＬＳＴＭ结构的隐藏层输出和 ＬＳＴＭ 结构所包含的信

息一起作为当前 ＬＳＴＭ循环神经网络的输入［１］。 该

结构输出结果不仅传递给下一个 ＬＳＴＭ 结构，还利

用随机失活模块进一步无差别舍弃部分隐藏层节

点，以此预防过拟合现象的出现，同时也能避免

ＬＳＴＭ循环神经网络因过度关注历史信息而导致新

信息输入时一直出现不满意结果的现象。 ＸＧＢｏｏｓｔ
模型的参数设置见表 １。 ＸＧＢｏｏｓｔ 拟合对比如图 ６
所示，ＬＳＴＭ拟合对比如图 ７所示。

表 １　 ＸＧＢｏｏｓｔ 模型的参数设置

Ｔａｂ． １　 ＸＧＢｏｏｓｔ ｍｏｄｅｌ ｐａｒａｍｅｔｅｒ ｓｅｔｔｉｎｇｓ

参数 含义 实验设置
ｎ＿ｅｓｔｉｍａｏｔｒｓ 决策树的数量 ７ ２００
ｍａｘ＿ｄｅｐｔｈ 决策树的最大深度，默认为 ６ ６

ｍａｘ＿ｌｅａｆ＿ｎｏｄｅｓ 决策树的最大叶子节点数量，可以替代 ｍａｘ＿ｄｅｐｔｈ ４２
ｍｉｎ＿ｃｈｉｌｄ＿ｗｅｉｇｈｔ 叶子节点最小的样本权重和，默认为 １ １．５

ｇａｍｍａ 节点划分所需的最小增益，默认为 ０ ０
ｓｕｂｓａｍｐｌｅ 行采样，随机采样的比例，默认为 １ ０．２

ｃｏｌｓａｍｐｌｅ＿ｂｙｔｒｅｅ 采样，随机选取特征的比例，默认为 １ ０．２
ｃｏｌｓａｍｐｌｅ＿ｂｙｌｅｖｅｌ 每一级的每一次分裂，列采样的比例，默认为 １ １

ｒｅｇ＿ａｌｐｈａ 模型的 Ｌ１ 正则化参数 ０．９
ｒｅｇ＿ｌａｍｂｄａ 模型的 Ｌ２ 正则化参数 ０．６
ｌｅａｍｉｎｇ＿ｒａｔｅ 收缩参数，默认为 ０．３ ０．０５

８８１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １１卷　
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图 ６　 ＸＧＢｏｏｓｔ 拟合对比图
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图 ７　 ＬＳＴＭ 拟合对比图

Ｆｉｇ． ７　 ＬＳＴＭ ｆｉｔｔｉｎｇ ｃｏｍｐａｒｉｓｏｎ ｃｈａｒｔ

２．３　 ＸＧＢｏｏｓｔ 和 ＬＳＴＭ 的融合

由以上实验结果对比可得，ＸＧＢｏｏｓｔ 的训练结

果最好。 但考虑到 ＬＳＴＭ循环神经网络的构建是基

于时间序列的，考虑到了时间因素，最终值的预测是

对相比于 ＸＧＢｏｏｓｔ进行了更深的挖掘而得，且 ＬＳＴＭ
的训练结果也很好。 因此，本文采用基于 ＸＧＢｏｏｓｔ
和 ＬＳＴＭ的融合模型对辛烷值损失进行预测，即对

ＸＧＢｏｏｓｔ的预测值和 ＬＳＴＭ的预测值进行加权求和，

进而得到最终的预测值 Ｄ^３１，如式（１６）所示：

Ｄ^３１ ＝ α Ｄ^３１ＸＧＢ ＋ β Ｄ^３１ＬＳＴＭ ． （１６）
　 　 其中， α、β 分别为 ＸＧＢｏｏｓｔ 和 ＬＳＴＭ 的权重；

Ｄ^３１ＸＧＢ 为 ＸＧＢｏｏｓｔ的最终预测值； Ｄ^３１ＬＳＴＭ 为 ＬＳＴＭ的最

终预测值。
设定 α ＝ β ＝ ０．５，ＸＧＢｏｏｓｔ的参数设置同表 １，训

练样本与上文相同，融合模型的拟合对比如图 ８ 所

示。 由图 ８可以看出，融合模型的拟合效果并未有

ＸＧＢｏｏｓｔ模型的效果好，但考虑到训练样本数据的

数量并不多，可能存在过拟合问题，ＬＳＴＭ 相较于

ＸＧＢｏｏｓｔ 多考虑了时间相关性因素，进行了更深层

次的数据挖掘。 因此，当前的融合模型虽然拟合效

果不如 ＸＧＢｏｏｓｔ，但具有更强的鲁棒性和适应性，如
果拥有更多的数据量，融合模型的表现会更好。
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图 ８　 融合模型的拟合对比图
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３　 结束语

本文通过 ２种模型融合对石化企业的催化裂化

汽油精制脱硫装置辛烷值损失程度进行了预测，结
果表明该模型在预测精准度上有较好的表现，能够

为有关部门对车用汽油质量升级关键技术上提供可

靠参考。
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