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基于 ＮＡＯ 机器人的 ＢＬＳＴＭ－ＣＴＣ 的声学模型研究

胡希颖， 王大东， 陈佳欣

（吉林师范大学 计算机学院， 吉林 四平 １３６０００）

摘　 要： 针对于 ＮＡＯ 机器人自身语音识别准确率低的问题，提出一种基于 ＮＡＯ 机器人的 ＢＬＳＴＭ－ＣＴＣ 的声学模型研究方

法。 基于 ＢＬＳＴＭ－ＣＴＣ 的声学模型进行建模，以 ＢＬＳＴＭ 为声学模型和 ＣＴＣ 为目标函数，以音素作为基本建模单元，建立中

文语音识别端到端系统。 实验结果证明，本文算法相较于 ＮＡＯ 机器人自身，取得了良好识别效果。
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０　 引　 言

语音识别是语音信号处理领域的一项重要研究

内容，其中的基于深度学习的识别方法则在近年来

引起了学界的广泛关注［１］。 基于深度学习的识别

方法是利用神经网络来构建模型、训练数据，并已取

得了较好的识别效果，现正广泛应用于智能家居以

及相关的学术研究等领域。 作为备受学界瞩目的智

能机器人，ＮＡＯ 本身自带语音识别模块，但却因受

到自身处理速度和存储能力的限制，识别效果一般。
考虑到 ＮＡＯ 机器人自身的软硬件资源较为有限，只
依靠 ＮＡＯ 自身来提高语音识别准确率的难度较大。
基于此，本文即提出以了 ＢＬＳＴＭ［２］ 为声学模型和

ＣＴＣ 为目标函数，利用 ＷＦＳＴ 进行解码，对模型结构

进行训练和学习，并将其移植到 ＮＡＯ 机器人上，从
而获得更好的识别结果，提升机器人的学习能力。

１　 模型结构

ＬＳＴＭ （ Ｌｏｎｇ Ｓｈｏｒｔ － Ｔｅｒｍ Ｍｅｍｏｒｙ ） 最 早 由

Ｈｏｃｈｒｅｉｔｅｒ ＆ Ｓｃｈｍｉｄｈｕｂｅｒ 在 １９７７ 年提出［３］，后经

Ａｌｅｘ Ｇｒａｖｅｓ 完善并获得广泛应用［４］。 ＬＳＴＭ 主要由

２ 部分组成。 一个是传统的外部 ＲＮＮ 循环；一个是

内部精致的“门”结构，包括 ｓｉｇｍｏｉｄ 神经网络层和

按位乘法操作。 ＬＳＴＭ 的“门”分别是输入门、输出

门、遗忘门，３ 个门控单元控制和保护 ｃｅｌｌ 的信息到

细胞状态［５］。 ＬＳＴＭ 基本结构如图 １ 所示。
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图 １　 ＬＳＴＭ 的基本结构图

Ｆｉｇ． １　 Ｂａｓｉｃ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ ｏｆ ＬＳＴＭ

　 　 图 １ 中，遗忘门 ｆ决定从细胞状态 ｃｅｌｌ 中遗弃哪

些数据信息。 其对应数学公式可写为：
ｆｔ ＝ σ（Ｗｆ∗［ｈｔ －１，ｘｔ］ ＋ ｂｆ， （１）

　 　 其中， σ为 ｓｉｇｍｏｉｄ 函数，读取 ｈｔ －１ 和 ｘｔ，并输出

到每个细胞状态 Ｃ ｔ －１ 中一个 ０ ～ １ 之间的数值。
细胞状态 ｃｅｌｌ 确定可存放信息数据， 输入门 ｉｔ，

确定信息的更新与否，并在 ｔａｎ ｈ 层创建新的候选向

量 􀭹Ｃｔ， 如此则用新的主语来更新代替旧的细胞状态。
ＬＳＴＭ 只注重关联上一历史时间段的信息建

模，单向地考虑历史信息对后续信息的影响。 因此，



当需要获取全文信息时，就要引入双向循环神经网

络 （ Ｂｉｄｉｒｅｃｔｉｏｎａｌ Ｒｅｃｕｒｒｅｎｔ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ， Ｂｉ －
ＲＮＮ），在处理连续数据的基础上，不仅可以学习正

向规律 ｈ➝， 也可学习反向规律 ｈ􀲓， 将正反向网络传播

相结合来获取相对完整信息，提高识别拟合度。 Ｂｉ－
ＲＮＮ 的基本结构如图 ２ 所示。
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图 ２　 Ｂｉ－ＲＮＮ 的基本结构图

Ｆｉｇ． ２　 Ｂａｓｉｃ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ ｏｆ Ｂｉ－ＲＮＮ

　 　 在隐层中增加了一层反向传播序列后，Ｂｉ－ＲＮＮ
的隐层计算中由前向序列 ｈ➝ 和后向序列 ｈ􀲓 组成，在 ｔ
时刻的 ＬＳＴＭ 更新方式如下所示：

ｈ➝ｔ ＝ Ｗｘ ｈ➝ｘｔ ＋ Ｗ ｈ➝ ｈ➝ｈ
➝

ｔ －１ ＋ ｂ ｈ➝， （２）

ｈ􀲓ｔ ＝ Ｗｘ ｈ􀲓ｘｔ ＋ Ｗ ｈ􀲓 ｈ􀲓ｈ
􀲓

ｔ －１ ＋ ｂ ｈ􀲓， （３）

ｙｔ ＝ Ｗ ｈ➝ｙｈ
➝

ｔ ＋ Ｗ ｈ􀲓ｙｈ
􀲓

ｔ ＋ ｂｏ ． （４）

２　 基于连接时序分类的语音识别系统

采用传统神经网络训练声学模型方法时，先是

根据声学模型的基本单元进行建模，在训练时还需

使用 ＧＭＭ 与标签进行对齐，并将目标函数作为训

练标准。 本文用 ＢＬＳＴＭ－ＣＴＣ 系统在训练声学模型

时采用端到端的训练方式，不同于传统的混合方法

基于 ｅｅｓｅｎ 框架的 ＲＮＮ 使用基于交叉熵（ＣＥ）准则

训练帧级标签，而是采用 ＣＴＣ 函数学习帧与序列的

对齐，并使用 ＷＦＳＴ 进行解码［６］，ＢＬＳＴＭ－ＣＴＣ 系统

结构如图 ３ 所示。
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图 ３　 ＢＬＳＴＭ－ＣＴＣ 语音识别系统结构图

Ｆｉｇ． ３ 　 Ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ ｏｆ ＢＬＳＴＭ － ＣＴＣ ｓｐｅｅｃｈ ｒｅｃｏｇｎｉｔｉｏｎ
ｓｙｓｔｅｍ

２．１　 连接时序分类 ＣＴＣ 技术

ＣＴＣ（Ｃｏｎｎｅｃｔｉｏｎｉｓｔ Ｔｅｍｐｏｒａｌ Ｃｌａｓｓｉｆｉｃａｔｉｏｎ）技术

作为目标函数无需强制预先对齐输入与输出帧级别

信息，可直接对标签和语音特征之间的映射进行建

模。 ＲＮＮ 中 ｓｏｆｔｍａｘ 层的输出序列、即 ＣＴＣ 层的输

入，ｓｏｆｔｍａｘ 层中的 ｋ 个节点与 ＣＴＣ 中训练数据的标

签序列一一对应；对未输出的标签也需建模，在此基

础上，增加一个单元（ｂｌａｎｋ）。 假定长度是 Ｔ 的输入

序列 ｘ，输出向量 ｙｔ，在 ｔ 时刻 ｓｏｆｔｍａｘ 分类层输出音

素或空白的概率 ｋ 表示为：

Ｐｒ（ｋ，ｔ ｜ ｘ） ＝
ｅｘｐ（ｙｔ

ｋ）

∑ ｋ′
ｅｘｐ（ｙｋ′

ｔ ）
， （５）

　 　 ＣＴＣ 经过学习后得到由音素和 ｂｌａｎｋ 组成的标

注序列 ａ 的输出路径概率为：

Ｐｒ（ａ ｜ ｘ） ＝ ∏ Ｔ

ｔ ＝ １
Ｐｒ（ａ，ｔ ｜ ｘ）， （６）

　 　 由于标注的重复性和 ｂｌａｎｋ 插入的影响，音频

序列与转录后去掉空白标签的路径具有多重对应关

系，因此，输入序列 ｘ 对应的输出标签概率为：

Ｐｒ（ｙ ｜ ｘ） ＝ ∑ ａ∈β －１
Ｐｒ（ａ ｜ ｘ）， （７）

　 　 其中， ａ → ｙ 的映射获取 β，β 的逆过程表示为

β －１，映射过程把空白类去除的同时将重复序列合并

得到 ｙ 目标函数，即：
ＣＴＣ（ｘ） ＝ － ｌｏｇＰ（ｙ ｜ ｘ）， （８）

　 　 通过已知的输入序列找到最大概率的输出路

径、即 ＣＴＣ 网络解码的最佳路径为：
ａ∗ ＝ ａｒｇｍａｘａｐ（ａ ｜ ｘ） ． （９）

　 　 ＣＴＣ 路径求和随着输入序列的增加，计算复杂

度越来越增大，为解决这一实际问题，在输出序列 ｚ
的首尾及每对输出标签序列之间插入索引是“０”的
ｂｌａｎｋ 标签，从而将得到的增广式扩充标签序列 ｌ ＝
（ｌ１，…，ｌ２Ｕ＋１） 用于语音识别中前后向算法（Ｆｏｒｗａｒｄ－
ｂａｃｋｗａｒｄ Ａｌｇｏｒｉｔｈｍ）计算路径似然估计［７］。

标签序列 ｚ 的似然估计概率计算如下：

Ｐ（ ｚ ｜ Ｘ） ＝ ∑
２Ｕ＋１

ｕ ＝ １
αｕ

ｔ βｕ
ｔ ， （１０）

　 　 其中， ｔ为１到Ｔ时刻中的任意一帧。 ＣＴＣ 目标

函数 ｌｎＰｒ（ ｚ ｜ Ｘ） 对 ＲＮＮ 网络输出 ｙｔ 求微分，则
ｌｎＰｒ（ ｚ ｜ Ｘ） 相对于 ｙｋ

ｔ 的一阶导为：
􀆟ｌｎＰｒ（ ｚ ｜ Ｘ）

􀆟ｙｋ
ｔ

＝ １
Ｐｒ（ ｚ ｜ Ｘ）

· １
ｙｋ
ｔ
∑

ｕ∈γ（ ｌ，ｋ）
αｕ

ｔ βｕ
ｔ ．（１１）

　 　 由式（１１）可见，目标函数可进行微分， 所以 ｂｔ、
ｂｉ、ｂｏ、ｂｆ 在求导过程中误差影响可以忽略， ＲＮＮ 在

接收 ｓｏｆｔｍａｘ 层反向传播过程中即可更新参数。
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２．２　 ＷＦＳＴ 解码

一般情况下，应用于 ＣＴＣ 训练输出模型的解码

方法均有些不足。 一是不能把单词级语言模型进行

有效的整合［８］；二是只能在特定约束条件下进行集

合［９］，因此需要高效解码。 本文基于发声特点将语

言模型、词典和 ＣＴＣ 输出用 ＷＦＳＴ 进行编译，建立

一个基于 ＷＦＳＴ 的搜索图实现高效完整性的解码操

作。 ＷＦＳＴ 实 质 上 是 一 个 ＦＳＡ （ Ｆｉｎｉｔｅ － ｓｔａｔｅ
Ａｃｃｅｐｔｏｒ），相应的每个转换都包含输入符号、输出

符号和权重［１０］。
ＷＦＳＴ 解码由 ３ 个部分组成，分别是：标记

（Ｔｏｋｅｎ）、语法（Ｇｒａｍｍａｒ）和词典（Ｌｅｘｉｃｏｎ）。 对此

拟做阐释分述如下。
（１）语法 Ｇ： 基于语言模型 ｎ－ｇｒａｍ 编码了符合

语法的单词序列。 初始节点用节点 Ｏ 表示，每个边

的权重即当前对应字或词的概率。
（２）标记 Ｔ： 编码了语音 ＣＴＣ 标签序列 Ｌ 到词

典单元 Ｌ’ 的一对多的映射关系 ϕ（ ｌ）。 在词典单

元中，帧级别标签序列进行 ＷＦＳＴ 存在空白标签 Φ
和重复序列，例如处理五帧后的 ＲＮＮ 可能存在的标

记序列“ＡＡＡＡＡ”、“ΦΦＡＡΦ”、“ΦＡＡΦΦ”，ｔｏｋｅｎ 的

ＷＦＳＴ 可把上述三种序列均映射为一个“Ａ”的词典

单元。
（３）词典 Ｌ： ＷＦＳＴ 将标签序列 Ｌ 的词序列映射

到字序列进行编码。 空的输入和输出用＜ｅｐｓ＞表示。
３ 个独立的 ＷＦＳＴ 在编译后，把语法 Ｇ 和词典 Ｌ

进行组合获得 ＬＧ 网络，再通过确定化和最小化算

法针对 ＬＧ 网络进行处理，同时减少搜索图的占用

和优化 ＷＦＳＴ 网络，最终结合 ＣＴＣ 标签生成完整的

搜索图，也就是：
Ｓ ＝ Ｔ 􀳱 ｍｉｎ（ｄｅｔ（Ｌ 􀳱 Ｇ）） ． （１２）

　 　 在搜索图 Ｓ 中。 Ｔ、 ｍｉｎ、ｄｅｔ 分别表示组合、最小

化和确定化操作［１１］。 Ｓ 通过编码将获取的 ＣＴＣ 标签

映射到字序列，此方法较 ＨＭＭ 模型 ＣＴＣ 解码速度

和性能均大幅度提高。

３　 实验结果与分析

３．１　 实验数据集

本节的基于 ＮＡＯ 机器人的 ＢＬＳＴＭ－ＣＴＣ 声学

模型研究是基于清华大学开源的 ＴＨＣＨＳ－３０ 中文

数据集。 该数据集是由 ５０ 人录制的、共计时长为

３５ ｈ 的声音数据，数据中的采样率和量化位数分别

为 １６ ｋＨｚ 和 １６ ｂｉｔ。 其中，训练集占 ７４． ７％，共

１０ ０００句；开发集占 ６． ７％，共 ８９３ 句；测试集则占

１８．６％，共２ ４９５句，并且每个集合之间均不存在相同

录制人。 语言模型为 ３－ｇｒａｍ 模型。
３．２　 实验设置

本次实验中的硬件配置是 Ｕｂｕｎｔｕ Ｌｉｎｕｘ 操作系

统和 ＮＡＯ 机器人的麦克风；实验软件配置是搭建

ＴｅｎｓｏｒＦｌｏｗ１．５ 框架结构和 Ｐｙｔｈｏｎ２．７ 编程语言。 实

验中搭建的基于 ＢＬＳＴＭ－ＣＴＣ 端到端语音识别系

统，输入特征参数 ＭＦＣＣ 帧长为 ２５６，Ｍｅｌ 频率倒谱

系数为 ２６，每个时间段有 ４９４ 个 ＭＦＣＣ 特征数，语
音输入的窗函数选用汉明窗。
３．３　 实验结果分析

端到端系统建模能力强于基线系统，但不同的

网络隐藏层数对系统性能的影响也存在差异性。
表 １给出了不同的隐藏层数，即 ２ 层、３ 层和 ４ 层之

间系统的 ＷＥＲ 值对比。
表 １　 不同网络层数下的 ＢＬＳＴＭ－ＣＴＣ 系统性能对比

Ｔａｂ． １　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ＢＬＳＴＭ－ＣＴＣ ｓｙｓｔｅｍ ｐｅｒｆｏｒｍａｎｃｅ ｕｎｄｅｒ
ｄｉｆｆｅｒｅｎｔ ｎｅｔｗｏｒｋ ｌａｙｅｒｓ

ＬＳＴＭ 层 遗忘门偏置 ＷＥＲ ／ ％

２ １ ２６．０７

３ １ ２５．０６

４ １ ２８．３５

　 　 由表 １ 可知，ＬＳＴＭ 网络层数为 ３ 层时，相较于

２ 层和 ４ 层，系统的 ＷＥＲ 值分别降低了 １． ０１％和

２．２８％。当网络层由 ２ 层丰富到 ３ 层时，结构得到完

善，性能获得提升；当网络层由 ３ 层增加到 ４ 层时，
由于训练语料库的短缺，导致网络欠拟合，反而抑制

系统准确率的提升。 因此，３ 层的网络系统结构最

优。
本实验的网络模型结构是由 ３ 层全连接层网络

作为输入，每层包含 １ ０２４ 个节点，设置最佳学习率

为 ０．００１，共进行 １２０ 次迭代，每次迭代共循环 ２６７
次，每次取 ８。 训练中选取句子字数相同、但循环次

数不同的 ３ 组数据进行对比，分别是 ６９、１３９ 和 ２０９，
每次迭代训练后均对训练损失、错误率和训练时间

进行输出。 以音素为基本单元进行建模，输出层激

活函数是 ｓｏｆｔｍａｘ 函数，其输出标签数为 ４７，其中包

含一个静音标签和 ｂｌａｎｋ 标签以及 ４５ 个音素。
　 　 文中选取前 ２２ 次的迭代数据，分析 ３ 种不同循

环次数进行对比，如图 ４ 所示。 随着迭代次数的增

加，在端到端语音识别系统中循环 ６９ 次的正确率峰

值最大；循环 １３９ 次相较其他两者识别变化更加稳

定；循环 ２０９ 次初始错误率最低。 可见循环次数越

多，错误率越小。
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图 ４　 比较不同循环次数 ＢＬＳＴＭ－ＣＴＣ 语音识别 ＷＥＲ 对比

Ｆｉｇ． ４　 ＷＥＲ ｃｏｍｐａｒｉｓｏｎ ｏｆ ＢＬＳＴＭ－ＣＴＣ ｓｐｅｅｃｈ ｒｅｃｏｇｎｉｔｉｏｎ ｗｉｔｈ
ｄｉｆｆｅｒｅｎｔ ｃｙｃｌｅ ｔｉｍｅｓ

　 　 不同循环次数 ＢＬＳＴＭ－ＣＴＣ 语音识别损失对比

如图 ５ 所示。 由图 ５ 可知，端到端语音识别系统循

环次数 ６９ 次时，初始损失为 ３０４．８１，较其他两者损

失相比过大；当循环次数为 ２０９ 次时，初始损失则为

２９２．２４，当迭代数目增加时，损失均呈现逐渐下降趋

势，不同次数间的损失数值变化区别不明显，可见循

环次数越小损失变化越明显。 综上可知，循环次数

为 ２０９ 时，损失变动小，鲁棒性更强。
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图 ５　 比较不同循环次数 ＢＬＳＴＭ－ＣＴＣ 语音识别损失对比

Ｆｉｇ． ５　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ＢＬＳＴＭ－ＣＴＣ ｓｐｅｅｃｈ ｒｅｃｏｇｎｉｔｉｏｎ ｌｏｓｓｅｓ ｗｉｔｈ
ｄｉｆｆｅｒｅｎｔ ｃｙｃｌｅ ｔｉｍｅｓ

　 　 ＢＬＳＴＭ－ＣＴＣ 语音识别ＷＥＲ和损失变化则如图

６ 所示。 由图 ６ 可知，随着迭代次数的变化，训练损

失大幅度降低，错误率变化不稳定，但趋势处于降低

状态，最终的识别准确率为 ７４．４％。 实现 ＮＡＯ 机器

人语音识别鲁棒性的有效提高。
　 　 ＮＡＯ 机器人、端到端系统对比见表 ２。 表 ２ 中，
针对 ＮＡＯ 机器人自身和使用端到端系统二者进行

对比，依据词错误率（Ｗｏｒｄ Ｅｒｒｏｒ Ｒａｔｅ， ＷＥＲ） 作为

评判 标 准。 与 最 初 的 ＮＡＯ 识 别 准 确 率 相 比，
ＢＬＳＴＭ－ＣＴＣ 系统将 ＷＥＲ 值降低 ６．５７％。 研究中发

现 ＷＥＲ 值成功降低，但仍存在一些不足， ＢＬＳＴＭ－
ＣＴＣ 系统训练后不受外界附加条件影响和制约，但

训练时间长。 由此可见，两者鲁棒性均获得大幅度

提高，但也都存在一定的弊端，因此，两者可相互弥

补在不同的硬件配置条件下的不足，通过多种方案

均可有效改善 ＮＡＯ 机器人 ＷＥＲ 值。
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图 ６　 ＢＬＳＴＭ－ＣＴＣ 语音识别 ＷＥＲ 和损失变化图

Ｆｉｇ． ６ 　 Ｖａｒｉａｔｉｏｎ ｏｆ ＷＥＲ ａｎｄ ｌｏｓｓ ｉｎ ＢＬＳＴＭ － ＣＴＣ ｓｐｅｅｃｈ
ｒｅｃｏｇｎｉｔｉｏｎ

表 ２　 ＮＡＯ 机器人、端到端系统对比

Ｔａｂ． ２　 ＮＡＯ ｒｏｂｏｔ ａｎｄ ｅｎｄ－ｔｏ－ｅｎｄ ｓｙｓｔｅｍ ｃｏｍｐａｒｉｓｏｎ

识别方法 训练时间 ／ ｈ ＷＥＲ ／ ％
ＮＡＯ 机器人 ０ ３１．６３
ＢＬＳＴＭ－ＣＴＣ １１３．２６ ２５．０６

４　 结束语

本文使用基于 ＢＬＳＴＭ－ＣＴＣ 的声学模型进行建

模，建立了中文语音识别端到端系统，应用于 ＮＡＯ
机器人。 实验结果证明，使用端到端系统比 ＮＡＯ 机

器人自身的 ＷＥＲ 有了进一步的改善，为 ＮＡＯ 机器

人的语音处理领域提供了更多的思路。
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