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基于 ＧＷＯ－ＳＶＲ 的冠心病住院费用预测
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摘　 要： 冠心病，作为世界上威胁中老年人健康最常见的疾病之一，近年来诊疗费用不断攀升。 因此对冠心病住院费用进行

准确的预测，对于着力控制其医疗费用增长具有重要意义。 本文运用灰狼优化算法（Ｇｒｅｙ Ｗｏｌｆ Ｏｐｔｉｍｉｚｅｒ ，ＧＷＯ）对支持向量

机回归（Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ Ｒｅｇｒｅｓｓｉｏｎ，ＳＶＲ）模型的惩罚系数 Ｃ 和核函数方差 ｇ 进行优化，实现了基于 ＧＷＯ－ＳＶＲ 的冠心病住院

费用预测模型。 研究结果表明，相较于原始 ＳＶＲ 模型，差分进化算法（Ｄｉｆｆｅｒｅｎｔｉａｌ Ｅｖｏｌｕｔｉｏｎ，ＤＥ）、布谷鸟搜索算法（Ｃｕｃｋｏｏ
Ｓｅａｒｃｈ，ＣＳ）、粒子群算法（Ｐａｒｔｉｃｌｅ ｓｗａｒｍ ｏｐｔｉｍｉｚａｔｉｏｎ，ＰＳＯ）优化的 ＳＶＲ 模型，灰狼优化算法可以在最短时间内实现参数优化，
并且能更加精准有效的预测出冠心病住院费用变化的趋势。
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０　 引　 言

随着健康中国战略的不断推进，人们更加注重

医疗卫生建设，全面提高全民健康水平已成为各方

关注的焦点。 但就目前来看，中国医疗费用持续攀

升，“看病难，看病贵”依然是医疗卫生事业改革的

痛点和难点［１］。 冠心病是全球死亡率最高的疾病

之一，据世界卫生组织 ２０１１ 年的报告指出，中国的

冠心病死亡人数已列世界第二位，且发病呈年轻化

趋势［２］。 因此，研究冠心病住院费用的增长趋势，
分析影响病人住院费用的显著影响因素，运用机器

学习算法对住院费用进行精准预测，对协调提升全

民健康水平和合理控制医疗费用增长具有重大意

义。

支持向量机（Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ Ｍａｃｈｉｎｅ，ＳＶ 是 Ｍ）
对于非线性问题具有较强的拟合能力，简单且泛化

能力好，有较强的鲁棒性［３］。 但通常在选取最优核

函数时，存在许多随机性，经常无法达到良好的预测

效果［４］。 目前常用的参数优化算法主要有：差分进

化算法（Ｇｅｎｅｔｉｃ Ａｌｇｏｒｉｔｈｍｓ，ＤＥ） ［５］、粒子群优化算

法（Ｐａｒｔｉｃｌｅ Ｓｗａｒｍ Ｏｐｔｉｍｉｚａｔｉｏｎ，ＰＳＯ） ［６］ 和布谷鸟搜

索算法（Ｃｕｃｋｏｏ Ｓｅａｒｃｈ，ＣＳ） ［７］ 等。 本文采用 ２０１４
年 Ｍｉｒｊａｌｉｌｉ 等提出的灰狼算法 ＧＷＯ （ Ｇｒｅｙ Ｗｏｌｆ
Ｏｐｔｉｍｉｚｅｒ） ［８］，对 ＳＶＭ 回归模型进行参数优化。 相

较于上述几种优化算法，灰狼优化算法无论在参数

寻优速度方面，还是在预测住院费用拟合效果上都

具有突出表现。



１　 理论方法

１．１　 ＧＷＯ 优化算法

１．１．１　 基本原理

ＧＷＯ 优化算法的本质就是模拟大自然灰狼群

体中严格的等级制度和狩猎行为。 通过把灰狼群体

划分成 α、β、δ、ω４ 个等级，向猎物进行前进搜索，并
依次作为最优解、次优解、次次优解和底层进行数学

建模的过程。 如图 １ 所示。

ω

δ

β

α

图 １　 ＧＷＯ 灰狼群体等级分类

Ｆｉｇ． １　 ＧＷＯ ｇｒｅｙ Ｗｏｌｆ ｇｒｏｕｐ ｃｌａｓｓｉｆｉｃａｔｉｏｎ

１．１．２　 ＧＷＯ 优化算法狩猎过程

ＧＷＯ 优化算法是一种通过模仿狼群包围、追
捕、攻击 ３ 大步骤而形成狩猎行为过程。

（１）包围猎物。 当灰狼一旦发现猎物，便会迅

速向猎物靠近。 灰狼与猎物间的距离以及灰狼位置

的更新可由式（１）、式（２）得到。
Ｄ ＝ ｛（Ｄｉ ＝｜ ＣＸｐ

ｉ（ ｔ） － Ｘｉ（ ｔ） ｜ ） ｜ ｉ ＝ １，２，…，ｄ｝ ．
（１）

Ｘ（ ｔ ＋ １） ＝ Ｘｉ
ｐ（ ｔ） － ＡＤ． （２）

式中， ｄ 代表搜索空间维度；ｔ 代表灰狼当前的迭代

次数；Ｘ（ ｔ） 代表第 ｔ代灰狼位置向量；Ｘｉ
Ｐ（ ｔ） 代表第

ｔ 代猎物所在位置向量，即全局最优解向量；Ｄ 代表

灰狼与猎物之间的距离向量，Ａ 和 Ｃ 代表的是系数

向量，由式（３） ～ 式（５） 得到。

ａ ＝ ２ － ２ × ｔ
ｔｍａｘ

， （３）

Ａ ＝ ２ａｒ１ － ａ． （４）
Ｃ ＝ ２ｒ２ ． （５）

式中， ｔｍａｘ 代表最大迭代次数；ａ 在迭代过程中线性

从 ２ 下降至 ０；ｒ１ 与 ｒ２ 均为［０，１］ 上的随机变量。
（２）追捕猎物。 狼群进行狩猎行为，通常是按

照其适应度大小进行排序。 可以依次获取到 α 狼

的位置，即最优解 Ｘα；β 狼的位置，即次优解Ｘβ；δ 狼
的位置，即次次优解 Ｘδ。

α、β、δ、ω 灰狼的实时位置更新公式由式（６） ～
式（８）得到。

Ｄα ＝ ｛（Ｄα
ｉ ＝｜ ＣＸα

ｉ （ ｔ） － Ｘ ｉ（ ｔ） ｜ ） ｜ ｉ ＝ １，２，…，ｄ｝，

Ｄβ ＝ ｛（Ｄβ
ｉ ＝｜ ＣＸβ

ｉ （ ｔ） － Ｘ ｉ（ ｔ） ｜ ） ｜ ｉ ＝ １，２，…，ｄ｝，

Ｄδ ＝ ｛（Ｄδ
ｉ ＝｜ ＣＸδ

ｉ（ ｔ） － Ｘ ｉ（ ｔ） ｜ ） ｜ ｉ ＝ １，２，…，ｄ｝ ．

（６）
Ｘ１ ＝ Ｘα － ＡＤα

Ｘ２ ＝ Ｘβ － ＡＤβ

Ｘ３ ＝ Ｘδ － ＡＤδ

（７）

Ｘ（ ｔ ＋１） ＝
Ｘ１ ＋ Ｘ２ ＋ Ｘ３

３
． （８）

式中， Ｘ１、Ｘ２、Ｘ３ 依次代表灰狼 α、β、δ 的实时更新

位置，Ｘ（ ｔ ＋１） 代表更新后的最优解向量。 灰狼算法最

优解的更新过程如图 ２ 所示。
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图 ２　 ＧＷＯ 算法最优解向量更新过程

Ｆｉｇ． ２　 ＧＷＯ ａｌｇｏｒｉｔｈｍ ｏｐｔｉｍａｌ ｓｏｌｕｔｉｏｎ ｖｅｃｔｏｒ ｕｐｄａｔｅ ｐｒｏｃｅｓｓ

　 　 （３）攻击猎物。 当猎物停止移动时，灰狼便开

始发起进攻。 进攻行为的发起主要是通过式（３）中
ａ迭代次数，从而间接控制式（４） 中 Ａ的取值来完成

的。 当 ｜ Ａ ｜ ≤１时，灰狼群对猎物进行攻击，对应局

部搜索；当 ｜ Ａ ｜ ＞ １ 时，灰狼群将远离猎物散去，再
次进行全局搜索。
１．２　 支持向量机回归

支持向量机回归（ＳＶＲ），是支持向量机（ＳＶＭ）
的重要应用分支之一，它是通过 ＳＶＭ 方法进行拟合

曲线，做出相应的回归分析的模型［９］。 其核心思想

是寻找到一个回归平面，使得一个集合内所有的实

验数据距离该平面的距离最近。
ＳＶＲ 主要是通过给定不敏感损失函数 ε， 采用

适合的核函数，进行样本训练。 通过对惩罚因子 ｃ
和核函数中的方差 ｇ 的计算，获取到不为 ０ 零的参

数所对应的支持向量，继而通过训练样本进行建模，
并利用该模型对测试样本进行预测的过程［１０］。

ｆ（ｘ） ＝ ωＴ（ｘ） ＋ ｂ． （９）
式（９）中， ω 代表权向量， ｂ 代表偏置向量。
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ｍｉｎ １
２ ∑

ｎ

ｉ，ｊ ＝ １
（α∗

ｉ － α ｉ）（α ｊ － α ｊ）Ｋ（Ｘ ｉ，Ｘ ｊ） ＋

ε∑
ｎ

ｉ ＝ １
（α∗

ｉ － α ｉ） － ∑
ｎ

ｉ ＝ １
ｙｉ（α∗

ｉ － α ｉ）

∑
ｎ

ｉ
（α∗

ｉ ＋ α ｉ） ＝ ０，０ ≤ α∗
ｉ ，α ｉ ≤

Ｃ
ｎ
． （１０）

式（１０）中引入的是拉格朗日函数及松弛变量。
Ｃ 代表 ＳＶＲ 模型的惩罚因子，用其来表达超出误差

ε 的惩罚程度；Ｋ（Ｘ，Ｙ）代表 ＳＶＲ 模型的核函数。
ＳＶＲ 的回归模型由式（１１）得到：

ｆ（ｘ） ＝ ∑
ｎ

ｉ ＝ １
（α∗

ｉ － α ｉ）Ｋ（Ｘ ｉ，Ｘ） ＋ ｂ． （１１）

２　 基于 ＧＷＯ－ＳＶＲ 的预测模型构建

在 ＳＶＲ 回归预测中，惩罚因子 ｃ 和核函数 ｇ 的

选取，将直接影响支持向量机的预测拟合效果。 为

进一步提高模型的准确率，需要借助灰狼优化算法，
获取最优参数 Ｂｓｅｔ＿ｃ 和 Ｂｅｓｔ＿ｇ，再进行 ＳＶＲ 回归预

测。
ＧＷＯ－ＳＶＲ 预测模型的构建过程如下：
步骤 １　 读取某二甲医院冠心病 ７２７ 份病案首

页数据进行预处理。 按照比例随机划分数据集，最
终生成 ６５０ 份训练集数据和 ７７ 份测试集数据， 并

对所有数据进行归一化处理。
步骤 ２　 设置 ＧＷＯ 算法参数。 种群规模设置

为 Ｎ， 最大迭代次数设置为 Ｔ；设定惩罚系数 Ｃ 和核

函数方差 ｇ 取值范围。
步骤 ３　 初始化狼群位置， 即每个灰狼的个体

位置均由惩罚系数 ｃ 和核函数参数 ｇ 的值决定。
步骤 ４　 计算每头狼相应的适应度，按照适应

度函数值大小排序。
步骤 ５　 将灰狼群划分成 α、β、δ、ω４ 个等级。
步骤 ６　 根据公式（６） ～公式（８）更新灰狼群中

每个个体的位置；将灰狼新位置适应度与上一次迭

代的适应度进行比较，判断是否替换适应度。
步骤 ７　 判断当前迭代次数是否为 ｔ ≥ Ｔ。 若

是，输出全局最优值 Ｂｅｓｔ＿ｃ 和 Ｂｅｓｔ＿ｇ；否则，跳转至

步骤四，继续进行参数优化。
步骤 ８　 输出 α 灰狼位置，即得到最优的 Ｂｅｓｔ＿

ｃ 和 Ｂｅｓｔ＿ｇ 参数。
步骤 ９　 通过最优的参数 Ｂｅｓｔ＿ｃ 和 Ｂｅｓｔ＿ｇ 建立

ＳＶＲ 回归模型，通过测试集进行预测，分析实验结

果。
ＧＷＯ－ＳＶＲ 实现的流程图如图 ３ 所示。

开始

数据预处理及归一化

设置灰狼参数

初始化灰狼位置

计算每一头狼的适应度

将灰狼划分成α、β、δ、ω
4个等级

更新灰狼位置

判断是否达到最大迭代？

输出α灰狼位置，即最佳的Best_C,Best_g

建立SVR回归模型

结束

Y

N

图 ３　 灰狼算法优化 ＳＶＲ 参数流程图

Ｆｉｇ． ３ 　 Ｇｒａｙ Ｗｏｌｆ ａｌｇｏｒｉｔｈｍ ｔｏ ｏｐｔｉｍｉｚｅ ｔｈｅ ｆｌｏｗ ｃｈａｒｔ ｏｆ ＳＶＲ
ｐａｒａｍｅｔｅｒｓ

３　 实验结果分析

３．１　 数据来源

本研究选用了某二甲医院冠心病病人的病案首页

数据，共计 ７４３ 例。 该数据能够最直观的反映冠心病

病人在诊疗过程中最真实有效的费用。 经过对目标样

本进行数据清洗，缺失项填补、删除信息不全及不符合逻

辑项共计 １６例，共纳入有效项 ７２７例，纳入率为 ９７．８４％。
３．２　 住院费用影响因素分析

通过对 ７２７ 份冠心病住院费的住院年份、患者

年龄、入院途径、并发症合并症级别、是否手术等多

个因素进行多重回归分析，结果证明：回归方程模型

具有统计学意义 （Ｆ ＝ ５４５．３３６ ，Ｐ ＝ ０．０００） ，方程决

定系数 Ｒ２ ＝ ０．８９２。 说明住院费用 ８９．２％的变异可

由表 １ 中 ９ 个变量解释。 其中对冠心病住院费用影

响最大的前 ３ 位因素分别为：是否造影检查、是否手

术、特级护理时间。
３．３　 数据预处理及参比模型

将 ７２７ 份病案首页数据按照 ９ ∶ １ 的比例，随机

划分成 ６５０ 份训练集和 ７７ 份测试集数据。 实验中

将上述 ９ 大显著影响住院费用的因素作为输入数

据，将住院费用作为输出数据。 由于医院病案数据

因病人而异，变化幅度相对较大，有时具有突变性，
而 ＳＶＲ 模型对［０，１］的数据又非常敏感，所以在建

４４ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １０ 卷　



模之前，需要借助对病案数据进行归一化处理，以此

来提高回归模型的效率。 归一化方法如式（１２）：

ｘ＇ ＝
ｘ － ｘｍｉｎ

ｘｍａｘ － ｘｍｉｎ
． （１２）

表 １　 住院影响因素的多重回归分析

Ｔａｂ． １ 　 Ｍｕｌｔｉｐｌｅ ｒｅｇｒｅｓｓｉｏｎ ａｎａｌｙｓｉｓ ｏｆ ｉｎｆｌｕｅｎｃｉｎｇ ｆａｃｔｏｒｓ ｏｆ
ｈｏｓｐｉｔａｌｉｚａｔｉｏｎ

变量 Ｂ ＳＥ Ｂｅｔａ ｔ ｐ

住院年份 ４９５ ２７２ ０．０２６ ０．２．０４ ０．０４１

患者年龄 ４３５ １１２ ０．０２４ １．７１ ０．０３８

入院途径 ４９６ ２９５ ０．０２６ ２．０４ ０．０４１

并发症级别 １ １９６ １６８ ０．０９７ ７．１０ ０．０００

特级护理 １ ７９２ １１４ ０．２５０ １５．６９ ０．０００

一级护理 ７４４ ７０ ０．２８５ １０．５８ ０．０００

是否手术 ６ １９５ ４１３ ０．２２７ １４．９９ ０．０００

造影检查 ２８ ２２３ ７０３ ０．６１５ ４０．１３ ０．０００

离院方式 ４７４ １４３ ０．０２６ ２．１２ ０．０４２

　 　 为了验证 ＧＷＯ－ＳＶＲ 模型对冠心病住院费用

预测的准确性和有效性，本文除了与原始 ＳＶＲ 模型

形成对照外，还通过与差分进化算法优化的 ＤＥ－
ＳＶＲ 模型、布谷鸟算法优化的 ＣＳ－ＳＶＲ 模型和粒子

群优化算法的 ＰＳＯ－ＳＶＲ 模型形成对照模型，进行

了比较分析。
为公平起见，将 ＳＶＲ 参数取值范围设置为： ｃ∈

［１，１００］，ｇ ∈ ［１，１００］；所有优化算法的种群个数

设为 ２０，最大迭代次数设为 ２０。 其中，ＣＳ 的缩放因

子上界为 ０．８，下界为 ０．２，交叉概率为 ０．２；ＰＳＯ 的

ｃ１ ＝ｃ２ ＝ １．５。
３．４　 实验结果分析

图 ４、图 ５ 分别描述了在原始 ＳＶＲ 模型和

ＧＷＯ－ＳＶＲ 模型下测试集的预测结果。
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图 ４　 ＳＶＲ 模型下的预测集预测
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图 ５　 ＧＷＯ－ＳＶＲ 模型下的预测集预测

Ｆｉｇ． ５　 Ｐｒｅｄｉｃｔｉｏｎ ｓｅｔ ｐｒｅｄｉｃｔｉｏｎ ｕｎｄｅｒ ｔｈｅ ＧＷＯ－ＳＶＲ ｍｏｄｅｌ

　 　 由图可以清晰地看到，在灰狼算法的优化下，
ＳＶＲ 回归模型能够更好的对预测集数据进行预测。
为了验证本文所提出的 ＧＷＯ－ＳＶＲ 模型的有效性

和准确性。 表 ２ 给出了不同优化算法模型对惩罚因

子 Ｂｅｓｔ＿ｃ 和核函数方差 Ｂｅｓｔ＿ｇ 的寻优结果。
　 　 通过均方误差 ＭＳＥ、决定系数 Ｒ２、ＳＶＲ 参数迭

代寻优时间 Ｔ ３ 个指标，评价不同模型的回归预测

性能。 详尽数据见表 ３。
表 ２　 不同优化算法下的 Ｂｅｓｔ＿ｃ 和 Ｂｅｓｔ＿ｇ

Ｔａｂ． ２　 Ｂｅｓｔ＿Ｃ ａｎｄ Ｂｅｓｔ ＿ｇ ｕｎｄｅｒ ｄｉｆｆｅｒｅｎｔ ｏｐｔｉｍｉｚａｔｉｏｎ ａｌｇｏｒｉｔｈｍｓ
ｐｅｒｆｏｒｍａｎｃｅ

模型 Ｂｅｓｔ＿Ｃ Ｂｅｓｔ＿ｇ

ＳＶＲ ４ ０．０１５６

ＤＥ－ＳＶＲ １０．５６２９ ０．０１

ＣＳ－ＳＶＲ １２．８８７７ ０．１２４２

ＰＳＯ－ＳＶＲ ０．０１ ２６．６８４３

ＧＷＯ－ＳＶＲ １００ ０．０１４０

表 ３　 不同模型下的回归预测指标

Ｔａｂ． ３　 Ｒｅｇｒｅｓｓｉｏｎ ｐｒｅｄｉｃｔｉｏｎ ｉｎｄｅｘｅｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ

模型 ＭＳＥ Ｒ２ Ｔ

ＳＶＲ ０．０１５ ０ ０．８６５ ２ １５９．８６

ＤＥ－ＳＶＲ ０．０１６ ３ ０．８５５ ６ ８．３４

ＣＳ－ＳＶＲ ０．０１３ ８ ０．８９９ ６ ２１．６９

ＰＳＯ－ＳＶＲ ０．０１１ ４ ０．９２５ ２ ２６．６８

ＧＷＯ－ＳＶＲ ０．００４ ０ ０．９６１ ３ １．１６

　 　 通过表 ３ 的结果可以发现，原始 ＳＶＲ 模型参数

寻优速度较慢，而上述 ４ 种优化算法均可以显著提

升参数寻优速度；另外 ＣＳ－ＳＶＲ、ＰＳＯ－ＳＶＲ、ＧＷＯ－
ＳＶＲ３ 种预测模型相较于原始 ＳＶＲ 模型， 对均方误

差ＭＳＥ、决定系数Ｒ２ 都有一定的提升。 而 ＤＥ－ＳＶＲ
预测模型的均方误差和决定系数 Ｒ２ 不降反升，有可

５４第 １１ 期 张慧， 等： 基于 ＧＷＯ－ＳＶＲ 的冠心病住院费用预测



能是参数设置原因，但参数寻优时间相较于原始

ＳＶＲ 模型被明显缩短。 总体来说，本文所引入的的

ＧＷＯ－ＳＶＲ 模型表现最佳，不仅使预测结果的均方

误差最小，还具有较强的全局空间搜索能力，在
ＳＶＲ 参数寻优时仅需要 １．１６ ｓ 就可以得到最理想的

（ｃ，ｇ） 解向量，决定系数 Ｒ２ 相较于原始 ＳＶＲ 模型也

具有最明显的提升，有效提高了冠心病住院费用的

预测精度。
４　 结束语

本文通过多重回归分析和归一化处理，分析出

影响住院费用的显著影响因素的同时，又提高了

ＳＶＲ 模型对数据的敏感性，为进一步提高冠心病住

院费用预测的精度。 本研究引入灰狼算法，对支持

向量机回归的惩罚因子 Ｃ 和核函数方差 ｇ 进行进一

步寻优，算法的全局搜索能力显著提升。 ＧＷＯ 可以

迅速锁定 ＳＶＲ 中最优（Ｃ，ｇ），因此在进行预测模型

的搭建时，住院费用的预测结果得到了很大的提升。
通过与原始 ＳＶＲ 模型、ＤＥ －ＳＶＲ、ＣＳ － ＳＶＲ、ＰＳＯ －
ＳＶＲ 的形成对照模型发现，基于灰狼算法优化的

ＳＶＲ 模型表现最佳，均方误差仅为 ０．００４ ０，参数寻

优迭代速度最快仅需 １．１６ ｓ、在决定系数 Ｒ２ 上也由

原来的 ０．８６５ ２ 显著提升至０．９６１ ３。
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　 　 通过在公开数据集 ＳＩＦＴ１Ｍ 上的实验结果表

明，在近似最近邻搜索应用中，本文提出的最小化均

方误差多阶段码本训练方法优于多阶段向量量化方

法，可以进一步地减小向量编码的量化误差，提高查

询精度，证明了该方法的可行性和有效性。
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