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摘　 要： 本文提出了一种新的基于图的方法，用于对高维特征向量的数据集进行近似最近邻搜索（ＡＮＮＳ）。 大多数基于图的

方法着重于提高图的构造质量，而本文的工作着重于图搜索的性能。 基于近似 ｋ 近邻（ｋＮＮ）图来展示实验结果，并且存在许

多用于构建近似 ｋＮＮ 图的现有方法，例如 ＮＮ 下降、ＫＧｒａｐｈ 或 Ｆａｉｓｓ。 本文在图的构建阶段，首先初始化一个近似的 ｋＮＮ 图，
然后利用 Ｋ－ｍｅａｎｓ 聚类算法将邻居聚类；在查询阶段，使用贪婪搜索算法，遍历图并尝试贪婪地到达查询。 为了提高查询性

能，仅通过聚类信息比较其中一部分邻居，在实验中展示了如何降低查询成本和提高查询精度。
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０　 引　 言

数十年来，最近邻居搜索（ＮＮＳ）一直是一个热

门话题，它在数据挖掘，机器学习和人工智能的许多

应用中发挥着重要作用。 当前，可用的数据集涵盖

了广泛的应用程序和数据类型，包括图像、音频、视
频、文本、合成和深度学习数据。 ＳＩＦＴ、ＣＩＦＡＲ 等图

像数据集是将局部图像区域压缩到高维度空间中的

单个点，这些外部点使用 ６４ 到 ５１２ 个外部维度。
计算高维向量之间的欧几里得距离是 ＮＮＳ 的

基本要求。 由于维数灾难，ＮＮＳ 本质上很昂贵。 具

有 ｎ个数据点并在 ｎ维空间Ｒｄ 中查询 ｑ的数据集Ｄ，
ＮＮＳ 的目的是找到最接近 ｑ的点 ｏ∗ ∈ Ｄ。 其中，ｏ∗

称为 ｑ 的最近邻居。 定义如式（１）：
ＮＮ（Ｏ∗） ＝ ａｒｇ ｍｉｎ

ｐ∈Ｄ
（ｐ，ｑ） ． （１）

　 　 通常，最接近查询点 ｑ 的 Ｋ 个点是从数据集中

返回的，称为 Ｋ －最近邻居搜索 （Ｋ －ＮＮＳ）。 查找

ｋＮＮ 集的简单方法是计算查询 ｑ与数据集Ｄ 中每个

点之间的距离，并选择距离最小的点。 当处理稀疏

数据时，可以通过高级索引结构（例如，反向索引）
有效地计算 ＮＮＳ。 但是，对于具有密集特征的数

据，查找 ＮＮＳ 的成本为 Ｏ（ｎ）。 当数据集很大时，
耗时严重。 对于高维 ＮＮＳ，由于难以找到准确的结

果，大多转向 ＮＮＳ 的近似版本，即近似 ｋ 最近邻搜

索（Ｋ－ＡＮＮＳ），在近二十年中已被广泛使用。
近来，基于图的方法引起了人们的极大关注。

例如 ＮＳＧ［１］、ＨＮＳＷ［２］、ＥＦＡＮＮＡ［３］ 和 ＦＡＮＮＧ［４］ 等

方法。 基于图的方法离线构造 ｋＮＮ 图，可以将其视

为高维空间中的大型网络图。 使用基于图的方法所

面临的挑战是精确 ｋＮＮ 图的高构造复杂性，尤其是

涉及大型数据集时，计算复杂性将成倍增加。 许多

研究人员转向建立近似的 ｋＮＮ 图，但仍然很耗时。
本文提出了一种新的基于图的搜索方法，该方法可

以应用于各种基于图的搜索算法中。 经实验验证，
这种方法的搜索性能已经超过了最新的搜索算法，



在 Ｔｒｅｖｉ 可以将查询成本缩短 ４０％以上，在 Ａｕｄｉｏ 数

据集上可以缩短 ５０％以上。
１　 邻居选择对网络搜索质量的影响

在图网络上，每个点都拥有若干个邻居，例如图

１（ａ）中， Ｏ１ 的邻居拥有４个结点，点 ｑ是查询点。 图

１（ｂ） 中，Ｏ１、Ｏ２ 互为邻居。 因此若干个此类结点组

合将构建成图网络。
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（ａ） 　 　 　 　 　 　 　 　 　 　 （ｂ）
图 １　 邻居和图网络

Ｆｉｇ． １　 Ｎｅｉｇｈｂｏｒ ａｎｄ Ｇｒａｐｈ Ｎｅｔｗｏｒｋ

　 　 在早期基于图的方法中，图上各个点使用精确

的邻居点作为邻居集合，但由于构建精确 ｋＮＮ 图的

计算成本很高，因此许多研究人员转向构建近似的

ｋＮＮ 图，即选择近似最近邻作为邻居集合。 图上的

每个结点都可能未连接到其实际邻居，而是连接到

其近似邻居。 此类方法尽管可以极大地提高索引构

建速度， 但可能会影响搜索精度。 实际上， 在

ＥＦＡＮＮＡ 中的实验结果证明，低精度的近似 ｋＮＮ 图

仍然表现良好。 这是因为 ＥＦＡＮＮＡ 构造的近似

ｋＮＮ 图的“错误”邻居实际上是更远的邻居。 这些

更远的邻居在搜索过程中扮演“高速公路”角色，这
使搜索路径更快地到达查询点的邻域。

为了减少在图上搜索的时间，构造一个近似的

ｋＮＮ 图通常需要降低图的出度。 在有向图中，出度

表示某个结点指向任意结点的边连接数量的总和，
入度则表示任意结点指向某个结点的边连接数量的

总和。 通常，如果一个点具有较大的出度，那么它将

成为 ｋＮＮ 图的“交通枢纽”，这将增加搜索的复杂

度。 由此看来，从每个点的邻居候选集中选择最终

邻居变得尤为重要。 一些比较先进的算法使用有趣

的边缘选择策略，例如 ＭＲＮＧ［１］、ＲＮＧ［５］，并取得了

引人的效果。
２　 基于邻居聚类的搜索方法

由于构建精确 ｋＮＮ 图的成本非常高，因此基于

图的索引通常需要创建一个近似 ｋＮＮ 图。 在图上，
每个数据点都连接到它的 ｋ 个近似最近邻居。 完成

该算法需要二个阶段：构建图索引阶段和基于构建

索引的查询阶段。
２．１　 索引构建阶段

同 ＮＳＧ 构建网络类似，使用 ＮＮ 下降的方法构

建一个近似的 ｋＮＮ 图，为图上的每一个结点计算邻

居候选集，并设每个点的最大邻居上限是 Ｒ 个。 计

算数据集的近似中心（各个维度求和取均值），对于

图上的某一结点 ｅ， 从中心结点开始，使用贪婪搜索

算法直到找到该结点 ｅ。 在搜索过程中，所有和点 ｅ
发生欧氏距离计算的点，将被放入候选集合中。 最

后使用 ＭＲＮＧ 的边缘选择策略，将邻居集合筛选至 Ｒ
以下。 为了查询阶段的快速搜索，将邻居集合进行

Ｋ－ｍｅａｎｓ聚类。 如图 ２ 所示，点 ｐ 拥有 ７ 个邻居，和点

ｐ 具有相似角度的邻居将被聚为一类。 使用每个邻

居点和点 ｐ 之间的余弦距离来聚类，余弦距离相似的

点将被聚为一类。 若指定聚类个数 Ｋ ＝ ４，那么所有

的邻居将被聚为 ４ 类， Ｃ１、Ｃ２、Ｃ３ 和 Ｃ４ 为聚类中心。
这样在图上每个结点的邻居集合将被分为 ４ 类，这些

聚类信息被保留并将在查询阶段使用。

c1

e p�

K=4

c4c3

c2

图 ２　 邻居集合的聚类过程

Ｆｉｇ． ２　 Ｎｅｉｇｈｂｏｒ ｓｅｔ ｃｌｕｓｔｅｒｉｎｇ ｐｒｏｃｅｓｓ

２．２　 查询阶段

本文对基于传统的贪婪搜索算法进行改进， 使

用随机方法初始化候选集。 由于所有结点的邻居集

合都在索引阶段进行聚类，因此可以指定在搜索过

程中要检查的聚类数 ｋ＇。 在图 ３ 中，聚类 Ｋ 的数目

为 ３，点 １和点 ２在两个不同的聚类中，点 ３和点 ４在

同一聚类中。 当迭代起始点为 ｐ时，计算点 ｐ的 ３个

聚类中心和查询点 ｑ 之间的角度（用余弦相似度代

替）。 如果指定 ｋ＇ ＝ ２（ｋ＇ ＜ ＝ Ｋ），并且 ａ１、ａ２、ａ３ 的

角度分别为 ３０°、１００°、１２０°，则只需要检查点 ２、３、
４。 其原因是，点 １ 所在的聚类中心和查询点 ｑ 之间

的角度太大，则不必计算。 反之，如果检查太多的聚

类，那么必然会增加计算成本。 如果 ｋ＇ ＝ Ｋ，算法就

需要检查所有邻居集合中的所有点，那么将失去构

造包含聚类信息图的意义。 如果检查的聚类太少，
即使可以降低计算成本，也很难实现高精度。 使用

此方法一直迭代检查整个图网络，最终查询路径会

在查询点的邻域附近收缩，迭代次数和查询轮次的
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个数有关。 图 ３ 中橘黄色曲线代表查询点 ｑ 的最近

邻邻域，邻域内有极有可能包含点 ｑ 的真实最近

邻。 合理的检查聚类个数将降低成本并实现高精

度。 通过调整参数可以很容易获得要检查的最佳聚

类个数。

q
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图 ３　 基于角度的贪婪搜索算法
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３　 实验结果分析

通过实验，将对公共数据集进行详细分析，以证

明本文方法的有效性。
实验使用 Ａｕｄｉｏ 和 Ｔｒｅｖｉ 两个数据集。 Ａｕｄｉｏ 是

音频数据集，Ｔｒｅｖｉ 是图像数据集。 Ａｕｄｉｏ 拥有 １９２ 维

度的特征向量 ５３ ３８７ 个，Ｔｒｅｖｉ 拥有 ４ ０９６ 维度的特征

向量 ９９ ９００ 个。 在 Ａｕｄｉｏ 数据集的实验中，统一使用

独立于数据集之外的 ２００ 个 １９２ 维的特征向量作为

查询。 Ｔｒｅｖｉ 数据集同样使用 ２００ 个４ ０９６维的特征向

量作为查询。 程序代码以 Ｃ ＋＋编写，并由带有“Ｏ３”
选项的 ｇ＋＋５．４ 编译。 所有数据集上的实验都是在配

备 ｉ５－８３００Ｈ ＣＰＵ 和 １６ＧＢ 内存的计算机上进行的。
为了衡量不同算法的 ＡＮＮＳ 性能，使用召回率

和成本作为评估准确性的标准。 平均召回率和平均

成本则是多个查询点的结果求均值得到。 给定一个

查询点， 所有算法均应返回 ｋ 个点。 需要比较这 ｋ
个点中有多少个在真正的 ｋ 个最近邻居中。 假设给

定查询返回的 ｋ个点的集合为Ｒ＇，而查询的真实 ｋ个
最近邻居集合为 Ｒ，则召回率定义如式（２）：

ｒｅｃａｌｌ（Ｒ′） ＝ ｜ Ｒ′ ∩ Ｒ ｜
｜ Ｒ ｜

× １００％． （２）

　 　 另一个绩效评估指标是成本。在查询阶段，将计算

与查询点进行欧几里德距离计算的点。 假设数字为Ｃ，
数据集中的点总数为 Ｎ，则将成本定义为式（３）：

ｃｏｓｔ（Ｃ） ＝ Ｃ
Ｎ
． （３）

　 　 将 ＨＮＳＷ 和 ＮＳＧ 两种最新的图算法来作为比

较，以此来验证实验的高效性。 ＨＮＳＷ 基于可导航

小世界（ＮＳＷ） ［６］ 提出的分层图结构，是 ＮＳＷ 的改

进版本，并且在性能上有很大的提高。 ＨＮＳＷ 具有

多个实现版本，例如 Ｆａｉｓｓ、Ｈｎｓｗｌｉｂ。 实验中使用性

能更好的 Ｈｎｓｗｌｉｂ 进行比较。 ＮＳＧ 是基于 ｋＮＮ 图的

方法，其中该图上每个点的邻居集都通过 ＭＲＮＧ 方

法进行裁剪。 在查询阶段，每个查询点都从相同的

导航结点开始搜索。 ＮＳＧ 可以很好地近似单调的

搜索路径。 此外，ＮＳＧ 在淘宝（阿里巴巴集团）的电

子商务搜索场景中显示出卓越的性能，并已以十亿

个结点的规模集成到其搜索引擎中。
通过在搜索阶段增加候选集列表的长度来增加

召回率，可以得出一些有趣的结论。
实验中，统一比较在高精度下（９９％以上），对比

３ 种方法的查询成本。 通过验证，相同召回率下，本
文的方法需要更少的查询成本。 图 ４ 是 Ａｕｄｉｏ 和

Ｔｒｅｖｉ 两个数据集上的召回率（Ｒｅｃａｌｌ）和成本（ｃｏｓｔ）
的对应曲线。 为了方便比较，ｃｏｓｔ 直接使用查询点的

访问个数，２００ 个查询点取平均作为性能评估指标。
图中展示的是 ｔｏｐ２０ 的结果（求前 ２０ 近邻）。 在

Ａｕｄｉｏ 数据集的 Ｒｅｃａｌｌ 达到 ９９．７５％以上时，本文方法

所需要的 ｃｏｓｔ 低于其它二种方法。 同理，在 Ｔｒｅｖｉ 数
据集的 Ｒｅｃａｌｌ 达到 ９８％以上时，同样得到类似的效

果。 图 ５ 展示的是，在其它参数不变的情况下，３ 种

方法求 ｔｏｐ５０ 的结果。 从实验结果可以看出，本文的

方法依然展示出优越的性能。 通过 Ｔｒｅｖｉ 数据集可以

看出，高维度的数据集在本文方法上依然有效。
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图 ４　 ３ 种算法的召回率－成本曲线（Ｔｏｐ２０）
Ｆｉｇ． ４　 Ｔｈｅ ｒｅｃａｌｌ－ｃｏｓｔ ｃｕｒｖｅｓ ｏｆ ｔｈｒｅｅ ａｌｇｏｒｉｔｈｍｓ
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图 ５　 ３ 种算法的召回率－成本曲线（Ｔｏｐ５０）
Ｆｉｇ． ５　 Ｔｈｅ ｒｅｃａｌｌ－ｃｏｓｔ ｃｕｒｖｅｓ ｏｆ ｔｈｒｅｅ ａｌｇｏｒｉｔｈｍｓ
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