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基于改进 Ｕｎｅｔ 的斑马线分割

黄生鹏， 柳海南， 周克帅， 刘建宇
（上海工程技术大学 机械与汽车工程学院， 上海 ２０１６２０）

摘　 要： 斑马线是道路交叉口的重要安全标志，准确的检测出斑马线能有效的提高交叉路口行驶的安全性。 本文在 Ｕｎｅｔ 网

络的基础上，将其主干特征提取网络替换为 ＭｏｂｉｌｅＮｅｔｖ２，减少模型的参数，降低模型的计算量。 并在网络结构中嵌入了

ＳＥＮｅｔ 模块，对有效特征信息进行加权，增强特征提取能力。 实验结果表明，改进后的 ＳＥＭｏｂｉｌｅＮｅｔｖ２ 网络结构与之前相比在

分类精度上提高了 １．６％；相对于 Ｕｎｅｔ 网络，改进后的模型在分割精度上提高了 １．８％，验证了本文改进后分割模型的有效性。
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０　 引　 言

近年来，随着无人驾驶、智能小车等智能交通工

具的发展，如何有效的检测出道路标识线，保障行人

的安全成为热门研究方向。 斑马线是道路交叉口的

重要安全标志，准确的识别出斑马线能有效提高交

叉路口的行驶安全性。 传统的斑马线识别方法主要

有以下几种：
（１）灭点法［１］。 根据斑马线的平行特点，利用

两次霍夫变换找到直线的灭点从而确定斑马线所在

的位置。 该方法运算速度快，但是当斑马线较多时

区分性差。
（２）频域法［２］。 该方法从斑马线黑白交替出现

的纹理规律出发，根据现实中斑马线的宽度找到特

定的频率，并以该频率为中心频率在一定带宽内筛

选，此方法识别率很高，但是计算成本高，实时效果

差。
（３）双极系数法。 该方法从斑马线黑白颜色分

明特点出发，利用均值、方差获取某区域的黑白分明

程度。 双极系数法计算速度快，然而易受环境的影

响。
随着深度学习的发展，特别是卷积神经网络［３］

在图像领域的广泛应用，大量基于深度学习的图像

分割算法被提出。 如 ＦＣＮ［４］、 Ｕｎｅｔ［５］、 Ｍａｓｋ Ｒ －
ＣＮＮ［６］、Ｄｅｅｐｌａｂ［７］等。 这些算法在分割性能上相比

于传统分割算法，具有更高的鲁棒性，而且速度也很

快。 因此，本文在深入研究 Ｕｎｅｔ 网络的前提下，提
出一种基于改进 Ｕｎｅｔ 网络的斑马线分割算法。 对

Ｕｎｅｔ 特 征 提 取 网 络 进 行 改 进， 采 用 轻 量 级

ＭｏｂｉｌｅＮｅｔｖ２［８］网络，代替原有模型的主干网络，以减

小参数量；利用 ＳＥＮｅｔ 模块［９］ 增强对特征图中重要

信息的提取。
１　 Ｕｎｅｔ 网络原理

Ｕｎｅｔ 是 Ｒｏｎｎｅｂｅｒｇｅｒ 等人提出的一种医学影像

分割网络，其网络结构如图 １ 所示。 整个网络可分

成二部分，左侧为特征提取网络，右侧为上采样网

络。 其中特征提取网络就是 ＣＮＮ 卷积网络，每个尺



度结构包含两个 ３×３ 卷积、一个 ＲＥＬＵ［１０］ 层和一个

２×２ 的最大池化层。 经池化层变换后，特征通道数

扩大一倍；上采样网络每个尺度结构利用 ２×２ 的上

采样层，特征通道数减少一半，其后与对应的特征提

取网络的特征图进行拼接操作，得到新的特征图，再
采用 ２ 个 ３×３ 卷积层加 ＲＥＬＵ 激活层。 最后一个拼

接尺度用 １×１ 的卷积层将 ６４ 维通道特征图映射到

２ 维图像上，获得最终的分割结果。
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图 １　 Ｕｎｅｔ 网络结构

Ｆｉｇ． １　 Ｕｎｅｔ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

２　 网络结构改进

由上节可知，Ｕｎｅｔ 采用传统的卷积进行特征提

取。 由于斑马线分割场景往往处于复杂的环境中，
这就需要更深层的卷积操作，才能有效的提取特征。
随着卷积层的增加，参数量也会越来越大。 为了达

到既能高效提取特征，又能降低网络参数，本文采用

Ｍｏｂｉｌｅｎｅｔｖ２ 网络替换其特征提取网络，同时在网络

结构中嵌入注意力机制———ＳＥＮｅｔ 模块，进一步加

强网络对有效特征信息的提取，抑制无效特征，进而

提高分割精度和鲁棒性。
２．１　 ＭｏｂｌｉｅＮｅｔＶ２ 网络

ＭｏｂｉｌｅＮｅｔ 网络是一种轻量级网络，非常适用于

嵌入式平台。 其主要结构是基于流线型架构，结构

中采用了大量的深度可分离卷积，以此来降低模型

的参数量和计算量。
ＭｏｂｉｌｅＮｅｔｖ１ 主要采用堆叠大量的深度可分离

卷积结构，构建神经网络，在保证精度的情况下，极
大的压缩了模型。 深度可分离卷积结构如图 ２ 所

示。
　 　 ＭｏｂｉｌｅＮｅｔｖ２ 网络是 Ｍｏｂｉｌｅｎｅｔｖ１ 的升级版，其主

要特点在于反转残差模块（Ｉｎｖｅｒｔｅｄ Ｒｅｓｉｄｕａｌ Ｂｌｏｃｋ）
和瓶颈模块（Ｌｉｎｅａｒ Ｂｏｔｔｌｅｎｅｃｋ），是带有线性瓶颈层

的反转残差结构，如图 ３ 所示。 首先，该结构输入的

低维空间特征，通过 Ｅｘｐａｎｓｉｏｎ ｌａｙｅｒ 映射到高维空

间特征，应用深度可分离卷积进行处理后，使用线性

瓶颈层再将特征投影回低维特征。 ＭｏｂｉｌｅＮｅｔｖ２ 采

用线性瓶颈（Ｌｉｎｅａｒ ｂｏｔｔｌｅｎｅｃｋ）代替非线激活变换，
保留更多的特征信息。 通常认为神经网络由 ｎ 个 Ｌｉ

层构成，每层经过激活函数最终的输出张量为 ｈｉ ×
ｗ ｉ × ｄｉ， 一系列卷积与激活层形成了一个兴趣流

（ｍａｎｉｆｏｄ ｏｆ ｉｎｔｅｒｅｓｔ ）。 在神经网络中，兴趣流可以

嵌入到低维子空间，就是卷积层中所有单个像素通

道 ｄ， 这些值包含多种编码信息。 深度神经网络的

层具有 ＲｅＬＵ 非线性激活函数，当完整度较高的兴

趣流经过非线性激活函数时，可能会产生空间坍塌。
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图 ２　 深度可分离卷积

Ｆｉｇ． ２　 Ｄｅｐｔｈ ｓｅｐａｒａｂｌｅ ｃｏｎｖｏｌｕｔｉｏｎ
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图 ３　 反转残差结构

Ｆｉｇ． ３　 Ｒｅｖｅｒｓｅ ｒｅｓｉｄｕａｌ ｓｔｒｕｃｔｕｒｅ

２．２　 基于 ＳＥＮｅｔ 改进的 ＳＥ－ＭｏｂｉｌｅＮｅｔｖ２
ＳＥＮｅｔ 模块是在通道维度上进行 ａｔｔｅｎｔｉｏｎ 操

作，这种注意力机制可以让网络更加关注有效的通

道特征，抑制那些不重要的通道特征。 ＳＥＮｅｔ 模块

结构如图 ３ 所示。 首先 ＳＥＮｅｔ 模块对输入的特征图

进行 Ｓｑｕｅｅｚｅ 操作，得到 ｃｈａｎｎｅｌ 级的全局特征，然
后对全局特征进行 Ｅｘｃｉｔａｔｉｏｎ 操作。 学习各个

ｃｈａｎｎｅｌ 之间的关系，获得不同 ｃｈａｎｎｅｌ 的权重，最后

与原来的特征图相乘得到校准过的特征 ＳＥＮｅｔ 模块

的 ３ 个主要操作。
２．２．１　 Ｓｑｕｅｅｚｅ 操作

一般的卷积操作仅仅在一个局部空间内进行，
因此 Ｕ 中很难获得足够的信息来提取通道之间的

关系。 对于网络深度较潜的特征层来说，其感受野

尺度都比较小，这种情况更加糟糕。 Ｕ 中的多个特
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征图，可被视为局部特征表征的一个子集，对于整个

特征图来说具有很好的表现力。 Ｓｑｕｅｅｚｅ 操作利用

全局平均池化 （ ｇｌｏｂａｌ ａｖｅｒａｇｅ ｐｏｏｌｉｎｇ）将每一个通

道上的空间特征编码为一个全局特征，其在某种程

度上代表了全局感受野，压缩过程如公式（１）所示。

ｚｃ ＝ Ｆｓｑ ｕｃ( ) ＝ １
Ｈ × Ｗ∑

Ｈ

ｉ ＝ １
∑
Ｗ

ｊ ＝ １
ｕｃ ｉ，ｊ( ) ． （１）

式中： ｕｃ 表示卷积变换后第 ｃ 个通道的输出； ｚｃ 表
示压缩操作后第 ｃ 个通道的输出； Ｗ，Ｈ( ) 表示特

征图的宽和高； Ｆｓｑ 代表全局特征压缩变换函数。
２．２．２　 Ｅｘｃｉｔａｔｉｏｎ 操作

图 ４ 中的 Ｆｅｘ ·，Ｗ( ) 变化操作，即为 Ｅｘｃｉｔａｔｉｏｎ
操作。 其利用两个全连接和两个激活函数来获取通

道之间的依赖关系，计算如公式（２）所示。
ｓ ＝ Ｆｅｘ ｚ，Ｗ( ) ＝ σ ｇ ｚ，Ｗ( )( ) ＝ σ Ｗ２ＲｅＬＵ Ｗ１ｚ( )( ) ．

（２）
式中： σ 代表 Ｓｉｇｍｏｉｄ 激活函数；ｚ 是 Ｓｑｕｅｅｚｅ 操作获

取得全局特征，其维度是 １×１× Ｃ； Ｗ１ 代表第一个全

连接层中的降维权重，其维度是
ｃ
ｒ

× Ｃ， 其中 ｒ 为降

维比例，在文献［１１］ 中该参数取值为 １６； Ｗ２ 代表第

二个全连接层中的升维权重，其维度是 Ｃ × ｃ
ｒ
， 第

二个全连接层输出的维度是 １×１×Ｃ，再经过 Ｓｉｇｍｏｉｄ
激活将权重归一化到（０，１）范围内， ｓ 的最终维度是

１ × １ × Ｃ。
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图 ４　 ＥＮｅｔ 模块

Ｆｉｇ． ４　 ＳＥＮｅｔ ｍｏｄｕｌｅ

　 　 Ｅｘｃｉｔａｔｉｏｎ 操作通过两个全连接层，获取特征 Ｕ
中的 Ｃ 个特征图的权重。 Ｓｑｕｅｅｚｅ 操作是将单个特

征图进行特征编码，而 Ｅｘｃｉｔａｔｉｏｎ 操作是对所有编码

后的特征图进行信息汇总。 这样做可以降低模型的

复杂度，同时也提高了模型的计算效率。
２．２．３　 Ｓｃａｌｅ 操作

Ｓｃａｌｅ 操作是通过相乘的方法，将 Ｅｘｃｉｔａｔｉｏｎ 操

作获取得归一化权重加权到标准卷积之后的特征

上，经过加权后的特征图包含了先 ２ 前特征 Ｕ 的每

个通道的重要程度，因此可以达到加强重要特征信

息的目的。 计算如公式（３）所示：

ｘ
～

ｃ ＝ Ｆｓｃａｌｅ ｕｃ，ｓｃ( ) ＝ ｓｃ·ｕｃ ． （３）

式中： ｕｃ 表示单个通道的二维矩阵； ｓｃ 表示权重； Ｘ
～

表示加权计算后得到的特征图。
　 　 在传统卷积操作中，更多的关注点在于空间特

征的融合上，对于通道维度的特征融合，卷积操作基

本上默认对输入特征图的所有通道进行融合。 而

ＭｂｏｉｌｅＮｅｔｖ２ 网络中的组卷积（Ｇｏｕｐ Ｃｏｎｖｏｌｕｔｉｏｎ）和

深度可分离卷积是对通道进行分组，使得模型参数

量减少。 这种方式并没有关注通道之间的关系，从
而模型无法自动学习到不同通道特征之间的重要程

度。 因此，本文在反转残差结构的基础上，嵌入

ＳＥＮｅｔ 模块，使得模型更加关注有效通道信息，提高

模型精度。 结合模块结构如图 ５ 所示。
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图 ５　 ＳＥＮｅｔ 模块结合图

Ｆｉｇ． ５　 ＳＥＮｅｔ ｍｏｄｕｌｅ ｂｉｎｄｉｎｇ ｄｉａｇｒａｍ

３　 数据集构建

深度神经网络模型的训练，需要大量优良的数

据支撑。 本文构建的斑马线数据集来源分为二部

分，一部分是通过互联网爬取网页图片，另一部分由

人工采集，并进行人工手动标注。 为了使模型具有

更强的鲁棒性，本文在晴天、阴天、雨天、复杂街道环

境等条件下采集斑马线数据集。
卷积神经网络的数据拟合过程，需要给网络提

供一个真实的标准数据。 通过网络预测的结果与真

实结果的损失值，自动的调整模型权重，从而使模型

的预测值逐渐接近真实值，实现斑马线分割检测任

务。 因此，需要对数据集进行人工手动标注，本文采

用 Ｌｂａｌｅｍｅ 图像标注工具对每张图片进行手工标

３６第 １１ 期 黄生鹏， 等： 基于改进 Ｕｎｅｔ 的斑马线分割



注，获取分割 ｌａｂｅｌ，标注文件以 Ｊｓｏｎ 格式保存，主要

记录标注点的位置、类别标签。 标注过程如图 ６ 所示。

图 ６　 斑马线标注

Ｆｉｇ． ６　 Ｚｅｂｒａ ｍａｒｋ

　 　 完成标注后，将网页获取的数据划分为训练集、
验证集，对模型进行预训练。 然后将预训练模型在

自制数据集上进行调优和测试。
４　 网络模型训练与实验结果分析

４．１　 ＭｏｂｉｌｅＮｅｔｖ２ 改进前后的对比实验

本文首先对ＭｏｂｉｌｅＮｅｔｖ２与改进后的 ＳＥＭｏｂｉｌｅＮｅｔｖ２
进行对比实验。 通常使用分类数据集对卷积神经网

络进行分类精度的测试对比，本文选取 Ｃｉｆａｒ１０ 数据

集进行实验，该数据集包含 １０ 个类别，其中 ５０ ０００
张为训练集，１０ ０００ 张为测试集；深度学习框架选用

Ｋｅｒａｓ，优化策略为 Ａｄａｍ，初始学习率（ｌｅａｒｎｉｎｇ ｒａｔｅ）
为 ０．００１，当学习率在连续 ３ 次迭代中保持不变时，
学习率变为原来的 ０．５ 倍，ｂａｔｃｈ＿ｓｉｚｅ 为 ３２，迭代次

数（ｅｐｏｃｈ）为 ２０ ０００ 次。 实验结果如图 ７ 所示。
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图 ７　 改进前后分类精度对比

Ｆｉｇ． ７ 　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ａｃｃｕｒａｃｙ ｂｅｆｏｒｅ ａｎｄ ａｆｔｅｒ

ｉｍｐｒｏｖｅｍｅｎｔ

　 　 由图 ７ 可知，通过 ２０ ０００ 次的迭代，改进后的

ＳＥｍｏｂｉｌｅＮｅｔｖ２ 分类精度比之前精度提升了 １．６％。

通过嵌入 ＳＥＮｅｔ 模块对模型的特征提取能力有一定

的提升。
４．２　 基于 ＳＥＭｏｂｉｌｅＮｅｔｖ２ 的斑马线分割实验

将 Ｕｎｅｔ 特征提取网络替换为 ＳＥＭｏｂｉｌｅＮｅｔｖ２，
搭建分割模型。 分别对改进前后的 Ｕｎｅｔ 分割网络

进行训练，其训练集 ８ ０００ 张，测试集 ５００ 张，训练

参数见表 １。
表 １　 实验环境

Ｔａｂ． １　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｅｎｖｉｒｏｎｍｅｎｔ

硬件环境 软件环境 初始学习率 优化策略 学习率更新

ＧＰＵ １０８０Ｔｉ Ｋｅｒａｓ１．８，ｐｙｔｈｏｎ３．５ Ｌｒ ＝ ０．００１ Ａｄａｍ 分段常数衰减
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图 ８　 ｌｏｓｓ值对比

Ｆｉｇ． ８　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｌｏｓｓ

　 　 经过３万次的迭代，由图８可知：基于ＳＥＭｏｂｉｌｅＮｅｔｖ２
的 Ｕｎｅｔ 分割网网络的 ｌｏｓｓ 收敛效果更佳。

获取两种 Ｕｎｅｔ 模型后，本文分别在不同环境中

对斑马线进行了测试，测试效果如图 ９ 所示。 在有

车辆行驶的条件下和无障碍物的条件下，改进后的

Ｕｎｅｔ 网络模型的分割精度均比原来的分割网络提

高了 １．８％。 进一步验证了改进模型的有效性。

（ａ） ＳＥＭｏｂｉｌｅｎｅｔＶ２ 斑马线分割　 　 （ｂ） ＭｏｂｉｌｅｎｅｔＶ２ 斑马线分割

（ａ） ＳＥＭｏｂｉｌｅｎｅｔＶ２ ｄｉｖｉｄｅｓ ｔｈｅ ｚｅｂｒａ（ｂ） ＭｏｂｉｌｅｎｅｔＶ２ ｄｉｖｉｄｅｓ ｔｈｅ ｚｅｂｒａ
ｃｒｏｓｓｉｎｇ ｃｒｏｓｓｉｎｇ

图 ９　 分割效果图对比

Ｆｉｇ． ９　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｓｅｇｍｅｎｔａｔｉｏｎ ｅｆｆｅｃｔ
（下转第 ６９ 页）
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