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基于 Ａｄａｍ 优化神经网络的电梯群控算法

雷　 剑
（南华大学 电气工程学院， 湖南 衡阳 ４２１０００）

摘　 要： 针对传统 ＢＰ 神经网络搭建的电梯群控算法中出现的易于陷入局部极值、收敛速度慢、预测值与实际值偏差较大等问

题，本文通过分析研究，在使用 ＢＰ 神经网络，拟合某台电梯对某一楼层呼梯信号响应满意度函数的基础上，应用 Ａｄａｍ 算法

优化神经网络的权值和阈值，使用 Ｄｒｏｐｏｕｔ 缓解过拟合现象，减小误差，提高网络预测精度。 仿真结果表明，与传统的优化算

法相比，此算法收敛速度更快，模型预测准确率更高，减少了候梯时间，提高了电梯运载效率。
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０　 引　 言

电梯群控系统，通常是指在高层建筑内集中收

集呼梯信号并管理调度 ３ 台以上电梯的运行控制系

统。 目前电梯群控系统中，大多采用并联或者全集

选的调度方法。 这些方法依托于候梯时间等单目标

优化方法，不能很好的同时解决候梯时间和运行效

率的问题。 ２０ 世纪 ９０ 年代，基于 ＢＰ 神经网络的电

梯群控技术已经成熟运用到实际应用中，取得了很

好的成绩［１］。 但传统 ＢＰ 神经网络还存在一些缺

陷，如收敛速度不理想［２］，难以脱离局部极值。 由

于 ＢＰ 神经网络本身的结构和特性，网络模型效果

最优的隐含层神经元个数无法确定［３］，学习率以及

激活函数的选择都会对神经网络的学习精度产生较

大的影响。
电梯群控系统是一个存在多目的性、不确定性、

非线性以及扰动性的复杂系统，同时包含着若干部

电梯以及不同楼层之间的呼梯信号的庞大数据，这
些都是传统电梯群控算法难以高效率、低能耗解决

的问题。 Ａｄａｍ（ ａｄａｐｔｉｖｅ ｍｏｍｅｎｔ ｅｓｔｉｍａｔｉｏｎ，自适应

矩估计）算法不仅适合解决含大规模数据和参数的

优化问题，而且收敛速度更快、效果更好，能够更好

的实现电梯调度分配，提高系统的整体性能。
１　 电梯群控系统模型

１．１　 多目标优化评价函数表达式建立

函数表达式选用了一种综合评价函数，作为某

一楼层对某一台电梯呼梯的依据。 通过满意度评价

函数来弥补原本单目标优化电梯群控的不足。 评价

函数满意度的大小表示了电梯的呼梯次序。 详细计

算方法参看文献［４］。
公式（１）为第 ｉ部电梯与第 ｊ层呼梯信号之间的

满意度评价函数［５］。
Ｆ（ ｉ，ｊ） ＝ ω１ ｆｗ（ ｉ，ｊ） ＋ ω２ ｆｒ（ ｉ，ｊ） ＋ ω３ ｆｅ（ ｉ，ｊ），

（１）
式中， ω１、ω２、ω３ 为评价函数中不同交通模式下的权

重，权重之和为 １。 评价函数 ｆｗ（ ｉ，ｊ） 为乘客平均候

梯时间表达式； ｆｒ（ ｉ，ｊ） 为长时间候梯率表达式；
ｆｅ（ ｉ，ｊ） 为能源消耗表达式。



１．２　 电梯群控系统模型的搭建

１．２．１　 ＢＰ 神经网络的模型搭建

模型中神经网络分为 ３ 层结构，其中当前电梯

内乘客数量、电梯到呼梯楼层的相对距离和电梯响

应呼梯信号前需要停靠的楼层数，作为输入层的 ３
个输入；隐含层是网络连接的核心，应根据具体情况

建立相应模型；输出层只有一个神经元，作为某台电

梯对当前呼梯信号满意度的输出。
网络训练中权值和阈值的修正过程如下：
（１）初始化网络的权值和阈值。
（２）向网络提供可学习的样本数据。

ｘｋ
ｉ ＝ ｇ［Ｚ（ ｆ（ω·Ｓ ＋ θ０）） ＋ ｚ０］ ． （２）

　 　 公式（２）表示，对于神经网络中第 ｋ 层的第 ｉ 个
神经元的输出 ｘｋ

ｉ 。 Ｓ 为真实数据， ｆ（ｘ）、ｇ（ｘ） 分别

为各个神经元以及输出层的激活函数。
（３）计算上一层神经元的输出，作为下一层的

输入：

ｕｋ
ｉ ＝ ∑

ｎ

ｊ ＝ １
ωｉｊｘｋ－１

ｊ ， （３）

ｘｋ
ｉ ＝ ｆ（ｕｋ

ｉ ） ． （４）
　 　 （４）计算各层的学习误差 ｄｋ

ｉ ， 对于输出层有

ｋ ＝ ｍ：
ｄｋ
ｉ ＝ （ ｚｍｊ － ｙ）·ｚｍｊ ·（１ － ｚｍｊ ）， （５）

ｄｋ
ｊ ＝ ｄｋ＋１

ｊ ·ωｋ＋１
ｉｊ ． （６）

　 　 得到误差后，在网络中进行反向传播。 根据目

标函数值的大小，以此对 ＢＰ 网络进行训练。
（５）修正权值和阈值：
ωｋ

ｉｊ（ ｔ ＋ １） ＝ ωｋ
ｉｊ（ ｔ） － η·ｄｋ

ｉｊ·ｚｋ－１ｉｊ ． （７）
为了使模型尽可能得到好的收敛效果，在网络

训练修正参数的过程中，增加学习率 η，从而调节网

络模型训练速率：
ωｋ

ｉｊ（ ｔ ＋ １） ＝ ωｋ
ｉｊ（ ｔ） － η· ｄｋ

ｉｊ · ｚｋ－１ｉｊ （ ｔ ＋ １） ＋
αΔωｋ

ｉｊ（ ｔ）， （８）
Δωｋ

ｉｊ（ ｔ） ＝ ωｋ
ｉｊ（ ｔ） － ωｋ

ｉｊ（ ｔ － １） ． （９）
每组样本数据的学习得到最新修正的权系数

后，判断预测值与实际值之间的相对误差是否满足

预设目标。 如满足则训练结束，否则返回步骤（３）。
１．２．２　 Ｄｒｏｐｏｕｔ

训练学习中，如果参数多，而训练样本少时，模
型很容易发生过拟合的现象。 Ｄｒｏｐｏｕｔ［６］ 可有效缓

解过拟合的发生，在一定程度上达到正则化的效果。
Ｄｒｏｐｏｕｔ 是指在前向传播过程中，为了增强模型

的泛化性，让某个神经元以特定的概率停止工作，进
而缓解过拟合的发生。 工作流程如图 １ 所示。

图 １　 引入 Ｄｒｏｐｏｕｔ 的神经网络模型

Ｆｉｇ． １　 Ｉｎｔｒｏｄｕｃｉｎｇ ｔｈｅ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｍｏｄｅｌ ｏｆ Ｄｒｏｐｏｕｔ

　 　 具体学习过程如下：
（１）训练前隐含层的所有神经元，以一定概率

停止工作（暂时），不参与前向传播。 输入输出神经

元保持不变。
　 　 （２）样本数据在改变后的网络中前向传播，得
到的误差再通过修改的网络进行反向传播。 每次迭

代后，在原来的神经网络上按 Ａｄａｍ 算法更新权值

和阈值。
（３）重复执行以上两个步骤，直至完成迭代训练。
Ｄｒｏｐｏｕｔ 在随机选择神经元停止工作时，网络结

构也会发生变化，而不同的神经网络模型也会产生

不同的过拟合。 其中互为“反向”拟合相互抵消，从
而在整体上减少过拟合的现象，以此提升预测准确

性。 对三层 ＢＰ 神经网络模型来说，Ｄｒｏｐｏｕｔ 的超参

数概率 ｐ 设为 ０．２－０．４ 比较合适，不会因此让损失

函数的值过大，可有效减少测试集的误差。
１．２．３　 电梯群控算法

Ａｄａｍ 算法是一种基于低阶自适应的随机目标

函数一阶梯度优化算法［７］。 由于该算法中包含了

ＡｄａＧｒａｄ 算法和动量法的优点，以此训练得到模型

的实际应用效果，在大多数场景下都要更优。 其迭

代过程如下：
ｔ ＝ ｔ ＋ １， （１０）

ｇｔ ＝ Ñθ ｆｔ（θｔ －１）， （１１）
ｍｔ ＝ β１ｍｔ －１ ＋ （１ － β１）ｇｔ， （１２）
ｖｔ ＝ β２ｍｔ －１ ＋ （１ － β２）ｇ２

ｔ ， （１３）

θｔ ＝ θｔ －１ － α
ｍｔ

（１ － βｔ
１）（

ｖｔ
１ － βｔ

２

＋ ε）

． （１４）

　 　 上述推导公式中， ｔ 为迭代数； α 为学习率；默
认设定为 ０．００１； ｇｔ 为计算梯度；公式（１１）、（１２）中，
ｍｔ、ｖｔ 分别为偏一阶矩向量和二阶矩向量。 参数向
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量初始化： ｍ０ ＝ ０、ｖ０ ＝ ０；β１、β２ 分别为对应矩估计的

指数衰减率，通常 β１ ＝ ０．９、β２ ＝ ０．９９９；ε 为一个非常

小的正数，通常取 ε ＝ １０－８， 防止运算过程中出现分

母为 ０ 的现象。 公式（１４）中， θ 即为待求的网络参

数。
在确定了参数和目标函数之后，网络训练中循

环迭代地更新各个参数，直到目标函数满足设定精

度或达到预先设定次数为止。 Ａｄａｍ 算法不仅易实

现，并具有很高的计算效率，适合解决带有大规模数

据和多个目标优化的问题。 因此，本文选用 Ａｄａｍ
算法，作为基于神经网络的电梯群控系统的优化算

法。
２　 模型训练与测试

２．１　 训练流程

ＢＰ 神经网络容易过早陷入局部极值且收敛速

度较慢。 因此本课题采用 Ａｄａｍ 替代传统优化算

法，并在网络的前向传播过程中加入 Ｄｒｏｐｏｕｔ，缓解

过拟合的发生，有效增强了神经网络的泛化能力和

收敛性。 训练流程如图 ２ 所示。 流程步骤如下：

开始

初始化权值和阈值

Dropout

求解隐含层和输出层
神经元输出

计算预测值和实际值
之间的误差E

目标函数
小于期望值

达到设定
迭代次数

以误差E计算梯度

根据梯度以Adam算法更新
权值和阈值

是

否

否

是

结束

图 ２　 基于 Ａｄａｍ 算法优化 ＢＰ 神经网络训练流程

Ｆｉｇ． ２　 Ｏｐｔｉｍｉｚａｔｉｏｎ ｏｆ ＢＰ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｔｒａｉｎｉｎｇ ｐｒｏｃｅｓｓ ｂａｓｅｄ
ｏｎ Ａｄａｍ ａｌｇｏｒｉｔｈｍ

　 　 （１）根据样本数据计算多目标评价函数表达

式，得到满意度函数值，再按照电梯群控系统要求建

立神经网络模型。
（２）对网络的权值和阈值进行均匀分布初始

化。
（３）在数据开始训练前，Ｄｒｏｐｏｕｔ 以概率 ｐ 随机

停止网络模型中神经元的工作。
（４）以样本数据训练网络，求解网络预测值和

实际值的误差 Ｅ， 将误差在网络中反向传播。
（５）根据误差求出目标函数的梯度，用 Ａｄａｍ 算

法修正网络的权值和阈值，直到目标函数小于期望

值或者达到设定迭代次数，则退出训练；否则返回步

骤（３）继续执行。
２．２　 模型参数

模型中，需对以下 ４ 个参数进行调优。 其主要

目的是让目标函数在满足设定精度的基础上，不断

提高预测准确率。
（１）目标函数。 目标函数是网络预测值与实际

值的平均相对误差率，设定精度 ｅ ＜ ５％。

ｅ ＝ ∑
ｎ

ｉ ＝ １

｜ ｙｉ － ｙ＇
ｉ ｜

ｎｙ＇
ｉ

．

　 　 （２）学习率。 网络中用 ＳＧＤ 以及 Ａｄａｍ 两种算

法进行比较。 ＳＧＤ 算法学习率设为 ０．０１，Ａｄａｍ 算

法学习率设为 ０．００１。
（３）神经元个数与激活函数的选择。 隐含层神

经元个数一般采用实验法确定，为了神经网络能够

得到最好的输入输出的映射关系，同时损失函数和

输出误差满足期望要求，需要通过实验测定一个最

佳的隐含层节点数。 依据文献［８］的经验公式，可
估算神经元个数的范围在 ３－１２ 之间。 先设置数量

较少的神经元个数进行训练，然后逐渐增加，使用同

一样本集训练，最终选取网络误差最小时对应的隐

含层节点数［９］，见表 １。
表 １　 神经元个数与激活函数的选择对误差的影响

Ｔａｂ． １　 Ｔｈｅ Ｉｎｆｌｕｅｎｃｅ ｏｆ ｔｈｅ Ｎｕｍｂｅｒ ｏｆ Ｎｅｕｒｏｎｓ ａｎｄ ｔｈｅ Ｓｅｌｅｃｔｉｏｎ ％

激活函数

神经元个数
Ｔａｎｈ Ｓｉｇｍｏｉｄ ＲｅＬＵ

３ ６．９４ ５．６ １１．０８
４ ６．２３ ５．１１ １２．５２
５ ６．０６ ５．５３ １１．８７
６ ５．７ ４．０３ ８．２５
７ ６．１９ ３．６６ ８．９８
８ ６．９３ ２．４２ ７．６２
９ ５．６１ ２．９１ １０．３４

１０ ６．３３ ３．６２ １０．５６
１１ ７．３９ ４．０１ １１．３５
１２ ６．５ ５．２８ ９．５８
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　 　 从表 １ 中可以看出，当隐含层神经元个数为 ８、
激活函数为 Ｓｉｇｍｏｉｄ 时，平均相对误差最小。

（４）网络初始化。 网络中的参数初值采用均匀

分布初始化的方法。 使用 ＴｅｎｓｏｒＦｌｏｗ 提供的 ｔｆ．
ｒａｎｄｏｍ＿ｕｎｉｆｏｒｍ 函数，默认取值范围为［０，１］，可以

有效的减少梯度弥散问题，使得输入信号在网络中

传递的更深。
２．３　 模型的仿真与测试

在 ＴｅｎｓｏｒＦｌｏｗ 框架中用 Ｓｐｙｄｅｒ 对神经网络进

行搭建、训练与仿真。 网络模型结构为三输入一个

输出，隐含层层数为 １，神经元个数为 ８。 把经过统

计的 ３００ 组电梯样本数据和对应的满意度评价值随

机分成训练集和测试集并进行归一化处理，训练集

包括 ２９０ 组样本数据，其余 １０ 组作为网络模型的验

证的测试集。
图 ３ 为基于 ＢＰ 神经网络评价函数测试集平均

相对误差结果对比。 在条件相同的情况下训练

１ ０００次，每 ２５ 次取一次结果。 结果表明，基于

Ａｄａｍ 算法优化的网络平均相对误差 ｅ ＜ ２％， 传统

ＳＧＤ 方法训练耗时 １０．７１６ Ｓ，而 Ａｄａｍ 算法仅耗时

８．６３４ Ｓ，收敛更加迅速。 误差结果：随机梯度下降

法平均相对误差为 １１．９６％；Ａｄａｍ 算法平均相对误

差为 １．６０％。
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图 ３　 神经网络拟合评价函数对比两种算法平均相对误差示意图

Ｆｉｇ． ３　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｃｏｍｐａｒｉｎｇ ｔｈｅ ａｖｅｒａｇｅ ｒｅｌａｔｉｖｅ ｅｒｒｏｒ
ｏｆ ｔｈｅ ｔｗｏ ａｌｇｏｒｉｔｈｍｓ ｏｎ ｔｈｅ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｆｉｔｔｉｎｇ
ｅｖａｌｕａｔｉｏｎ ｆｕｎｃｔｉｏｎ

　 　 由图 ４、图 ５ 可见，在测试集上预测结果表明：
基于 Ａｄａｍ 优化神经网络的算法误差更小，相比较

传统 ＢＰ 传 统 神 经 网 络， 真 实 值 和 预 测 值

的相对误差减小一个数量级，网络预测精度有明显

的提高。
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图 ４　 基于传统 ＢＰ 神经网络测试集满意度评价函数结果

Ｆｉｇ． ４ 　 Ｔｈｅ ｒｅｓｕｌｔ ｏｆ ｓａｔｉｓｆａｃｔｉｏｎ ｅｖａｌｕａｔｉｏｎ ｆｕｎｃｔｉｏｎ ｂａｓｅｄ ｏｎ
ｔｒａｄｉｔｉｏｎａｌ ＢＰ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｔｅｓｔ ｓｅｔ
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图 ５　 基于 Ａｄａｍ 优化神经网络测试集满意度评价函数结果

Ｆｉｇ． ５　 Ｔｈｅ ｒｅｓｕｌｔ ｏｆ ｓａｔｉｓｆａｃｔｉｏｎ ｅｖａｌｕａｔｉｏｎ ｆｕｎｃｔｉｏｎ ｂａｓｅｄ ｏｎ Ａｄａｍ
ｏｐｔｉｍｉｚｅｄ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｔｅｓｔ ｓｅｔ

　 　 表 ２ 中数据为基于 Ａｄａｍ 优化神经网络测试集

样本真实值和预测值的详细结果。 从表中可见，最
大相对误差为 ２．５０％，最小相对误差为 ０．０８％。 整

体测试集平均相对误差为 １．２６％，远小于传统 ＳＧＤ
算法训练后的误差结果。

表 ２　 测试集在 Ａｄａｍ 优化神经网络模型的测试结果

Ｔａｂ． ２　 Ｔｅｓｔ ｓｅｔ ｒｅｓｕｌｔｓ ｂａｓｅｄ ｏｎ Ａｄａｍ ｏｐｔｉｍｉｚｅｄ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ
ｍｏｄｅｌ ％

真实值 预测值 相对误差

１ ０．７１９ ８ ０．７１９ ２５７ ７７２ ０．０８

２ ０．２２７ ０．２２１ ９３４ ８８５ ２．２３

３ ０．４１６ １ ０．４０７ ８０５ ７１１ １．９９

４ ０．２２１ １ ０．２２０ ２８８ ６９４ ０．３７

５ ０．４９８ ６ ０．４８９ ０７２ ３８２ １．９１

６ ０．３５４ ３ ０．３５５ １３１ ２３９ ０．２３

７ ０．５３３ ８ ０．５２５ ６０１ ９８３ １．５４

８ ０．３８１ ８ ０．３７２ ２６１ ７３３ ２．５０

９ ０．４５ ０．４４３ ８５４ ５４１ １．３７

１０ ０．７１３ ５ ０．７１６ ５１５ ０６４ ０．４２
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针对 ＢＰ 神经网络的电梯群控传统算法的收敛

速度慢，且易于陷入局部最小值，导致出现聚集效

应、群控系统效率不高等问题的课题研究。 首先在

前人的基础上介绍了一种基于神经网络的多目标优

化模型，在网络模型中将样本数据分别在基于传统

随机梯度下降法的 ＢＰ 神经网络与基于 Ａｄａｍ 算法

的 ＢＰ 神经网络下各自学习，通过仿真测试验证效

果。 从表 １ 中的神经元和激活函数的组合搭配中可

以看出，神经元个数和激活函数的选择会对网络的

预测结果造成一定的影响，根据误差最小值选择为

神经元个数为 ８，激活函数为 Ｓｉｇｍｏｉｄ，以此进行网络

的学习训练和预测。 但训练过程中出现了训练集效

果很好，而测试集误差偏大的现象，因此在网络前向

传播过程中加入了 Ｄｒｏｐｏｕｔ，一定程度上缓解了过拟

合现象的发生，提高了预测的准确率。 基于表 ２ 的

测试结果可以得出，Ａｄａｍ 算法优化后神经网络模

型不仅收敛性更强，训练速度更快，同时更易于挣脱

局部极值的束缚，提高了网络输出的准确率。 在以

多目标优化的基于神经网络的电梯群控系统的基础

上改善了电梯运载效率，达到了优化目的，提升了整

体电梯群控系统的性能。
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本文提出了一种基于系统聚类的特征选择与支

持向量机的组合模型（Ｈ－ＳＶＭ）分类方法，并将实验

结果与 ＳＶＭ 算法进行了比较。 在特征选择阶段，使
用系统聚类来识别乳腺癌的隐藏模式，将数据集与

隐藏模式之间的相似性作为新肿瘤特征数据集，以
此判断待测肿瘤数据是否为恶性肿瘤。 该算法通过

特征提取和选择对原始肿瘤数据集进行降维，在不

减少样本数量的前提下，将其重建为更加紧凑的新

数据集。 实验结果表明，本文提出的算法与仅使用

ＳＶＭ 算法比较，不仅在精确率上由原来的 ９５．３％提

高到 ９７．５％，而且也明显降低了模型的训练时间，由
１５．８９１ ３ ｓ 减少到 ０．２０８ ８ ｓ。

本文使用 Ｈ－ＳＶＭ 对 ＷＤＢＣ 数据集进行诊断的

精确率为 ９７．５％，说明分类算法还存在优化空间。
探索在不增加模型训练时间的前提下，进一步提高

分类精确率将作为下一步的研究方向。
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