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基于轻量化网络的图像超分辨率研究综述

王　 宇， 宁　 媛
（贵州大学 电气工程学院， 贵阳 ５５００２５）

摘　 要： 近几年通过深度学习来进行图像超分辨率的研究越来越多，但更多的研究在于通过改变网络结构的深度和宽度来提

升图像超分的质量，很少有研究采用轻巧而有效的网络来提高超分的效率而不影响其性能。 因此，本文主要阐述几种轻量化

网络，对其原理进行阐述，并对未来图像超分的发展趋势进行了展望。
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０　 引　 言

近年来，为了提升图像的质量，人们从设备着

手，通过对硬件进行升级改造可以提升成像系统性

能，提高图像分辨率。 然而，考虑到各方面的因素，
诸如硬件的制作成本、制作工艺等一些限制，学
者通过研究对原始图像进行图像处理操作来获得更

高分辨率的图像，因此产生了图像超分辨率技

术［１－２］。
基于深度学习的图像 ＳＲ 积累了大量的关注

度，它已经延伸到各种现实世界的应用中。 如医学

成像、视频监控、遥感、图像分类、检测、识别和去噪。
然而，现有的用于图像 ＳＲ 的卷积神经网络一般有

两个局限性：一是网络深度很深，不仅削弱了自下而

上的信息流，而且模型容量大，计算负担大；其二网

络架构往往是前馈式的，使得前几层无法捕捉到后

几层的有用信息，限制了特征学习能力。
因此，根据网络模型中存在的大量冗余参数，研

究者提出了网络模型压缩方法，并将模型压缩方法

分为浅层压缩和深层压缩两大类。 具体分类如图 １
所示。 本文主要从轻量化网络模型出发，介绍提出

的几种轻量化网络模型。
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图 １　 模型压缩分类

Ｆｉｇ． １　 Ｍｏｄｅｌ ｃｏｍｐｒｅｓｓｉｏｎ ｃｌａｓｓｉｆｉｃａｔｉｏｎ

１　 轻量化网络

神经网络轻量化的原则是获得更高效的网络，
优化网络结构和卷积计算，减少网络参数的同时不

损失性能，加强对网络内部的理解。 下面将主要介

绍近年来的几种轻量化压缩网络。
１．１　 ＬＧＣＮ

文献［３］中提出了一种针对 ＳＩＳＲ 的快速轻量

级组卷积网络（ＬＧＣＮ）模型，该模型结构如图 ２ 所

示。 其主要由三部分组成：特征提取网（Ｆ－Ｎｅｔ）、级
联记忆群卷积网（Ｃ－Ｎｅｔ）和重建网（Ｒ－Ｎｅｔ）。 创新

之处主要集中在 Ｃ－Ｎｅｔ 上，即级联多个记忆群卷积



网（ＭＧＣＮ），结构如图 ３ 所示。 具体来说，ＭＧＣＮ 包

含一个记忆单元和一个通道注意单元。 记忆单元由

多个交替的组卷积层和 １×１ 卷积层组成，采用密集

连接的结构建立记忆机制。 与 ＤｅｎｓｅＮｅｔ［４］ 不同，利
用 １×１ 卷积层作为中间层，逐步收集局部信息。 因

此，ＭＧＣＮ 中的 １×１ 卷积层不仅可以对组卷积层的

输出进行线性组合，而且可以逐步收集局部信息。
信道关注单元的灵感来自于挤压和激励网［５］ 的思

想，本文将挤压和激励网［５］ 中的完全连接层替换为

１×１ 卷积层，以更好地模拟通道方面的关系。
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图 ２　 ＬＧＣＮ 整体框架结构
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图 ３　 ＭＧＣＮ 内部结构

Ｆｉｇ． ３　 Ｉｎｔｅｒｎａｌ ｓｔｒｕｃｔｕｒｅ ｏｆ ＭＧＣＮ

　 　 通过实验比较了 ＬＧＣＮ 与几种轻量级 ＳＩＳＲ 方法。
其中包括 Ｂｉｃｕｂｉｃ、ＳＲＣＮＮ［６］、ＶＤＳＲ［７］、ＬａｐＳＲＮ［８］、ＭＳ－
ＬａｐＳＲＮ［９］、ＤＲＲＮ［１０］和 ＩＤＮ［１１］。 实验在 ４ 个基准数据

集上评估了超分辨率图像的平均峰值信噪比（ＰＳＮＲ）
和结构相似度（ＳＳＩＭ）值，其结果见表 １。 在大多数缩

放因子下，提出的 ＬＧＣＮ 方法在大多数数据集上实现

了最佳性能。 模型在 Ｓｅｔ５ 上与 ＩＤＮ 相比，在２×和４×尺
度上的 ＰＳＮＲ 表现稍差。 需要注意的是，Ｓｅｔ５ 数据集

是最小的数据集，只包含 ５ 张图片。 以 ４×尺度为例，模
型在 Ｓｅｔ１４ 数据集上比 ＩＤＮ 高 ０．０５ ｄＢ，在具有挑战性

的 Ｕｒｂａｎ １００ 数据集上比 ＩＤＮ 提高 ０．０８ ｄＢ。 此外，在
所有数据集上，ＬＧＣＮ 在所有缩放因子下都能获得最高

的 ＳＳＩＭ 值，并且能够生成与原始高分辨率图像具有高

度结构相似性的图像。
　 　 此外，还选择了两种非轻量级 ＳＩＳＲ 方法，即
ＳＲＲｅｓＮｅｔ［１２］和 ＥＤＳＲ［１３］进行比较，结果见表 ２。 由

表 ２ 可见，两种方法都优于 ＬＧＣＮ。 这是一个合理

的结果，因为其有更深、更广的网络结构，包含大量

的卷积层和参数。 实际上，ＳＲＲｅｓＮｅｔ 和 ＥＤＳＲ 的参

数分别为 １ ５４３Ｋ 和 ４３ ０００ Ｋ，而 ＬＧＣＮ 的参数只有

６６０ Ｋ。

表 １　 对比最新的 ＳＩＳＲ 算法的量化结果

Ｔａｂ． １　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｑｕａｎｔｉｆｉｃａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｔｈｅ ｌａｔｅｓｔ ＳＩＳＲ ａｌｇｏｒｉｔｈｍ

Ａｌｇｏｒｉｔｈｍ Ｓｃａｌｅ Ｓｅｔ５
ＰＳＮＲ／ ＳＳＩＭ

Ｓｅｔ１４
ＰＳＮＲ／ ＳＳＩＭ

ＢＳＤ １００
ＰＳＮＲ／ ＳＳＩＭ

ｕｒｂａｎ １００
ＰＳＮＲ／ ＳＳＩＭ

Ｂｉｃｕｂｉｃ ２ ３３．６６／ ０．９３０ ３０．２４／ ０．８６９ ２９．５６／ ０．８４３ ２６．８８／ ０．８４１
ＳＲＣＮＮ ２ ３６．６６／ ０．９５４ ３２．４５／ ０．９０６ ３１．３６／ ０．８８８ ２９．５０／ ０．８９５
ＶＤＳＲ ２ ３７．５３／ ０．９５８ ３３．０５／ ０．９１３ ３１．９０／ ０．８９６ ３０．７７／ ０．９１４
ＬａｐＳＲＮ ２ ３７．５２／ ０．９５９ ３３．０８／ ０．９１３ ３１．８０／ ０．８９５ ３０．４１／ ０．９１０
ＤＲＲＮ ２ ３７．７４／ ０．９５９ ３３．２３／ ０．９１３ ３２．０５／ ０．８９７ ３１．２３／ ０．９１９

ＭＳ－ＬａｐＳＲＮ ２ ３７．７２／ ０．９５９ ３３．２４／ ０．９１４ ３２．００／ ０．８９８ ３１．０１／ ０．９１７
ＩＤＮ ２ ３７．８３ ／ ０．９６０ ３３．３０／ ０．９１４ ３２．０８ ／ ０．８９９ ３１．２７ ／ ０．９２０

ＬＧＣＮ（Ｏｕｒｓ） ２ ３７．７５／ ０．９６０ ３３．３１ ／ ０．９１８ ３２．０５／ ０．９０１ ３１．２７ ／ ０．９２４
Ｂｉｃｕｂｉｃ ３ ３０．３９／ ０．８６８ ２７．５５／ ０．７７４ ２７．２１／ ０．７３９ ２４．４６／ ０．７３５
ＳＲＣＮＮ ３ ３２．７５／ ０．９０９ ２９．３／ ０．８２２ ２８．４１／ ０．７８６ ２６．２４／ ０．７９９
ＶＤＳＲ ３ ３３．６７／ ０．９２１ ２９．７８／ ０．８３２ ２８．８３／ ０．７９９ ２７．１４／ ０．８３０
ＬａｐＳＲＮ ３ ３３．８２／ ０．９２２ ２９．８７／ ０．８３２ ２８．８２／ ０．７９８ ２７．０７／ ０．８２８
ＤＲＲＮ ３ ３４．０３／ ０．９２４ ２９．９６／ ０．８３５ ２８．９５／ ０．８００ ２７．５３／ ０．８３７

ＭＳ－ＬａＳＲＮ ３ ３４．０１／ ０．９２４ ２９．９６／ ０．８３６ ２８．９２／ ０．８０１ ２７．３９／ ０．８３５
ＩＤＮ ３ ３４．１１／ ０．９２５ ２９．９９／ ０．８３５ ２８．９５／ ０．８０１ ２７．４２／ ０．８３６

ＬＧＣＮ（Ｏｕｒｓ） ３ ３４．１２ ／ ０．９２６ ３０．０１ ／ ０．８３７ ２８．９６ ／ ０．８０３ ２７．４７／ ０．８４０
Ｂｉｃｕｂｉｃ ４ ２８．４２／ ０．８１０ ２６．００／ ０．７０３ ２５．９６／ ０．６６８ ２３．１４／ ０．６５８
ＳＲＣＮＮ ４ ３０．４８／ ０．８６３ ２７．５２／ ０．７５３ ２６．９１／ ０．７１２ ２４．５３／ ０．７２４
ＶＤＳＲ ４ ３１．３５／ ０．８８２ ２８．０２／ ０．７６９ ２７．２９／ ０．７２６ ２５．１８／ ０．７５３
ＬａｐＳＲＮ ４ ３１．５４／ ０．８８５ ２８．１９／ ０．７７２ ２７．３２／ ０．７２７ ２５．２１／ ０．７５６
ＤＲＲＮ ４ ３１．６８／ ０．８８８ ２８．２１／ ０．７７２ ２７．３８／ ０．７２８ ２５．４４／ ０．７６４

ＭＳ－ＬａｐＳＲＮ ４ ３１．７４ ／ ０．８８８ ２８．２５／ ０．７７３ ２７．４２ ／ ０．７３１ ２５．４５／ ０．７６５
ＩＤＮ ４ ３１．８２ ／ ０．８９０ ２８．２５／ ０．７７３ ２７．４１／ ０．７３０ ２５．４１／ ０．７６３

ＬＧＣＮ（Ｏｕｒｓ） ４ ３１．７９／ ０．８９１ ２８．３０ ／ ０．７８０ ２７．４２ ／ ０．７３５ ２５．４９ ／ ０．７６６

　 注：表中分别为缩放因子 ２×、３×和 ４×的平均 ＰＳＮＲ ／ ＳＳＩＭ。 最好的

性能用粗体标出，次好的性能用下划线标出。
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表 ２　 对比非轻量化网络结果

Ｔａｂ． ２　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｎｏｎ－ｌｉｇｈｔｗｅｉｇｈｔｅｄ ｎｅｔｗｏｒｋ ｒｅｓｕｌｔｓ

Ｓｃａｌｅ ＥＤＳＲ ＳＲＲｅｓＮｅｔ ＬＧＣＮ（Ｏｕｒｓ）

Ｓｅｔ５
２
３
４

３８．１１ ／ ０．９６０
３４．６５ ／ ０．９２８
３２．４６ ／ ０．８９６

３７．８５ ／ ０．９５９
３４．２５ ／ ０．９２５
３２．００ ／ ０．８９１

３７．７５ ／ ０．９６０
３４．１２ ／ ０．９２６
３１．７９ ／ ０．８９１

Ｓｅｔ１４
２
３
４

３３．９２ ／ ０．９１９
３０．２５ ／ ０．８４６
２８．８０ ／ ０．７８７

３３．５５ ／ ０．９１８
３０．２７ ／ ０．８３９
２８．５０ ／ ０．７７９

３３．３１ ／ ０．９１８
３０．０１ ／ ０．８３７
２８．３０ ／ ０．７８０

ＢＳＤ１００
２
３
４

３２．３２ ／ ０．９０１
２９．２５ ／ ０．８０９
２７．７１ ／ ０．７４２

３２．０８ ／ ０．９００
２８．９７ ／ ０．８０３
２７．４９ ／ ０．７３６

３２．０５ ／ ０．９０１
２８．９６ ／ ０．８０３
２７．４２ ／ ０．７３５

Ｕｒｂａｎ１００
２
３
４

３２．９３ ／ ０．９３５
２８．８０ ／ ０．８６５
２６．６４ ／ ０．８０３

３１．９０ ／ ０．９２９
２８．００ ／ ０．８４７
２６．０５ ／ ０．７８１

３１．２７ ／ ０．９２４
２７．４７ ／ ０．８４０
２５．４９ ／ ０．７６６

Ｐａｒｅｍｅｔｅｒｓ ４３ ０００ Ｋ １ ５４３ Ｋ ６６０ Ｋ

　 　 实验同时在 Ｓｅｔ１４ 数据集上进行了四倍缩放因

子的视觉比较，如图 ４ 所示。 在图 ４ 中可以观察到，
大部分的比较方法都会因高频信息的丢失而导致红

框中的花朵出现模糊伪影。 相比之下，ＬＧＣＮ 方法

可以清晰地恢复花上的红点。
　 　 在每个区块训练了不同分组大小，即 Ｇ ＝ １、２
和 ４ 时所提出的 ＬＧＣＮ，并在表 ４ 中显示了它们的

参数和 ＰＳＮＲ。 Ｇ ＝ １ 是无组的标准卷积。 当分组大

小为 ２ 时，性能下降 ０．１１ ｄＢ，对于 ２２２ Ｋ 参数减少。
当分组大小改为 ４ 时，性能比 Ｇ ＝ ２ 时降低 ０．１６ ｄＢ，
参数减少 １１０ ｋ。 可以看出，随着组数的增加，性能

越来越差，而参数数却迅速减少。 因此在最终的

ＬＧＣＮ 模型中选择 Ｇ ＝ ２。 从图 ５ 中可以看出，ＬＧＣＮ
在 Ｇ ＝ ２ 时，实现了一个相对轻量级的模型，同时表

现出了优异的重建质量。

MS-LapSRN IDN SRResNet EDSR LGCN(Ours)

Bicubic SRCNN VDSR LapSRN DRRN

Ground-truthHR

图 ４　 ｓｅｔ１４ 数据集的四倍因子的视觉比较

Ｆｉｇ． ４　 Ｖｉｓｕａｌ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｅ ｆｏｕｒ－ｆｏｌｄ ｆａｃｔｏｒ ｆｏｒ ｔｈｅ ｓｅｔ１４ ｄａｔａｓｅｔ
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图 ５　 模型参数对比

Ｆｉｇ． ５　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｍｏｄｅｌ ｐａｒａｍｅｔｅｒｓ

２．２　 ＦＲＮＮ
２０１９年，ｘｕ［１４］提出了一种基于反馈的轻量级复用神

经网络（ＦＲＮＮ）。 ＦＲＮＮ 是由一系列递归的密集连接块

（ＤＣＢｓ）与低分辨率（ＬＲ）图像特征和输出前的 ＤＣＢ 作

为输入。 每个ＤＣＢ 自适应地融合来自侧面输出中间特

征图的多层次特征，生成强大的特征表示。 同时，ＤＣＢ
级联了一组多尺度残差块（ＭＲＢ），每一个 ＭＲＢ 都有一

个放大的视场，以充分捕捉多尺度的上下文信息。
　 　 图 ６ 介绍了ＭＦＲＳＲ 的网络框架，包括一个上采

样分支和一个残差学习分支。
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图 ６　 ＭＦＲＳＲ 的结构图

Ｆｉｇ． ６　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ｔｈｅ ＭＦＲＳＲ

　 　 上采样分支利用一个简单的双线性上采样核来

调整 ＬＲ 输入的大小，使其与 ＨＲ 输出的大小相同。
残差学习分支由 ＬＲ 特征提取块（ＬＲＦＥＢ）组成。
　 　 如图 ８ 所示，密集连接块包含 Ｎ 个多尺度残差

快，展示了 ＭＲＢ 的内部结构，利用不同的内核来捕

捉具有跳转连接的多尺度上下文信息。

图 ７　 ＤＣＢ 结构

Ｆｉｇ． ７　 ＤＣＢ ｓｔｒｕｃｔｕｒｅ

图 ８　 ＭＲＢ 结构

Ｆｉｇ． ８　 ＭＲＢ ｓｔｒｕｃｔｕｒｅ

　 　 针对几种算法（ ＳＲＣＮＮ、ＶＤＳＲ、ＭＳＲＮ［１５］、Ｄ －
ＤＢＲＮ［１６］、ＳＲＦＢＮ［１７］）进行了仿真实验。 由图 ９ 可

以看出，其它几种算法都会产生更多错误的文本方

向或令人不快的伪影。 相比之下，ＭＦＲＳＲ 能够生成

精确和真实的 ＳＲ 图像，准确地重建细节。
　 　 文献［１４］的创新之处在于：

（１）提出了一种基于反馈的轻量级 ＲＮＮ，用于

高精度的 ＳＩＳＲ。 该网络充分利用了 ＬＲ 图像中丰富

的多尺度上下文信息，生成了强大的特征呈现，这对

于精确的 ＳＩＳＲ 来说至关重要。
（２）设计了一种新型的多核融合机制，能够在

多尺度输入的情况下动态调整输出特征表征的感受

野大小。 因此，网络不需要通过加深层数来扩大输

出表征的接受场大小，从而实现模型容量的轻量化。
（３）提出的 ＭＦＲＳＲ 是轻量级的，只有 ４．５Ｍ 的

参数，如图 １０ 所示。 但却在 ５ 个基准数据集上的

ＰＳＮＲ 和 ＳＳＩＭ 方面达到了最先进的性能。

图 ９　 不同算法实验效果对比

Ｆｉｇ． ９　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｅ ｅｘｐｅｒｉｍｅｎｔａｌ ｅｆｆｅｃｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ａｌｇｏｒｉｔｈｍｓ
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图 １０　 不同算法 ＰＳＮＲ 对比

Ｆｉｇ． １０　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ａｌｇｏｒｉｔｈｍｓ ＰＳＮＲ

２．３　 ＡＭＳＲＮ
Ｌｉｕ［１８］提出了一种针对 ＳＩＳＲ 的轻量级网络，即

基于注意力的多尺度残差网络（ＡＭＳＲＮ）。 整个网

络的主框架由一个残差空间金字塔池化（ＡＳＰＰ）块
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以及一个空间和信道感知的注意力残差（ＳＣＡＲ）块
交替堆叠构成。 残差 ＡＳＰＰ 块利用不同扩张率的平

行扩张卷积，来达到捕捉多尺度特征的目的。 ＳＣＡＲ
块在双层卷积残差块的基础上增加了通道注意力

（ＣＡ）和空间注意力（ＳＡ）机制。 此外，在 ＳＣＡＲ 块

中还引入了分组卷积，在防止过拟合的同时进一步

降低参数。 同时还设计了一个多尺度特征注意模

块，为浅层特征提供指导性的多尺度注意信息。 特

别是提出了一种新颖的升标模块，采用双路径联合

使用亚像素卷积层和最近插值层，对特征进行升标，
而不是单独使用解卷积层或亚像素卷积层。
　 　 为了使网络集中在重要的特征上以增强其表示

能力，根据通道和空间位置的相互依赖性，设计了一

个空间和通道感知的注意力残差块，将 ＳＡ 单元和

ＣＡ 单元结合成残差块。 图 １１ 描述了所提出的空间

和通道感知注意力模块。

Channelattention

Spatialattention

图 １１　 空间－通道注意力模块结构

Ｆｉｇ． １１　 Ｓｐａｔｉａｌ－ｃｈａｎｎｅｌ ａｔｔｅｎｔｉｏｎ ｍｏｄｕｌｅ ｓｔｒｕｃｔｕｒｅ

　 　 ＡＭＳＲＮ 的框架如图 １２ 所示，其中包括 ５ 个部

分：初始特征提取阶段、多尺度特征提取阶段、深层

特征提取阶段、上尺度特征提取阶段以及重建阶段。

HRImageLRImage

图 １２　 ＡＭＳＲＮ 的整体结构

Ｆｉｇ． １２　 Ｏｖｅｒａｌｌ ｓｔｒｕｃｔｕｒｅ ｏｆ ｔｈｅ ＡＭＳＲＮ

　 　 定量的角度对提出的 ＡＭＳＲＮ 模型与一些最先

进的方法进行评估，包括 ＳＲＣＮＮ、ＶＤＳＲ、ＤＲＣＮ［１９］、
ＬａｐＳＲＮ、 ＭｅｍＮｅｔ［１９］、 ＥＤＳＲ、 ＣＡＲＮ［２０］、 ＭＳＲＮ、
ＤＣＳＲ［２１］、ＡＷＳＲＮ［２２］和 ＤＡＤＮ［２３］。
　 　 图 １３ 描述了 Ｓｅｔ１４ 图像的平均 ＰＳＮＲ 与运行时

间的权衡。 值得注意的是，所提出的方法在保证重

建性能的前提下，速度相对较快。
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图 １３　 不同方法的精度和速度的比较

Ｆｉｇ． １３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ａｃｃｕｒａｃｙ ａｎｄ ｓｐｅｅｄ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｅｔｈｏｄｓ

　 　 通过实验，Ｌｉｕ［１８］ 提出的模型达到了与最先进

的方法相媲美的效果，网络非常轻巧。 然而，在升级

因子较大的情况下存在不足。
２．４　 ＬＩＮ

Ｚｈａｏ 等［２４］提出了一种轻量化横向抑制网路来

进行精准磁共振（ＭＲ）图像超分辨率（ＳＲ）。 所提出

的网络是受横向抑制机制的启发，其假设相邻神经

元之间存在抑制效应。 网络的主干由若干个侧向抑

制块组成。 其中，抑制效果是由一个级联的局部抑

制单元明确实现的。 当模型规模较小时，明确抑制

特征激活，能进一步探索模型的表达能力。 为了更

有效地提取特征，还使用了多个并行的扩张卷积，直
接从输入图像中提取浅层特征。

为了提取不同接受场的浅层特征大小，在特征提

取子网中使用一组 ３×３ 稀释率不同的 ｃｏｎｖ 层，如图 １４
所示，只应用一个 ３×３ 的 ｃｏｎｖ 层来重建最终输出。
　 　 通过适度的模型参数和计算开销，实现了高精度

和快速的 ＳＲ 重建。 在横向抑制机制的激励下，设计

了一个局部抑制单元（ＬＩＵ），明确地对特征图进行抑

制调节，减轻了模型的表示负担。 通过整合不同接受

场大小的浅层特征，提升了模型性能。 通过这种策略

增加提取特征的多样性。 将侧向抑制机制与浅层特
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征提取相结合策略提高了深度模型的性能。
　 　 通过对几种典型图像超分辨率算法（ＮＬＭ［２５］、
ＳＲＣＮＮ、ＶＤＳＲ、 ＩＤＮ、ＲｅｃＮｅｔ［２６］、 ＦＳＣＷＲＮ［２７］ ） 进行

实验对比分析，这些方法的定量结果直接利用峰值

信噪比（ＰＳＮＲ）和结构性分析，并且只比较与 ＬＩＮ
模型参数数量大致相似的模型。 此外，还采用了几

何自编的技巧来进一步提高模型的性能，在这种情

况下，其被表示为 ＬＩＮ＋，见表 ３。

LaternalInhibition
Block（LIB）

Upscale
Module

1?1
Conv

3?3
Conv

Dilated
3?3Conv

Channel
Concat

Long-TermSkipConnection

x

y

x0 x1 xI xn xn+1

图 １４　 横向抑制网络的整体结构

Ｆｉｇ． １４　 Ｏｖｅｒａｌｌ ｓｔｒｕｃｔｕｒｅ ｏｆ ｔｈｅ ｔｒａｎｓｖｅｒｓｅ ｓｕｐｐｒｅｓｓｉｏｎ ｎｅｔｗｏｒｋ
表 ３　 几种典型 ＳＲ 模型之间的定量比较

Ｔａｂ． ３　 Ｑｕａｎｔｉｔａｔｉｖｅ ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ ｓｅｖｅｒａｌ ｔｙｐｉｃａｌ ＳＲ ｍｏｄｅｌｓ

　 　 根据表 ４，执行最慢的是 ＮＬＭ，因为其是基于迭

代优化处理的。 此外，基于深度 ＣＮＮ 方法的运行时

间也很相似，都是每卷小于 ５ ｓ。 本文模型的效率与

其它快速模型相当。 例如，ＩＤＮ 和 ＲｅｃＮｅｔ ，由于这

些模型规模相似，提出的 ＬＩＮ 和 ＬＩＮ＋的性能明显优

于这些模型，见表 ３。 该模型不仅在 ＳＲ 性能上有很

高的准确性，而且在应用中也有实际作用。

表 ４　 比较模型处理的运行时间

Ｔａｂ． ４　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｍｏｄｅｌ ｐｒｏｃｅｓｓｉｎｇ ｒｕｎｔｉｍｅｓ

ｓｃａｌｅ Ｂｉｃｕｂｉｃ ＮＬＭ ＳＲＣＮＮ ＶＤＳＲ ＩＤＮ ＲｅｃＮｅｔ ＦＳＣＷＲＮ ＬＩＮ

ｒ ＝ ２ ０．１５４３ ９０．４２３ ８ ０．３０２ １ １．７６４ ４ ０．８１２ ３ ０．８２３ １ ２．１９０ ６ ０．８５０ １

ｒ ＝ ３ ０．１５７ ８ ６３．５３５ ７ ０．３２１ １ ２．６４８ ８ ０．４４１ ５ ０．９６５ ２ １．１４０ ３ ０．９６８ ９

ｒ ＝ ４ ０．１６１ ０ ４６．０３５ ８ ０．３２８ ４ ２．４１３ １ ０．２７７ ３ １．０２７ ７ ０．７４７ ７ １．０７８ ８
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　 　 在不同的 ＭＲ 图像上进行的广泛实验表明（如
图 １５），所提出的模型优于其他轻量级 ＳＲ 模型。 由

于模型规模和性能之间更好的权衡，ＬＩＮ 模型更适

合现实世界的应用和部署。

28.51/0.8957 29.87/0.922430.44/0.9306 31.44/0.9428 31.73/0.0460 31.76/0.9467 32.11/0.950732.17/0.9510 32.31/0.9524 PSNR/SSIM

Bicubic NLM SRCNN VDSR IDN RecNet FSCWRN LIIN[Ours] LIIN[Ours] GroundTruth

图 １５　 多种模型实验仿真

Ｆｉｇ． １５　 Ｅｘｐｅｒｉｍｅｎｔａｌ Ｓｉｍｕｌａｔｉｏｎ ｏｆ Ｖａｒｉｏｕｓ Ｍｏｄｅｌｓ

３　 结束语

本文介绍了几种轻量化网络模型，这一些网络

模型在很大程度上都比传统的神经网络在网络参

数、视觉效果上都有很明显的优势。 特别是在移动

设备上的应用，小型化的神经网络的研究将会使得

移动设备图像超分辨率拥有更广泛的发展前景。 特

别是解决传统神经网络运算需求过大而无法在移动

设备上高效运行的问题，但是其具有任务单一、泛化

性差的缺点，因此，未来需要对网络搜索算法进行研

究，在不同的应用场景下，可以根据网络搜索对该场

景下最优的轻量化网络进行搜索并应用，使得不同

的轻量化网络都能发挥出其最优的性能。 基于轻量

化网络搜索的超分辨率将是未来的一个研究方向。
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７第 １１ 期 王宇， 等： 基于轻量化网络的图像超分辨率研究综述


