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基于 ＢｉＧＲＵ 与方面注意力模块的情感分类方法

宋焕民， 张云华
（浙江理工大学 信息学院， 杭州 ３１００１８）

摘　 要： 方面级别的情感分析已广泛应用于文本信息挖掘， 但目前广泛使用的 ＬＳＴＭ（Ｌｏｎｇ Ｓｈｏｒｔ－Ｔｅｒｍ Ｍｅｍｏｒｙ）循环神经网

络在处理方面级情感分类任务时，不能充分学习文本上下文信息，且存在模型计算复杂、训练时间长的问题。 针对该问题，本
文提出利用双向门控循环神经网络与方面注意力模块结合的情感分类方法。 双向门控循环神经网络参数更少，模型训练更

快，可以有效提取文本深层次的信息； 将注意力操作与方面信息相结合， 能充分提取特定方面的信息。 该方法在 ＳｅｍＥｖａｌ
（Ｓｅｍａｎｔｉｃ Ｅｖａｌｕａｔｉｏｎ） 数据集上的实验结果表明，相对现有的方面级情感分析方法，能有效提升处理速度和优化情感分类效

果。
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０　 引　 言

方面级别的情感分类是情感分析中的一项细粒

度任务［１］，它能够提供更完整， 更深入的结果。 本

文在方面级别的情感分类任务中发现，句子的情感

极性与句子内容以及所属的方面高度相关。 例如，
句子 “ Ｉ ｌｉｋｅｄ ｔｈｅ ｓｅｒｖｉｃｅ ａｎｄ ｔｈｅ ｓｔａｆｆ， ｂｕｔ ｎｏｔ ｔｈｅ
ｆｏｏｄ”中包含“ｓｅｒｖｉｃｅ”和“ｆｏｏｄ”两个方面。 “ｓｅｒｖｉｃｅ”
方面它是积极的， 而在“ ｆｏｏｄ”方面则是消极的。 同

一个句子中不同方面的情感极性可能不同， 甚至是

相反的。 神经网络已在各种 ＮＬＰ（Ｎａｔｕｒａｌ Ｌａｎｇｕａｇｅ
Ｐｒｏｃｅｓｓｉｎｇ）任务中达到了非常好的性能［２］。 如机器

翻译、语义识别和智能问答等。 但是， 处理方面级

别情感分类的神经网络模型还处在初期阶段。 Ｚｈｏｕ
等人［３］ 提出基于特定方面的关系分类模型；Ｌｉｕ 等

人［４］利用区域卷积神经网络和分层长短期记忆网

络结合的深度分层网络模型，处理方面情感分析任

务。 现有方法可以提取特定方面的隐藏特征信息，
但每次只能处理句子的一个特定方面。 对于包含多

个不同方面的句子需要重复输入，存在计算及训练

时间过长的问题。
为了解决上述问题，本文提出基于 ＢｉＧＲＵ 结合

方面注意力模块［５］的情感分类模型。 首先采用双向

ＧＲＵ 神经网络编码输入，然后使用多个方面注意力

模块解码获得分类结果。 解码时，多个方面注意力

模块可以同时对句子中不同方面进行情感分类，解
决了传统方法重复输入的问题。 将句子的输入向量

通过 ＢｉＧＲＵ 层编码， 缩短了模型的训练时间；
ＢｉＧＲＵ 层的输出向量结合注意力机制，能充分提取

句子的关键信息，取得更好的分类效果。
１　 相关工作

机器学习的方法已较广泛地被用于方面级情感

分析任务。 如 Ｖｏ 等人［６］ 采用多种词向量、情感词



典和池化函数， 以自动特征抽取方式，提取对应方

面的情感极性。 Ｋｉｒｉｔ 等人［７］ 采用情感词典结合

ＳＶＭ 的方式，抽取方面级的情感极性。 但是，机器

学习方法基于复杂的特征工程， 且依赖于大规模的

文本预处理。
近年来，深度学习在自然语言处理任务中表现

优异，相比机器学习方法，极大的减轻了模型对特征

工程的依赖，是目前处理情感分类问题的主流方法。
如 Ｔａｎｇ 等人［８］提出的以目标词为中心，将文本拆分

为两部分，分别以正序和倒序输入到 ＬＳＴＭ 中的 ＴＤ
－ＬＳＴＭ 模型。 相比传统的 ＬＳＴＭ 模型不仅效果更

佳，且提出的 ＴＣ－ＬＳＴＭ 模型在 ＴＤ－ＬＳＴＭ 的基础

上，让目标词与上下文之间关联，能达到更好的效

果。 Ｂａｏ 等人［９］提出了基于双向 ＬＳＴＭ 网络和词语

位置信息权重建模模型， 相较于传统 ＬＳＴＭ 模型及

利用手工特征的机器学习算法效果更好。 Ｗａｎｇ 等

人［１０］提出基于注意力机制的 ＬＳＴＭ－ＡＴＴ 模型，该模

型能够根据不同方面关注句子的不同部分，在方面

级情感分析任务中取得了较好的效果。 Ａｕｇｅｎｓｔｅｉｎ
等人［１１］提出的 ＢｉＬＳＴＭ 网络模型，能同时捕捉词语

的前后时序关系，获得词语间的前后依赖关系。 刘

洋等人［１２］基于 ＧＲＵ 网络对时间序列建模，有效提

高了预测的准确性；李骁等人［１３］ 采用 ＢｉＧＲＵ 网络

处理互联网信息输入序列，能快速准确的提取信息；
Ｒｏｚｅｎｔａｌｄ 等人［１４］提出了 ＢｉＧＲＵ 网络结合卷积神经

网络的模型，经过多次池化操作再提取文本特征信

息进行文本分类。
综上所述，相关工作大多集中在 ＢｉＬＳＴＭ 或

ＢｉＧＲＵ 神经网络结合 ａｔｔｅｎｔｉｏｎ 模型的研究上，且在

情感分类任务上有不错的表现。 本文方法是以前人

研究成果为基础，采用结构简单、计算量少、所需存

储空间小的 ＢｉＧＲＵ 神经网络和方面注意力模块混

合的网络模型，用于方面情感分析。 该方法能使句

子中的不同方面同时输入模型并同时处理，为此采

用了多个方面注意力模块。 每个方面注意力模块具

有独立的方面信息及注意力参数， 能对特定方面的

特征信息进行提取，能够很好的识别不同方面的情

感极性。
２　 相关技术及 ＢｉＧＲＵ－ＡＡＭ 模型

２．１　 相关技术

２．１．１　 ＧＲＵ
由于 ＬＳＴＭ 内部结构复杂计算量大，在模型训

练上不仅需要的时间长，而且模型所需参数也较多。
２０１４ 年 ＧＲＵ 模型被提出，其模型结构如图 １ 所示。
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图 １　 ＧＲＵ 神经元结构

Ｆｉｇ． １　 ＧＲＵ ｎｅｕｒｏｎ ｓｔｒｕｃｔｕｒｅ

　 　 ＧＲＵ 模型结构简单，收敛性好；合并了 ＬＳＴＭ
的隐层状态和单元状态，需要更少的参数，且效果不

低于 ＬＳＴＭ 模型。 该模型由两个门控单元组成，一
个门控控制更新，另一个门控控制重置。 更新控制

被带入的前一时刻的状态信息程度； 重置控制前一

时刻的隐层信息被忽略的程度，忽略的信息越多值

越小。 ＧＲＵ 模型更新方式如下：
ｚｔ ＝ σ（Ｗｚ·［ｈｔ －１， ｘｔ］， （１）
ｒｔ ＝ σ（Ｗｒ·［ｈｔ －１， ｘｔ］， （２）

ｈｔ ＇ ＝ ｔａｎｈ（Ｗ·［ ｒｔ∗ｈｔ －１， ｘｔ］， （３）
ｈｔ ＝ （１ － ｚｔ）∗ｈｔ －１ ＋ ｚｔ∗ｈｔ ＇． （４）

　 　 其中， ｚｔ 为更新门控在 ｔ 时刻的状态； ｒｔ 为重置

门控在 ｔ 时刻的状态； ｈｔ ＇ 是 ｔ 时刻对应的候选激活

状态； ｈｔ 是 ｔ 时刻的激活状态； ｈｔ －１是（ ｔ － １） 时刻

的隐层状态。
２．１．２　 ＢｉＧＲＵ

文本情感分类任务中，要求模型能充分学习文

本上下文的信息， 将前一时刻的状态及后一时刻的

状态关联，得出当前时刻的状态， 以提取文本深层

次的特征。 ＢｉＧＲＵ 是由两个单向的、方向相反的

ＧＲＵ 构成。 每一时刻，两个方向相反的 ＧＲＵ 同时处

理输入，共同决定当前时刻的输出。 图 ２ 展示了一

个沿着时间展开的 ＢｉＧＲＵ 网络， 其中每个时间步 ｔ
的输入为 ｘｔ。

如图 ２ 所示，把 ＢｉＧＲＵ 看作两个单向的 ＧＲＵ，

则前向隐层状态 ｈ
➝

ｔ －１ 和反向隐层状态 ｈ
􀲓

ｔ －１ 加权求

和，得到 ｔ 时刻的隐层状态。 相关计算如式（５）－ 式

（７）：

ｈ
➝

ｔ ＝ ＧＲＵ（ｘｔ，ｈ
➝

ｔ －１）， （５）

ｈ
􀲓

ｔ ＝ ＧＲＵ（ｘｔ，ｈ
􀲓

ｔ －１）， （６）

ｈｔ ＝ ｗ ｔｈ
➝

ｔ ＋ ｖｔｈ
􀲓

ｔ ＋ ｂｔ ． （７）
　 　 公式中的 ＧＲＵ（）函数表示对输入的词向量进
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行非线性变换，对词向量编码， 得到对应的隐层状

态；ｗ ｔ是 ｔ 时刻双向 ＧＲＵ 的前向隐层状态的权重，ｖｔ
是相应的反向隐层状态的权重； ｂｔ是 ｔ 时刻隐层状

态的偏置。

xt-1 xt xt+1

GRU

GRU

contact

ht-1 ht

contact

GRU

GRU GRU

GRU

contact

ht+1输出层

拼接层

后向GRU

前向GRU
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图 ２　 ＢｉＧＲＵ 神经网络结构

Ｆｉｇ． ２　 ＢｉＧＲＵ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

２．２　 ＢｉＧＲＵ－ＡＡＭ 模型

ＢｉＧＲＵ －ＡＡＭ 模型是一个编码解码器结构，如
图 ３ 所示。 输入层和 ＢｉＧＲＵ 层是编码器部分，解码

器部分是由多个方面注意力模块构成。
　 　 该方法由如下几步完成：

（１）输入

对输入进行预处理，通过词嵌入操作，用词向量

表示每个词。
（２）ＢｉＧＲＵ 层

ＢｉＧＲＵ 神经网络从 ２ 个方向对输入进行语义

特征提取，得到每个时间步上的隐层状态和句子的

向量表示。
（３）方面注意力模块

ＢｉＧＲＵ 层输出的隐层状态结合方面信息， 通过

注意力操作，可以得到句子特定方面的向量表示。
（４）输出

特定方面的向量表示在全连接层利用 ｓｏｆｔｍａｘ
函数处理，得到句子的最终分类结果。

本文的情感分类任务是判断输入句子中的各个

方面的情感极性。 每个方面信息投影为一个多维连

续的值向量， 第 ｉ 个方面的方面向量可以表示为 ｖａ，ｉ
∈ Ｕｋ， ｋ 是方面向量的维度。
２．２．１　 编码器

编码器部分提取句子的语义特征，包括向前和

向后的两个方向。 通过 ＢｉＧＲＵ 网络， 获取第 ｔ 个时

间步上的隐藏层状态 ｈｔ，对于长度为 ｎ的句子，隐藏

层输出矩阵为：Ｈ ＝ ［ｈ１，ｈ２，…，ｈｎ］，即 Ｈ ∈ Ｕｄ ｘ ｎ。
其中，ｈｔ ∈Ｕｄ，ｄ为 ＢｉＧＲＵ输出维度。 利用式（８） 计

算句子的整体向量 ｖｓ。

ｖｓ ＝
１
ｎ∑

ｎ

ｔ ＝ １
ｈｔ ． （８）

rN

PN

r2

r1
P1

P2

Vs

编码器 解码器

方面注意
力模块N

方面注意
力模块2

方面注意
力模块1

双向GRUWord
embedding

图 ３　 ＢｉＧＲＵ－ＡＡＭ 模型结构

Ｆｉｇ． ３　 ＢｉＧＲＵ－ＡＡＭ ｍｏｄｅｌ ｓｔｒｕｃｔｕｒｅ

２．２．２　 解码器

解码器部分是多个方面注意力模块，分别对应

数据集的不同方面。 对于包含多个方面的句子，编
码获得的输出 Ｈ 分别送入对应的方面注意力模块

中。 方面向量 ｖａ，ｉ 是每个方面注意力模块中的方面

信息。 各个方面的注意力模块独立执行操作，提取

特定方面的隐藏特征。 方面注意力模块由注意力部

分、概率部分及重构部分组成，结构如图 ４ 所示。

pi

ri

softmaxlinearAttention
H

方面信息
Vc,i

图 ４　 方面注意力模块

Ｆｉｇ． ４　 Ａｓｐｅｃｔ ａｔｔｅｎｔｉｏｎ ｍｏｄｕｌｅ

　 　 注意力部分将方面向量 ｖａ，ｉ 与输入 Ｈ 中的各个

隐层状态拼接，然后执行注意力操作。 加权平均获

的特定方面文本的向量用 ｖｃ，ｉ 表示，计算公式如下：
ｔｔ，ｉ ＝ ｔａｎｈ（ｗａ，ｉ［ｈｔ，ｖａ，ｉ］ ＋ ｂａ，ｉ， （９）

ａｔ，ｉ ＝
ｅｘｐ（ｕｔ，ｉ）

∑ ｎ

ｊ ＝ １
ｅｘｐ（ｕ ｊ，ｉ）

， （１０）

ｖｃ，ｉ ＝ ∑ ｎ

ｔ ＝ １
ａｔ，ｉｈｔ ． （１１）

　 　 其中， ｉ 表示第 ｉ 个方面注意力模块； Ｗａ，ｉ ∈
Ｕｄ ＋ ｋ 表示注意力的权重矩阵； ｂ ａ， ｉ∈ Ｕ表示注意力

的偏置。
概率部分得到各个情感极性的分类概率。 特定

方面文本的向量 ｖｃ， ｉ 经过全连接层，由 ｓｏｆｔｍａｘ 函数

计算输入样本在每个分类上的概率并输出。 计算

公式如下：
ｐｉ ＝ ｓｏｆｔｍａｘ（ｗｐ，ｉｖｃ，ｉ ＋ ｂｐ，ｉ）， （１２）

　 　 其中， ｐｉ ＝ ［ｐ ｉ， １，ｐｉ， ２，…，ｐ ｉ， Ｃ ］； Ｗｐ， ｉ ∈ ＵＣ×ｄ
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是全连接层的权重矩阵； ｂｐ， ｉ ∈ ＵＣ 是全连接层的偏

置； ｃ 是类别数。
重构部分对有关特定方面文本的向量 ｖｃ， ｉ 进行

重构，得到句子整体向量 ｖｓ在特定方面的情感分类

的新向量。 通过分类概率对 ｖｃ， ｉ 重构， 可以获得多

个重构文本， 重构文本的向量 ｒｉ ＝ ［ ｒｉ，１，ｒｉ，２， …，
ｒｉ，Ｃ］， 计算公式如下：

ｒｉ， ｊ ＝ ｐｉ， ｊｖｃ， ｉ ． （１３）
　 　 其中， ｒｉ， ｊ ∈ Ｕｄ，ｊ ＝ １，２，…，ｃ 是类别数。
２．３　 模型训练

ＢｉＧＲＵ－ＡＡＭ 网络模型的训练采用 Ｐｙｔｏｒｃｈ 深

度学习框架，编程语言为 Ｐｙｔｈｏｎ３． ６； 运行环境为

Ｐｙｃｈａｒｍ Ｕｂｕｎｔｕ１６ 系统，内存大小为 １６ＧＢ。 实验模

型的训练使用反向传播算法，利用式（１２）中的损失

函数优化模型。 该损失函数由 ２ 个折页损失函数组

成。 Ｌ（θ） 函数让每个方面注意力模块输出中，真实

情感极性概率尽可能大，且让其它类别的概率尽可

能小； Ｊ（θ） 函数使每个方面注意力模块输出的重

构文本的向量表示中， 真实情感极性的向量表示与

句子整体向量表示 ｖｓ 趋近。 计算过程如下：
Ｒ（θ） ＝ Ｌ（θ） ＋ Ｊ（θ）， （１４）

Ｌ（θ） ＝ ∑ｍ∑ ｉ∑ ｊ≠ｙｍ，ｉ
ｍａｘ（０，１ － ｐｉ，ｙｍ，ｉ

＋ ｐｉ， ｊ），

（１５）

Ｊ（θ） ＝ ∑ｍ∑ ｉ∑ ｊ≠ｙｍ，ｉ
ｍａｘ（０，１ － ｖｓｒｉ，ｙｍ，ｉ

＋ ｖｓｒｉ， ｊ） ．

（１６）
　 　 其中， ｍ 表示第 ｍ 个输入样本，ｙｍ，ｉ表示第 ｍ 个

输入样本在第 ｉ 个方面的真实情感极性。
３　 实验与分析

３．１　 实验数据

由于方面情感分类任务需要判断其不同的方面

的情感极性，实验采用 ＳｅｍＥｖａｌ２０１４ 任务 ４ 中的

ｒｅｓｔａｕｒａｎｔｓ 数据集进行。 在 ｒｅｓｔａｕｒａｎｔ 数据集中，包
括 ５ 个方面和 ３ 种情感极性，数据中每个句子涉及

一个或多个不同方面。 实验数据详情见表 １。
表 １　 ｒｅｓｔａｕｒａｎｔｓ数据集

Ｔａｂ． １　 Ｄａｔａ ｓｅｔ

方面
Ｐｏｓｉｔｉｖｅ

Ｔｒａｉｎ Ｔｅｓｔ

Ｎｅｇａｔｉｖｅ

Ｔｒａｉｎ Ｔｅｓｔ

Ｎｅｕｔｒａｌ

Ｔｒａｉｎ Ｔｅｓｔ

Ｆｏｏｄ ８６７ ３０２ ２０９ ６９ ９０ ３１
Ｓｅｒｖｉｃｅ ３２４ １０１ ２１８ ６３ ２０ ３
Ｐｒｉｃｅ １７９ ５１ １１５ ２８ １０ １

Ａｍｂｉｅｎｃｅ ２６３ ７６ ９８ ２１ ２３ ８
Ａｎｅｃｄｏｔｅｓ ５４６ １２７ １９９ ４１ ３５７ ５１

总计 ２１７９ ６５７ ８３９ ２２２ ５００ ９４

３．２　 实验设置

实验中，词向量采用 ｗｏｒｄ２ｖｅｃ 技术［１５］ 进行初

始化，单词向量的维数、方面嵌入及隐藏层大小均为

３００。 采用均匀分布 Ｕ（ － ０．０１， ０．０１） 进行采样，来
初始化其他参数。 训练的更新规则采用 Ｋｉｎｇａｍ 等

人［１６］提出的 Ａｄａｍ 规则。 训练过程中使用 ｄｒｏｐｏｕｔ
机制防止数据的过拟合。 批处理大小为 ２５，初始学

习率为 ０．０１。
３．３　 实验结果分析

为验证本文方法的有效性， 将本文提出的

ＢｉＧＲＵ －ＡＡＭ 模型与 Ｂｉ － ＬＳＴＭ、ＡＴＡＥ － ＬＳＴＭ 和

ＢＬＳＴＭ－ ＡＡＭ 等经典情感分析模型，在 ｒｅｓｔａｕｒａｎｔ 数
据集上进行对比实验。 实验结果见表 ２。

表 ２　 不同模型的实验结果

Ｔａｂ． ２　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ

模型 指标
情感极性

Ｐｏｓｉｔｉｖｅ Ｎｅｇａｔｉｖｅ Ｎｅｕｔｒａｌ
ｔｉｍｅ ／ ｓ

ＢｉＬＳＴＭ 精确率 ／ ％ ９０．０２ ８０．２４ ３６．５２

查全率 ／ ％ ８４．１５ ７７。 ６ ５２．７５

Ｆ１ 值 ８６．９９ ７８．９０ ４３．１６ １２６２

ＡＴＡＥ－ＬＳＴＭ 精确率 ／ ％ ９１．２１ ８１．５８ ４２．１３

查全率 ／ ％ ８６．６１ ７７．１４ ５９．６２

Ｆ１ 值 ８８．８５ ７９．３０ ４９．３７ １３１６

ＢＬＳＴＭ－ＡＡＭ 精确率 ／ ％ ８９．８１ ８１．５２ ５６．３２

查全率 ／ ％ ９０．１ ８１．７２ ５１．９５

Ｆ１ 值 ８９．９５ ８１．６２ ５４．０５ １５８２

ＢｉＧＲＵ－ＡＡＭ 精确率 ／ ％ ９０．１５ ８３．７２ ５８．２１

查全率 ／ ％ ８９．９６ ８１．１１ ５２．６４

Ｆ１ 值 ９０．０５ ８２．３９ ５５．２９ １１１５

　 　 实验结果对比可以看出，加入方面信息或使用

注意力机制，能明显改善分类效果。 体现在评价指

标性能方面，就是提高准确率、查全率、 Ｆ１ 值。 但

是，由于 ａｔｔｅｎｔｉｏｎ 层突出信息的功能是通过不断加

权计算进行的，因此增加了时间代价。 ＢＬＳＴＭ －
ＡＡＭ 模型的时间代价相对较高。 因 ＢＬＳＴＭ 神经网

络计算相对复杂，增加了计算时间，并且 ａｔｔｅｎｔｉｏｎ 层

在突出重点信息的同时也增加了加权计算时间。
ＢｉＧＲＵ－ ＡＡＭ 模型在实验的评价指标方面优于

ＢＬＳＴＭ－ＡＡＭ，这两个实验模型均结合了 ａｔｔｅｎｔｉｏｎ
层，且具有相同的模型结构； 不同的是前一个模型

第一层采用 ＢｉＧＲＵ 神经网络，另一个采用 ＢｉＬＳＴＭ
神经网络。 由实验结果可以看出，由于 ＢｉＧＲＵ 神经

网络比 ＢｉＬＳＴＭ 神经网络结构简单，减少了计算及

参数，使之达到更快的收敛速度。 在时间代价指标

６８ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １０ 卷　



上，从 Ｆ１ 指标上可以发现，ＢｉＧＲＵ 与 Ａｔｔｅｎｔｉｏｎ 的结

合更有效，在方面级情感分类任务中效果更优。
４　 结束语

本文提出一种基于 ＢｉＧＲＵ 与方面注意力模块

的情感分类方法，与广泛使用的 ＢｉＬＳＴＭ 网络结合

ａｔｔｅｎｔｉｏｎ 的混合模型相比，本文方法能够提高方面

级情感分类的准确率并降低损失率，取得很好的 Ｆ１
评价指标，达到了较好的分类效果，有效地降低了模

型的训练时间。 实验结果表明 ＢｉＧＲＵ 结合 ａｔｔｅｎｔｉｏｎ
的有效性以及本文方法在方面级情感分类的有效

性。
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４　 结束语

针对自然采样法需要求解复杂的超越方程，规
则采样法采样精度低等特性，本文采用了不规则采

样的方法，并且通过使用 ＴＭＳ３２０Ｆ２８３３５ 控制器的

浮点计算可以快速运算出结果，并在示波器上显示

ＳＰＷＭ 波形。 通过实验和仿真，证明变压变频调速

的可行性，具有一定的实际意义和理论价值。
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