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摘　 要:
 

对糖尿病风险的准确预判能够促使病患及时干预与治疗,减轻痛苦与降低感染并发症的风险,本文探讨数据挖掘技

术在糖尿病风险预测与辅助诊断的适用性。 基于疾病特征选择剖析特征在疾病诊断中的重要性,进一步利用随机森林等机

器学习算法预测糖尿病患病风险。 针对 Sylhet 糖尿病数据集的分析发现,利用 SVM-RFE 筛选出 7 个疾病相关特征,特征数

量降低 56%;以疾病相关特征为输入运用 5 类机器学习算法训练实现对糖尿病进行风险预测,各类算法预测准确率在 90%以

上,其中随机森林算法表现最优,在十折交叉验证中准确率为 95. 3%, F1 - Score 为 96. 2%,AUC 为 0. 980。 实验结果表明,机
器学习算法能够准确地预测糖尿病患病风险;以疾病特征选择获得诊断特征作为算法输入,在保证准确率的同时提升了诊断

效率。
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Abstract:
 

Predicting
 

the
 

risk
 

of
 

diabetes
 

accurately
 

can
 

intervene
 

and
 

treat
 

diabetes
 

in
 

a
 

timely
 

manner,
 

reduce
 

the
 

risk
 

of
 

patients′
 

pain
 

and
 

infection
 

complications.
 

This
 

paper
 

focuses
 

on
 

exploring
 

the
 

applicability
 

of
 

data
 

mining
 

technology
 

in
 

the
 

diagnosis
 

of
 

diabetes
 

risk
 

prediction
 

and
 

auxiliary
 

diagnosis.
 

Disease
 

feature
 

selection
 

is
 

used
 

to
 

analyze
 

the
 

relevance
 

of
 

features
 

in
 

disease
 

diagnosis,
 

and
 

several
 

machine
 

learning
 

algorithms
 

such
 

as
 

random
 

forests
 

are
 

further
 

utilized
 

to
 

predict
 

the
 

risk
 

of
 

diabetes.
 

The
 

analysis
 

based
 

on
 

the
 

Sylhet
 

diabetes
 

dataset
 

found
 

that
 

7
 

disease-related
 

features
 

are
 

screened
 

out
 

by
 

using
 

SVM-RFE,
 

reducing
 

the
 

number
 

of
 

features
 

by
 

56%.
 

With
 

these
 

disease-related
 

features
 

as
 

input,
 

the
 

training
 

of
 

5
 

machine
 

learning
 

algorithms
 

achieves
 

risk
 

prediction
 

for
 

diabetes
 

with
 

prediction
 

accuracy
 

rates
 

of
 

over
 

90%
 

for
 

each
 

algorithm.
 

Among
 

them,
 

the
 

Random
 

Forest
 

algorithm
 

performs
 

the
 

best,
 

with
 

an
 

accuracy
 

rate
 

of
 

95. 3%
 

in
 

ten-fold
 

cross-validation,
 

an
 

F1 - Score
 

of
 

96. 2%,
 

and
 

an
 

AUC
 

of
 

0. 980.
 

It
 

is
 

demonstrated
 

that
 

machine
 

learning
 

algorithms
 

can
 

accurately
 

predict
 

the
 

risk
 

of
 

diabetes.
 

Using
 

diagnostic
 

features
 

obtained
 

from
 

disease
 

feature
 

selection
 

as
 

algorithm
 

input
 

not
 

only
 

ensures
 

accuracy,
 

but
 

also
 

improves
 

diagnostic
 

efficiency.
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0　 引　 言

糖尿病是一种由胰岛素分泌不足或机体对胰岛

素的反应减弱所引发的慢性代谢疾病,导致血糖水

平异常上升,严重威胁着公众健康。 糖尿病被分为

1 型糖尿病、2 型糖尿病、妊娠期糖尿病以及其他特

定类型的糖尿病,常伴有多尿、愈合延迟、视力模糊、
脱发等症状,并且随着糖尿病病情周期的深入,患者

常常易患并发症,如心血管疾病、肾脏问题、高血压、
中风、眼部疾患,甚至可能导致下肢截肢等[1-2] 。 当

前,中国糖尿病病情不容乐观,成为日益突出的公共

卫生问题。 糖尿病早期的准确诊断有助于患者及时

调整生活方式并接受更有效的治疗,减轻病患痛苦

与感染并发症的风险,同时可缓解治疗糖尿病的医

疗负担。 但糖尿病早期检测指标波动较大,检测率

低且诊断流程较为复杂,因此对糖尿病的防治研究



力度依然有待增强。
在糖尿病的诊治过程中,需从大量临床样本与

数据中,抽取与挖掘糖尿病的诊治信息与知识,协助

医生为糖尿病的诊断提供新的方案。 近年来,随着

数据挖掘技术的快速发展与应用,将其应用于医疗

领域成为研究的热点,关于糖尿病诊断与预测的相

关研究一直在推进[3] ,诊断方法主要分为:
(1)以统计学为基础,包含 Cox 回归、Logistic 回

归等方法。
(2)以机器学习为主,涵盖了决策树、K 近邻算

法(KNN)、支持向量机、XGBoost 以及人工神经网络

等多种算法。
Tabaei 等学者[4] 建立了基于 Logistic 回归用于

筛选糖尿病患者的模型,通过 ROC 曲线进行验证,
证明了模型获得了较高的预测准确性。 受到疾病风

险预测研究的启发,Wilson 等学者[5] 使用不同的临

床特征组合分别建立模型,使用多种方法进行建模

预测,结果发现使用简单临床模型中的特征组合即

可达到较好的预测水平,由于特征易得,使得 FOS
糖尿病风险评估模型(FOS

 

DM
 

risk
 

score)得到了广

泛的临床应用。 李娟等学者[6] 建立基于支持向量

机的糖尿病预测模型,得出基于线性核函数建立的

模型对 2 型糖尿病发生的预测效果较好,并且综合

环境和遗传因素共同作用对 2 型糖尿病的预测准确

率要高于仅考虑环境因素的预测效果。 Xue 等学

者[7] 采 用 支 持 向 量 机、 朴 素 贝 叶 斯 分 类 器 和

LightGBM 等有监督的机器学习算法对 520 例糖尿

病患者和 16 ~ 90 岁潜在糖尿病患者的实际数据进

行训练,实验证明支持向量机针对该数据集效果最

好。 Palimkar 等学者[8]利用不同的机器学习算法进

行早期糖尿病预测,即逻辑回归、随机森林分类器、
支持向量机、决策树、K-最近邻、高斯过程分类器、
AdaBoost 分类器和高斯朴素贝叶斯。 针对 Pima 糖

尿病公开数据集,Kandhasamy 等学者[9] 比较了机器

学习分类器(J48 决策树、K-近邻、随机森林、支持向

量机)对糖尿病患者的分类,对算法的性能进行了

测量,并在准确性、灵敏度和特异性方面进行了比

较。 李佳思[10]同样探索了多种机器学习算法,引入

SHAP 方法进行特征重要性分析。
现有的糖尿病诊断研究将临床上大量的指标特

征全部或者通过人工筛选输入到糖尿病诊断模型

中[11] ,其诊断结果易受到症状波动影响,使得糖尿

病诊断率较低且已处于不可治愈阶段。 利用糖尿病

早期会出现尿频、烦渴等临床特征,通过问诊的形式

可识别患有糖尿病的风险,但糖尿病临床特征较多,
易造成糖尿病问诊过程繁琐且不准确。 本文在糖尿

病患病初期或存在某些临床症状基础上,挖掘糖尿

病最相关临床特征,简化问诊流程,进一步探索机器

学习算法在糖尿病潜在风险预测中的适用性。

1　 资料与方法

1. 1　 数据集

Sylhet 糖尿病诊断数据集( https: / / github. com /
OladosuO) [12]是由孟加拉国 Sylhet 糖尿病医院通过

对最近患上糖尿病的个体或尚且未患糖尿病但存在

某些症状的个体直接进行调查而创建。 数据集包含

520 个样本,分别是 320 名糖尿病患者和 200 名非

糖尿病患者,涉及可能患有糖尿病的 16 个临床特

征,包括多尿症、烦渴、体重减轻、体弱、多食症等,数
据集详细描述见表 1。

表 1　 糖尿病早期诊断数据集属性描述

Table
 

1　 Description
 

of
 

attributes
 

in
 

diabetes
 

early
 

diagnosis
 

dataset

特征 含义 特征描述 / 取值

Age 年龄 16 – 90
 

(years)

Gender 性别 0:
 

Female;
 

1:
 

Male

Polyuria 多尿症 0:
 

No;
 

1:
 

Yes

Polydipsia 烦渴 0:
 

No;
 

1:
 

Yes

Sudden
 

weight
 

loss 体重减轻 0:
 

No;
 

1:
 

Yes

Weakness 体弱 0:
 

No;
 

1:
 

Yes

Polyphagia 多食症 0:
 

No;
 

1:
 

Yes

Genital
 

thrush 生殖器疮口 0:
 

No;
 

1:
 

Yes

Visual
 

blurring 视觉模糊 0:
 

No;
 

1:
 

Yes

Itching 瘙痒 0:
 

No;
 

1:
 

Yes

Irritability 烦躁 0:
 

No;
 

1:
 

Yes

Delayed
 

healing 延迟康复 0:
 

No;
 

1:
 

Yes

Partial
 

paresis 部分偏瘫 0:
 

No;
 

1:
 

Yes

Muscle
 

stiffness 肌肉紧张 0:
 

No;
 

1:
 

Yes

Alopecia 脱发 0:
 

No;
 

1:
 

Yes

Obesity 肥胖 0:
 

No;
 

1:
 

Yes

Class 是否患有糖尿病 0:Negative;
 

1:Positive

1. 2　 疾病特征选择

糖尿病在临床上特征较多,选择能够有效判别

糖尿病风险特征构成特征子集,其过程为疾病特征

选择[13] ,特征选择从统计学检验与特征选择两个层

面进行分析。
(1)统计检验特征在糖尿病样本组间是否具有

显著性差异[14] 。 从医学资料划分的角度,将临床特

征划分为定性属性与定量属性,采用卡方检验判定
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定性属性与是否患有糖尿病的相关情况,核心思想

在于评估理论频数与实际频数之间拟合程度检验,
利用显著性概率判定疾病特征是否相关,进一步利

用列联系数描述疾病与临床特征之间的关联强度;
采用 F 检验判定定量特征与是否患有糖尿病间相

关情况,剖析临床症状与疾病间的关系。
(2)基于递归特征消除的疾病相关特征选择,

以疾病数据集特征全集为搜索起点,以分类器的预

测精度为评价标准,通过循环迭代,消除最不相关的

特征,完成相关特征的排序。 以 SVM 为分类器的

SVM-RFE[15]能够有效地的分析出对诊断结果影响

最相关特征。
1. 3　 基于数据挖掘的糖尿病风险预测

根据已有文献的研究,利用典型的机器学习算

法预测糖尿病风险[9-10,16] ,主要包括:线性模型(逻

辑回归) [17] 、支持向量机[18] 、决策树[19] 、K 邻近算

法[20]和随机森林[21-22] 等经典模型。 针对糖尿病相

关数据集,采用数据挖掘技术对糖尿病风险进行预

测分析,诊病流程如图 1 所示。 研究对此展开分述

如下。
(1)数据预处理。 涉及一定类型特征的独热编

码与缺失数据的检测替换。
(2)疾病诊断特征选择分析。 利用统计检验与

递归特征消除法选择疾病判别最相关属性。
(3)模型构建。 分为模型训练与模型测试。 以

样本特征为输入,对机器学习算法进行训练;利用测

试集对已构建的模型进行预测检验。
(4)模型评估。 主要使用准确率、精确率、召回

率、 F1 - Score、AUC 等指标评估模型在糖尿病风险

预测中的性能。
(5)模型应用。 针对新样本的诊断报告,可通

过构建的模型,对其是否存在患有糖尿病风险进行

预测。

图 1　 基于数据挖掘的糖尿病诊断实现流程

Fig.
 

1 　 Diabetes
 

diagnosis
 

implementation
 

process
 

using
 

data
 

mining

　 　 基于数据挖掘技术对糖尿病风险预测过程可概

述为:将数据集按 8:2 随机划分成训练集与测试集,
分别利用样本全部特征和选择特征作为模型输入、
是否患有糖尿病作为模型的输出,对支持向量机等

5 类机器学习模型逐一进行训练,并利用测试集对

其进行检验。
1. 4　 模型评价指标

在模型训练与测试过程中,采用准确率、精确

率、召回率、 F1 - Score、AUC 等多个指标对模型预

测效果进行评价[9,14] 。
数据集样本按照真实类别与分类模型预测的类

别进行统计汇总,形成 True
 

Positive、False
 

Negative、
False

 

Positive、True
 

Negative 四个统计值,构建混淆

矩阵。 其中,True
 

Positive (TP) 表示样本的真实类

别是正类,并且模型识别的结果也是正类; False
 

Negative (FN) 表示样本的真实类别是正类,但是模

型将其识别为负类;False
 

Positive (FP) 表示样本的

真实类别是负类,但是模型将其识别为正类;True
 

Negative (TN) 表示样本的真实类别是负类,并且模

型将其识别为负类。 基于形成的混淆矩阵,评价指

标的计算如下。
(1)准确率 (Accuracy)。 具体公式为:

Acc = TP + TN
TP + FP + FN + TN

(1)

　 　 (2)查准率 (Precision)。 具体公式为:

Precision = TP
TP + FP

(2)

　 　 (3)查全率 (Sensitive)。 具体公式为:

Recall = TP
TP + FN

(3)

　 　 (4) F1 - Score。 具体公式为:

F1 = 2·Precision·Recall
Precision + Recall

(4)

2　 糖尿病应用实验与分析

2. 1　 糖尿病实验结果

Sylhet 糖尿病数据集, 包括 Gender、 Polyuria、
Polydipsia 等 15 个定性特征与一个定量特征 Age,利
用特征选择剖析疾病症状关联程度。 针对定性特

征,统计疾病与特征之间的频率分布形成的疾病-
属性之间的列联表如图 2 所示。 图 2 中,包括是否

患有糖尿病与性别之间的关系、与体重减轻之间的

关系等。 并且利用卡方检验与 F 检验判别疾病与

特诊之间关系的显著性以及获得其相关程度。 设定

检验水平为 0. 05,判断特征与疾病之间的相关情
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况。 利用 SVM-RFE 递归特征消除法计算获得特征

在疾病判别过程中的重要程度,结果见表 2。

N
P

F M

Gender

N
P

N Y

suddenweightloss

N
P

N Y

Genitalthrush

N
P

N Y

Irritability

N
P

N Y

musclestiffness

N
P

N Y

Polyuria

N
P

N Y

weakness

N
P

N Y

visualblurring

N
P

N Y

delayedhealing

N
P

N Y

Alopecia

N
P

N Y

Polydipsia

N
P

N Y

Polyphagia

N
P

N Y

Itching

N
P

N Y

partialparesis

N
P

N Y

Obesity

图 2　 疾病症状频数统计结果

Fig.
 

2　 Disease
 

symptoms
 

frequency
 

statistics
 

results

　 　 考虑到特征与疾病间的相关性和特征重要性排

序,选择 7 个特征作为疾病诊断相关特征集,包括年

龄、性别两个患者信息与多尿症、烦渴、体重减轻、烦
躁和部分偏瘫五个临床特征。 将数据集按 8 ∶ 2 随

机划分成训练集与测试集,训练集包括 416 个样本,
测试集包括 104 个样本,分别利用样本 16 个特征属

性与构建的疾病诊断特征集 7 个属性特征作为模型

的输入,实现了逻辑回归等 5 类模型训练,构建的糖

尿病诊断决策树如图 3 所示。

表 2　 疾病特征相关分析

Table
 

2　 Disease
 

symptoms
 

correlation
 

analysis

特征 检验方法
显著性

概率

是否

相关

关联

强度

特征重要性

排序

Age F 检验 0. 013
 

0 是 0. 106 3

Gender �
2检验 3. 290e-24 是 0. 406 4

Polyuria �
2检验 1. 741e-51 是 0. 551 2

Polydipsia �
2检验 6. 187e-49 是 0. 541 1

Sudden
 

weight
 

loss �
2检验 5. 969e-23 是 0. 397 5

Weakness �
2检验 4. 870e-08 是 0. 232 15

Polyphagia �
2检验 1. 165e-14 是 0. 320 10

Genital
 

thrush �
2检验 0. 016

 

1 是 0. 104 14

Visual
 

blurring �
2检验 1. 701e-08 是 0. 240 11

Itching �
2检验 0. 830

 

0 否 0. 009 13

Irritability �
2检验 1. 771e-11 是 0. 282 7

Delayed
 

healing �
2检验 0. 327

 

0 否 0. 042 8

Partial
 

paresis �
2检验 1. 565e-22 是 0. 393 6

Muscle
 

stiffness �
2检验 0. 007

 

0 是 0. 117 12

Alopecia �
2检验 1. 909e-09 是 0. 254 9

Obesity �
2检验 0. 127

 

0 否 0. 066 16

　 　 针对多种机器学习算法对糖尿病风险预测的预

测结果,采用准确率、精准率、召回率、 F1 - Score、
AUC 指标对算法进行评价,比较结果见表 3。 利用

测试集进行检验,得到的 5 类算法预测 ROC 曲线如

图 4 所示。

图 3　 糖尿病诊断决策树构建

Fig.
 

3　 Construction
 

of
 

decision
 

tree
 

for
 

diabetes
 

diagnosis
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表 3　 多种算法对糖尿病风险预测结果评价

Table
 

3　 Evaluation
 

of
 

diabetes
 

risk
 

prediction
 

results
 

by
 

multiple
 

algorithms

模型 指标
所有特征

逻辑回归 SVM 决策树 KNN 随机森林

疾病判别相关特征

逻辑回归 SVM 决策树 KNN 随机森林

训练集 Acc 0. 937 0. 944 0. 995 0. 923 1. 000 0. 927 0. 925 0. 966 0. 915 0. 983

Precision 0. 941 0. 949 0. 996 0. 974 1. 000 0. 935 0. 928 0. 987 0. 952 0. 990

Recall 0. 956 0. 960 0. 996 0. 897 1. 000 0. 943 0. 947 0. 955 0. 902 0. 979

F1 - Score 0. 949 0. 954 0. 996 0. 934 1. 000 0. 939 0. 937 0. 971 0. 927 0. 985

AUC 0. 932 0. 940 0. 994 0. 930 1. 000 0. 924 0. 920 0. 968 0. 918 0. 983

测试集 Acc 0. 923 0. 942 0. 961 0. 875 0. 980 0. 923 0. 942 0. 923 0. 817 0. 961

Precision 0. 967 0. 968 1. 000 0. 981 1. 000 0. 945 0. 958 0. 985 0. 935 0. 985

Recall 0. 909 0. 939 0. 939 0. 818 0. 969 0. 945 0. 958 0. 904 0. 794 0. 958

F1 - Score 0. 937 0. 953 0. 968 0. 892 0. 984 0. 945 0. 958 0. 942 0. 859 0. 972

AUC 0. 928 0. 943 0. 969 0. 895 0. 984 0. 908 0. 931 0. 935 0. 832 0. 963
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所有特征用于糖尿病预测 ROC 曲线
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关联特征用于糖尿病预测 ROC 曲线

图 4　 糖尿病预测 ROC 曲线

Fig.
 

4　 ROC
 

curve
 

for
 

diabetes
 

predictions

　 　 进一步,研究基于相同的模型设定,对 Sylhet 糖
尿病数据集采用 10 折交叉验证得到了 5 类机器学

习算法在糖尿病风险预测上的效果,模型综合评估

结果见表 4。

表 4　 10 折交叉验证多种算法对糖尿病预测效果

Table
 

4　 10-fold
 

cross
 

validation
 

of
 

multiple
 

algorithms
 

for
 

diabetes
 

predictions

模型 Acc Precision Recall F1 - score AUC

逻辑回归 0. 913 0. 935 0. 928 0. 930 0. 963

SVM 0. 898 0. 908 0. 934 0. 919 0. 958

决策树 0. 944 0. 966 0. 943 0. 954 0. 952

KNN 0. 898 0. 951 0. 878 0. 912 0. 952

随机森林 0. 953 0. 973 0. 953 0. 962 0. 980

2. 2　 实验结果分析

Sylhet 糖尿病数据集以定性数据为主,其特征

部分为糖尿病早期临床症状。 通过表 4 发现,利用

卡方检验与 F 检验探究疾病与特征的关联关系,检
验发现 13 个特征与是否患有糖尿病是相关的。 其

中,多尿症( Polyuria)和烦渴( Polydipsia)特征与糖

尿病关联强 度 最 大, 瘙 痒 ( Itching )、 延 迟 康 复

(Delayed
 

healing)、肥胖( Obesity) 与是否患有糖尿

病无统计相关。 进一步基于 SVM-RFE 方法特征重

要性排序与相关程度总体上一致,Delayed
 

healing
特征对应的重要性程度排在第 8 位,但是检验样本

组间无显著性差异,所以仅选择 7 个特征作为疾病

判别相关特征,特征数量减少 56%。 根据表 3 与表

4 结果讨论可知,利用机器学习算法对糖尿病风险
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预测总体表现较好,准确率在 90%以上,表明 SVM、
逻辑回归、决策树与随机森林等算法能够利用有效

的糖尿病临床信息进行疾病诊断。 比较全部特征与

关联特征作为输入进行算法学习,在多项指标上均

无显著性差异。 综合比较各类算法,随机森林糖尿

病预测表现最优,利用疾病判别相关特征作为随机

森林的输入,在 10 折交叉验证中准确率为 95. 3%,
精准率为 97. 3%,召回率为 95. 3%, F1 - Score 为

96. 2%,AUC 为 0. 98。

3　 结束语

本文将机器学习算法应用于糖尿病风险预测,
并且探讨了糖尿病与临床特征之间的相关程度,筛
选出疾病诊断相关特征以提升问诊效率。 基于

Sylhet 糖尿病数据集进行数据挖掘实验,从 16 个样

本属性筛选出 7 个疾病诊断相关特征;通过随机构

建训练和测试集与 10 折交叉验证两种形式完成多

种模型的疾病诊断评估,机器学习算法用于糖尿病

诊断在准确率、精确率、召回率、 F1 - Score、AUC 等

指标上均取得了较好的结果。 并且利用样本全部特

征与关联特征分别作为模型输入,在糖尿病诊断效

果上无显著性差异。 针对类似 Sylhet 糖尿病数据集

形式的问诊样本,糖尿病与其他疾病的诊断过程类

似决策树的构建,决策树能够逐步挑选出最有效的

分类指标来对疾病做出诊断,能够提高问诊效率与

准确率,为糖尿病初步诊断提供技术支撑。 将多个

决策树进行组合形成的随机森林在疾病诊断中具有

更好的表现。 因此,随机森林等集成学习算法在疾

病风险预测与诊断中具有较强的适用性。
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