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摘　 要:
 

针对眼科门诊对甲状腺眼病分级诊断时,存在诊断主观性较强、工作量大、判断不准确且医护资源消耗较大的问题,
为此提出一种融合注意力机制和空洞卷积的甲状腺眼病(Thyroid

 

Associated
 

Ophthalmopathy,TAO)患病区域多类别分割方

法。 该方法以 U 型网络(U-Net)作为基础,提出了并行多尺度空洞卷积模块并将其引入下采样底部,通过不同尺度感受野提

取因下采样而丢失的有效信息,以提升模型的特征提取能力;此外,针对眼睛区域较小且 TAO 患者眼睑与巩膜病变后距离发

生改变的问题,提出了融合注意力机制模块,提高模型在通道和空间上特征提取的有效性,有效捕获眼部图像的高级与低级

语义特征,改善眼睑与巩膜边缘处分割效果。 为验证本文方法的有效性,将在数据增强后的 2
 

369 张巩膜和眼睑数据集上进

行训练和预测,实验结果表明所提方法的 Dice 相似系数、平均交并比 (mIoU) 分别达到了 93. 33%、87. 61%,实现了对甲状腺

眼病患病区域的准确分割,可以有效地辅助甲状腺眼病的严重性分级诊断。
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Abstract:
 

In
 

order
 

to
 

solve
 

the
 

problems
 

of
 

strong
 

subjectivity,
 

heavy
 

workload,
 

inaccurate
 

judgment
 

and
 

large
 

consumption
 

of
 

medical
 

resources
 

in
 

the
 

graded
 

diagnosis
 

of
 

thyroid
 

eye
 

disease
 

in
 

ophthalmology
 

clinics,
 

a
 

multi-category
 

segmentation
 

method
 

of
 

Thyroid
 

Associated
 

Ophthalmopathy
 

(TAO)
 

disease
 

area
 

integrating
 

attention
 

mechanism
 

and
 

cavitary
 

convolution
 

is
 

proposed.
 

Based
 

on
 

U-Net,
 

a
 

parallel
 

multi-scale
 

dilated
 

convolution
 

module
 

is
 

proposed
 

and
 

introduced
 

to
 

the
 

bottom
 

of
 

downsampling,
 

and
 

the
 

effective
 

information
 

lost
 

due
 

to
 

downsampling
 

is
 

extracted
 

through
 

different
 

scale
 

receptive
 

fields,
 

so
 

as
 

to
 

improve
 

the
 

feature
 

extraction
 

ability
 

of
 

the
 

model.
 

In
 

addition,
 

in
 

order
 

to
 

solve
 

the
 

problem
 

that
 

the
 

eye
 

area
 

is
 

small
 

and
 

the
 

distance
 

between
 

the
 

eyelid
 

and
 

the
 

scleral
 

lesion
 

changes
 

in
 

TAO
 

patients,
 

a
 

fusion
 

attention
 

mechanism
 

module
 

is
 

proposed
 

in
 

the
 

paper
 

to
 

improve
 

the
 

effectiveness
 

of
 

the
 

model
 

in
 

channel
 

and
 

spatial
 

feature
 

extraction,
 

effectively
 

capture
 

the
 

high - level
 

and
 

low - level
 

semantic
 

features
 

of
 

the
 

eye
 

image,
 

and
 

improve
 

the
 

segmentation
 

effect
 

between
 

the
 

eyelid
 

and
 

scleral
 

edge.
 

In
 

order
 

to
 

verify
 

the
 

effectiveness
 

of
 

the
 

proposed
 

method,
 

the
  

similarity
 

coefficient
  

Dice
 

and
 

mean
 

Intersection
 

Union
 

ratio
 

(mIoU)
 

of
 

the
 

proposed
 

method
 

reach
 

93. 33%
 

and
 

87. 61%,
 

respectively,
 

which
 

realizes
 

the
 

accurate
 

segmentation
 

of
 

the
 

affected
 

area
 

of
 

thyroid
 

eye
 

disease,
 

and
 

could
 

effectively
 

assist
 

in
 

the
 

graded
 

diagnosis
 

of
 

the
 

severity
 

of
 

thyroid
 

eye
 

disease.
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0　 引　 言

甲 状 腺 相 关 眼 病 ( Thyroid
 

Associated
 

Ophthalmopathy,TAO),又称格雷夫斯眼病( Graves′
 

ophthalmopathy,GO),是与甲状腺功能异常密切相

关的一种器官特异自身免疫性疾病,其发病率居成

人眼眶类疾病之首[1] 。 甲状腺相关眼病可导致患

者单眼或双眼眼睑退缩、眼球突出、复视限制性斜

视、暴露性角膜病变和 TAO
 

视神经病变( Dysthyroid
 

Optic
 

Neuropathy,DON)等[2] 。 临床对 TAO 进行严

重性分级主要基于患者眼部症状与特征:眼眶软组

织充血水肿、眼部刺激症状、眼球突出、眼睑退缩、复
视以及视神经病变。 TAO 的严重性分级对于后续

治疗方案具有重要影响,目前世界对 TAO 严重性分

级主要采用欧洲格雷夫斯眼病专家组 ( European
 

Group
 

on
 

Graves’
 

Orbitopathy,EUGOGO) 制定的分

级量表[3] 。 该量表通过眼睑退缩宽度、软组织受

累、眼球突出、复视等症状进行评估,将 TAO 严重性

分为轻度、中重度和极重度三级。
临床 TAO 患者严重性分级的诊断中,眼科医生

往往通过临床经验为患者眼部症状与特征进行评

估。 其中,软组织受累的判断包括眼睑是否水肿与

巩膜是否充血,由于其特征评估需要大量临床经验

作为基础,且受医生主观性影响较大,在实际眼科门

诊的评估诊断中,TAO 的严重性分级诊断需要消耗

医生大量精力与时间。 因此,设计深度学习网络,准
确地对眼睑与巩膜同步进行多类别语义分割,其分

割结果能有效辅助眼科医生判断 TAO 患者软组织

受累状况,提高眼科门诊接诊效率;同时,也能为软

组织受累自动识别模型提供精确的感兴趣区域,提
高自动识别模型的准确率。

近年来,随着深度学习方法的发展,图像分割技

术水平得到显著提升,医学领域越来越多地将图像

分割技术应用于辅助临床诊断。 Ronneberger 等学

者[4]提出具有对称结构的 U 型网络模型—U-Net,
其采用端到端的编码器、解码器的结构,较好地保留

了图像的高低级语义特征,医学图像领域分割已然

成为研究热点。 如今,U-Net 已经出现许多变换形

式,如嵌套 U - Net ( U - Net + +) [5] 、注意力 U - Net
(attention

 

U-Net) [6] 、U-Net3+等[7] ,这些变换体广

泛应用于医学图像的分割中。 Chen 等学者[8] 基于

卷积神经网络,并利用多注意力密集连接,提出用于

虹膜分割的神经网络 MADNet,实现了端到端的虹

膜分割。 Wang 等学者[9]提出在 U-Net 模型收缩路

径和扩展路径之间的中间瓶颈部分嵌入注意力模

块,以加强学习判别能力,实现对巩膜的分割。 Rot
等学者[10]提出了一种使用 SegNet 模型进行巩膜分

割的方法,在 SBVPI 数据集上取得较好的效果。
Fuhl 等学者[11]提出了一个使用循环损失函数训练

生成对抗网络(GAN)在眼睑区域进行分割,优化后

的 GAN 消除了图像中的噪点和遮挡。 徐蓬泉等学

者[12]构建多尺度语义模块等价代替较大的卷积核

获得不同的感受野。 褚张晴晴等学者[13] 在 U 型网

络跳跃连接中加入特征融合模块代替直接拼接操

作,有效融合不同层次的特征信息。 胡帅等学者[14]

在编码器结构加入提取低级特征信息的 MEE 模块,
获取医学图像丰富的边缘信息。 梁礼明等学者[15]

结合 Transformer 提出自校准注意力视网膜分割算

法。 陈家毓等学者[16]提出密集型挤压-激励通道注

意力模块,分别对眼睑、巩膜、泪阜进行分割,但该模

型无法实现眼睑、巩膜区域的多类别同时分割,而且

在实际硬件部署时存在冗余。 综上所述,以上算法

依然存在不足:U-Net 系列在上下采样过程中可能

会丢 失 空 间 信 息, 从 而 导 致 分 割 精 度 下 降。
SegNet[17]模型包含大量的卷积和池化操作,导致模

型的计算量较大,在面对精细图像分割时,只利用了

局部信息进行特征提取,缺乏空间与通道特征的匹

配,因此提取的语义信息并不准确。
受上述工作启发,本文提出一种基于并行多尺

度空洞卷积和注意力机制的分割方法,有效应用于

TAO 患病区域眼睑、巩膜的分割。 该网络基于 U -
Net 的编码-解码框架,在底部融合并行多尺度空洞

卷积(Parallel
 

Multisal
 

Atrous
 

Convolution,PMAC)通

过不同尺度感受野捕获下采样过程中丢失的有效信

息,以提升模型的特征提取能力;此外,提出融合注

意力机制模块(Fusion
 

Attention
 

Module,FAM),将通

道注意力 ( Channel
 

Attention, CA) 与空间注意力

(Spitital
 

Attention,SA) 融合并加入残差连接,使网

络能自适应地学习眼部图像的通道和空间特征信

息,提高病变眼睑与巩膜边缘区域的分割准确率。
最后,该网络在上海交通大学医学院附属第九人民

医院眼科 TAO 患者真实面部彩色图像数据上进行

训练与测试,实现 TAO 患者眼睑、巩膜区域的同时

准确分割,结果表明本文方法具有较好的分割效果。

1　 网络结构

1. 1　 整体框架

本文提出一种基于并行多尺度空洞卷积和注意
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力机制的网络模型,主要由编码器、解码器、并行多

尺度 空 洞 卷 积 模 块 ( Parallel
 

Multisal
 

Atrous
 

Convolution,PMAC)、融合注意力机制模块( Fusion
 

Attention
 

Module,FAM)组成,模型结构如图 1 所示。

3 64 64

128128

256256

512512

10241024

512512

256256

128128

64 64 64 3

FAM模块

PMAC模块

Convolution3?3
MaxPooling2?2
UpSampling3?3

Convolution1?1
Skipconnection

图 1　 网络模型结构图

Fig.
 

1　 Structure
 

diagram
 

of
 

the
 

network
 

model

　 　 输入图像尺寸为 256×256×3 的彩色图像,经过

编码器完成 4 次下采样,每次下采样经过 2 层 3×3
卷积层,提取图像的低级特征,在每个卷积层后使用

ReLU 激活函数引入非线性和防止梯度爆炸,再经

过 2×2 的最大池化层完成一次下采样操作,这使得

输出特征图的尺寸减半,同时保留了主要特征。 经

过 4 次下采样得到尺寸为 16×16×512 的特征图,接
着将 特 征 图 输 入 并 行 多 尺 度 空 洞 卷 积 模 块

(PMAC),在不增加过多参数量的同时,扩大感受野

与获取不同尺度的目标特征。 解码器同样为 4 层,
每一层包含卷积核尺寸为 3×3 的反卷积,将每一层

输出特征图的尺寸扩大为输入特征图的 2 倍,每层

编码器经过融合注意力机制模块( FAM),自适应地

调整特征图中通道和空间维度的权重,与解码器上

采样输出特征图使用跳跃连接进行融合,提高网络

的解码能力。 最后,经过卷积核 1×1 的卷积层压缩

得到尺寸为 256×256×3 的眼睑、巩膜分割图。
1. 2　 并行多尺度空洞卷积模块

在下采样过程中特征图尺寸不断缩小,导致丢

失了部分细节信息和全局上下文信息。 因此,受空

洞空间金字塔池化(ASPP) [18] 和 CE-Net[19] 模块启

发,在不引入过多参数量的前提下,有效提取因下采

样丢失的不同尺度的细节语义信息[20] ,本文设计了

并行多尺度空洞卷积模块( PMAC)。 该模块通过 2
组不同空洞率的空洞卷积[21]连接,同时并联 3×3 卷

积和池化层,获得不同感受野下的特征图,与分别经

过普通卷积和 1×1 卷积的特征图进行拼接,从而获

取分割目标的多尺度信息和细节信息,增强模型的

特征表达能力,在网络底部添加并行多尺度空洞卷

积模块,提高了眼睑与巩膜的分割效果。
　 　 空洞卷积通过调整卷积核的膨胀率,可以在不

增加参数量的前提下实现增大感受野和保持分辨率

的效果,空洞卷积与普通卷积的对比如图 2 所示。

标准卷积
膨胀率为1
感受野3?3

空洞卷积
膨胀率为2
感受野5?5

图 2　 标准卷积与空洞卷积

Fig.
 

2　 Standard
 

convolution
 

and
 

dilated
 

convolution

　 　 普通卷积可以看作是膨胀率为 1 的空洞卷积。
空洞卷积核与标准卷积核的关系如下所示:

K = k + (k - 1) × ( r - 1) (1)
　 　 其中, K 表示空洞卷积核大小;k 表示标准卷积

核大小;r 表示膨胀率。
并行多尺度空洞卷积模块( PMAC)结构如图 3

所示,由 4 层结构组成。 第 1 层为 3×3 标准卷积,输
出特征图尺寸与输入特征图尺寸一致,假设输入特

征图 X input, 第 1 层的计算如下:
y1 = Conv(X input) (2)

　 　 其中, Conv 表示 3×3 卷积, y1 表示第一层的输

出特征图。
第 2、3 层为空洞卷积层,每一层由 2 个空洞卷
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积串联组成,第 2 层空洞卷积的膨胀率分别为 1 和

3,第 3 层空洞卷积的膨胀率分别为 3 和 5。 第 2、第
3 层的计算如下:
  

y2 = Conv(Dilated2(Conv(Dilated1(X input)))) (3)
   

y3 = Conv(Dilated3(Conv(Dilated2(X input)))) (4)
　 　 其中, Conv 表示 3×3 卷积; Dilated 表示该卷积

为膨胀卷积; y2、y3 分别为第 2、3 层的输出特征图。
第 4 层将特征图进行全局平均池化获取全局信

息,再利用双线性插值将特征图恢复至原输入特征

图大小,第四层的计算如下:
y4 = Interpolate(Conv(Poolavg(X input))) (5)

图 3　 并行多尺度空洞卷积模块

Fig.
 

3　 Parallel
 

multi-scale
 

dilated
 

convolution
 

module

　 　 其中, Poolavg 表示全局平均池化;Interpolate 在

此采用双线性插值操作,避免引入过多参数量;y4 表

示第 4 层的输出特征图。
最后,将 4 层网络获取的不同感受野的信息拼

接起来从而获取多尺度信息,提高模块的整体特征

提取能力,输出特征图 Yout 如下:
y4 = Interpolate(Conv(Poolavg(X input)) ) (6)

Yout = Conv(y1 􀱇 y2 􀱇 y3 􀱇 y4) (7)
　 　 其中, Conv 表示 1×1 卷积,用于调整输出通道

数;“􀱇”表示拼接操作; Yout 表示输出特征图。
1. 3　 融合注意力机制模块

眼睑与巩膜的特征辨别对于 TAO 严重性分级

至关重要,由于 TAO 患者眼部病变后,巩膜与眼睑

之间的距离发生改变,且因为眼部区域较小,在图像

分割时往往难以准确地进行同时分割,且在模型下

采样过程中有些无效信息会保留在输出特征图的一

些通道和位置上。 受 SENet[22] 和 CBAM[23] 启发,为
了提高特征提取的有效性,本文设计融合注意力机

制模块(FAM),将其添加到 U 型网络下采样与上采

样的跳跃连接[24]之中。 其中,空间注意力机制与通

道注意力机制在训练过程中能更加精确地获取图像

空间与通道上的高级与低级语义特征、并且去除特

征通道上的无效信息,更准确地区分眼睑与巩膜的

边缘部分。 融合注意力机制模块( FAM) 整体结构

如图 4 所示。

H?W?C MaxPooling

AvgPooling

共享全连接层MLP

MFc

MFs

ELU

ELU

ELU

Conv3?3

Conv5?5

Conv7?7

H?W?C
MaxPooling
&AvgPooling

Input

通道注意力
模块

空间注意力模块

Output

FAM模块

图 4　 融合注意力机制模块图

Fig.
 

4　 Diagram
 

of
 

the
 

fusion
 

attention
 

mechanism
 

module

　 　 通道注意力机制的实现:首先将平均池化与最

大池化同一时间作用于输入特征图 F ∈ RH×W×C, 分

别得到 2 个大小为 1×1× C 的特征向量 F1 和 F2; 接

着,通过多层感知机对 2 个特征图进行降维,将 F1

和 F2 的通道数压缩至原来的 1 / r, 再将其扩张原通

道数 C; 然后,将 2 个特征向量逐元素相加并通过

Sigmoid 激活函数得到具有通道位置权重的特征向

量 MFc, 最后使用该特征向量乘以输入特征图求出
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新特征图 Fc。 计算过程如下所示:
MFc = Sig{MLP(poolavg(F)) 􀱇 MLP(poolmax(F))}

(8)
Fc = MFc 􀱋 F (9)

　 　 其中, Sig 表示 Sigmoid 激活函数; MLP 表示多

层感知机; poolavg 表示全局平均池化; poolmax 表示最

大池化;“􀱇”表示拼接操作;“􀱋”表示特征相乘。
空间注意力机制的实现:首先,将经过通道注意

力机制的特征图 Fc ∈ RH×W×C 作为输入,分别经过平

均池化和最大池化对输入特征图沿通道进行降维,
得到 2 个大小为 H × W × 1 的特征向量 F3 和 F4, 然

后将 2 个特征向量按通道进行拼接得到大小为 H ×
W × 2 的新特征向量;接着利用卷积核尺寸分别为

3×3、5×5、7×7 的卷积,并行对特征进行提取,再经

过 ELU 进行非线性激活,此后将不同尺寸的特征做

加法运算实现特征融合。 最后,使用 Sigmoid 激活

函数得到具有空间信息权重的特征向量 MFs, 将

MFs 乘以特征图 Fc 得到空间注意力机制的输出特

征图 Fs。 计算过程如下所示:
MFs1 = ELU{Conv3×3(poolavg(MFc) 􀱇

poolavg(MFc))} (10)
MFs2 = ELU{Conv5×5(poolavg(MFc) 􀱇

poolavg(MFc))} (11)
MFs3 = ELU{Conv7×7(poolavg(MFc) 􀱇

poolavg(MFc))} (12)
　 　 　 MFs = MFs1 􀱇 MFs2 􀱇 MFs3 (13)

　 　 　 　 　 　 　 　 Fs = MFs 􀱋 Fc (14)
其中, Conv3×3、Conv5×5、Conv7×7 分别表示卷积

核为 3 × 3,5 × 5、7 × 7;
 

poolavg 表示全局平均池化;
poolmax 表示最大池化;“ 􀱇”表示拼接操作,“ 􀱋”表

示特征相乘。
最后,在通道注意力与空间注意力中加入残差

结构,将输入特征图 F 与经过通道注意力和空间注

意力的特征图 MFs 相加,得到最终的特征图 Fout。
在增加网络深度的同时减少额外的计算负担,并且

由于残差连接允许输入特征信息的直接传递,避免

了下采样过程中信息丢失,提高模型泛化能力。 计

算过程如下所示:
Fout = F 􀱇 MFs (15)

　 　 其中,“ 􀱇 ”表示相加操作。

2　 实验结果与分析

2. 1　 数据增强与参数设置

本实验数据来源于上海交通大学医学院附属第

九人民医院眼科,共 658 张 TAO 患者的眼部彩色图

像。 由于在实际采集患者图像的场景中,光照、对焦

等因素对眼部图像会造成一定影响,在模型训练过

程中应当考虑上述情况,因此,本文对原始数据进行

了数据增强。 首先将训练集与验证集按 9:1 随机划

分,接着分别进行数据增强,将原始图像分别经过随

机亮度增强(随机亮度因子为 0. 5 ~ 1. 0)、随机对比

度增强(随机对比度因子为 0. 5 ~ 1. 5)、随机饱和度

增强(随机饱和度因子为 0. 5 ~ 1. 5)。 在增加训练

量的同时,降低模型过拟合现象发生的概率。
本文实验的硬件平台为 CPU: Intel ( R)

 

Xeon
(R)

 

W - 2255
 

CPU
 

@
 

3. 70
 

GHz, GPU: NVIDIA
 

GeForce
 

RTX
 

3090,内存:16
 

GB,软件环境:PyTorch
 

2. 0. 1。 优化器使用 RMSprop 算法,初始学习率设

置为 1 × 10-5, Batch
 

size 设置为 80,Epochs 设置为

40。
2. 2　 损失函数

本文模型的损失函数采用交叉熵损失函数与

Dice 损失函数相加作为最终的损失函数进行模型优

化,分割结果越精确,损失函数值越小。 交叉熵损失

函数的计算如下:

LCE = 1
N∑

i
Li = -

1
N∑

N

i = 1
∑
C

c = 1
yic log pic( ) (16)

其中, N 表示样本数量;C 表示类别数;yic 和 pic

分别表示第 i 个样本第 C 个类别的真实值和预测

值。
Dice 损失函数计算如下:

LDice = 1 -
2 Σ

N

i = 1
piyi

Σ
N

i = 1
p2
i + Σ

N

i = 1
y2
i

(17)

　 　 其中, N 表示样本数量,yi 和 pi 分别表示第 i 个
样本的真实标签与预测结果。
2. 3　 评价指标

本文采用 Dice 系数、平均交并比(MIoU)、召回

率(Recall)、准确率(Acc) 四个评价指标对分割结果

进行评估。 各评估指标的计算公式如下:

Dice = 2 × TP
2 × TP + FP + FN

 

(18)

MIoU = 1
N∑

N

i = 1

TP i

TP i + FP i + FNi

  (19)

Recall = TP
TP + FN

(20)

Acc = TP + TN
TP + TN + FP + FN

(21)
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　 　 其中, TP表示真正例;TN表示真负例;FP表示

假正例;FN表示假负例。 对于MIoU来说,这里N为

3,表示眼睑、巩膜、背景三个类别。 理论上,上述 4
个评价指标越接近于 1,则证明分割效果准确。
2. 4　 对比实验结果

本文所提模型的训练损失曲线如图 5 所示。 为

验证本文所提模型的分割效果,本文所提模型与 U-
Net、UNet+ +、Attention

 

U -Net、Deeplab
 

v3 +[25] 进行

对比实验,实验结果各项评估指标见表 1。

2.0

1.5

1.0

0.5

0 200 400 600 800

迭代数/次

损
失

值

图 5　 本文模型训练损失收敛曲线

Fig.
 

5　 Convergence
 

curve
 

of
 

the
 

training
 

loss
 

of
 

the
 

model
 

in
 

this
 

paper

表 1　 本文模型与不同网络对比结果

Table
 

1　 Comparison
 

results
 

of
 

the
 

model
 

with
 

different
 

networks
 

in
 

this
 

paper %

Net
 

module Dice MIoU Acc Recall

U-Net 91. 87 86. 78 97. 34 93. 31

UNet++ 92. 06 86. 85 97. 52 94. 22

Att
 

U-Net 92. 70 86. 50 97. 30 94. 37

Deeplab
 

v3+ 90. 66 85. 73 96. 08 94. 03

本文模型 93. 33 87. 61 98. 50 93. 30

　 　 从表 1 结果可以得出,本文所提模型的 MIoU
为

 

87. 61%、 Dice 系数为 93. 33%、准确率 (Acc) 为

98. 50%、召回率 (Recall) 为 93. 30%。 其中, MIoU、
Dice 系数和准确率 (Acc) 较 U - Net 分别提高了

0. 96%、1. 59%、 1. 19%, 较 UNet + + 分别提高了

0. 88%、1. 38%、1. 00%,较 Attention
 

U -Net 分别提

高了 0. 68%、1. 29%、1. 23%,较 Deeplab
 

v3+分别提

高了 2. 19%、2. 94%、2. 52%。 这表明本文模型在

TAO 患者眼睑、巩膜区域能够充分提取有效信息,
较其他模型分割精度均有提升。
　 　 图 6 展示了本文所提模型与 U-Net、UNet++、
Attention

 

U-Net、Deeplab
 

v3 +深度学习模型在同一

数据集中的分割结果对比。

(a)原始图像 (b)本文模型 (c)U-Net

(d)Deeplabv3+ (e)UNet++ (f)AttentionU-Net

图 6　 本文所提模型与不同网络分割结果对比图

Fig.
 

6　 Comparison
 

of
 

the
 

model
 

proposed
 

in
 

this
 

paper
 

with
 

the
 

segmentation
 

results
 

of
 

different
 

networks
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　 　 从第 1 个图可以看出本文模型对于巩膜上边缘

与眼睑的分割效果较对比模型更加流畅,UNet++还
存在分割缺失的情况,Deeplab

 

v3+对于巩膜边缘分

割较为粗糙。 从第 2 个、第 3 个图可以看出, U -
Net、UNet++、Attention

 

U-Net、Deeplab
 

v3+均出现了

巩膜下边缘的细小分割错误,且分割效果不清晰。
从第 4 个图可以看出眼睑与巩膜边缘区域的细微分

割处,本文模型更加准确,U-Net、UNet++、Attention
 

U - Net、 Deeplab
 

v3 +在患者巩膜上边缘处分割出

现错误。 综上可知,本文所提模型可以精准地同时

分割眼睑、巩膜区域,并且保留更完整语义信息,对
比模型存在分割边缘模糊、欠分割的情况,表明本文

所提模型对于眼睑、巩膜区域具有更优良的分割效

果。
2. 5　 消融实验

为验证本文所提模型的有效性,采用消融实验

进行验证,对本文所提出的 PMAC 模块、FAM 模块

进行消融实验,实验结果见表 2。 相比于基础网络,
Dice 系数和 MIoU 分别提升了 1. 59%、0. 96%。

表 2　 本文模型不同模块消融实验结果

Table
 

2　 Ablation
 

experimental
 

results
 

of
 

different
 

modules
 

of
 

the
 

model
 

in
 

this
 

paper %

Net
 

module Dice MIoU Acc Recall

U-Net 91. 87 86. 78 97. 34 93. 31
Backbone+PMAC 92. 72 86. 54 98. 36 92. 94
Backbone+

 

FAM 93. 16 87. 85 98. 24 93. 05
本文模型 93. 33 87. 61 98. 50 93. 30

　 　 图 7 展示消融实验的分割情况。 实验结果表明,
引入 PMAC 模块和 FAM 模块均能使分割结果得到提

升。 从图 7(b)可以看出,未引入本文模块时巩膜上

边缘与眼睑衔接处出现分割模糊现象。 从图 7(c)和
图 7(d)可以看出引入 PMAC 模块能有效优化巩膜下

边缘的分割流畅性,单独加入 FAM 模块对于巩膜下

边缘的分割同样有效,但是效果稍弱于 PMAC 模块。
对比图 7(c)和图 7(d)可以看出 PMAC 模块和 FAM
模块对眼睑和巩膜下边缘的分割效果较未使用模块

时更加光滑。 从图 7(a)中可以看出,较未同时引入

PMAC 和 FAM 模块的模型,同时引入 PMAC 和 FAM
模块时,巩膜上边缘细微处的分割效果更加准确。

(a)原始图像 (b)本文模型

(c)U-Net (d)Backbone+PMAC (e)Backbone+FAM

图 7　 本文模型不同模块消融实验结果对比图

Fig.
 

7　 Comparison
 

of
 

ablation
 

experimental
 

results
 

of
 

different
 

modules
 

of
 

the
 

model
 

in
 

this
 

paper
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　 　 消融实验结果表明加入并行多尺度空洞卷积模

块后,模型能在一定程度上减少下采样过程的信息

丢失,分割边缘区域更加光滑;加入融合注意力机制

模块后,模型进一步加强了对分割区域的位置与空

间有效信息的提取,对眼睑与巩膜边缘的分割更加

准确。 综合来看,同时引入并行多尺度空洞卷积模

块和融合注意力机制模块,在整体上和细节上都能

保证分割区域的准确性和流畅性,实现较好的分割

效果。

3　 结束语

针对 TAO 患者严重性分级的诊断过程患病区

域诊断不明确的问题,本文提出的基于并行多尺度

空洞卷积和融合注意力机制的分割方法,有效应用

于 TAO 患病区域眼睑、巩膜的多类别分割。 该方法

以 U 型网络为基础结构,在网络底部引入并行多尺

度空洞卷积模块,在不引入过多参数量的前提下,有
效提取因下采样丢失的不同尺度的细节信息;同时,
在下采样与上采样的跳跃连接中加入融合注意力机

制模块,有效捕获眼部的高级与低级语义特征并融

合通道和空间信息,提高了病变眼睑与巩膜衔接区

域的分割准确率,针对数据集样本量少与实际采集

条件影响,对医院提供数据集进行亮度、对比度、饱
和度增强,实现样本量的扩增与数据增强。 最终,本
文所提模型在数据增强后的数据上获得了准确的分

割效果, MIoU、Dice 系数、 准确率 (Acc)、 召回率

(Recall) 分别达到了 93. 33%、87. 61%、98. 50%、
93. 30%。 本文方法与其他参考文献方法相比, 在

Dice 系数、精度、 召回率、 准确率上均获得最佳性

能。 相比于基础网络,Dice系数和MIoU分别提升了

1. 59%、0. 96%。 说明本文所提模型能够有效地对

TAO 患者眼睑、巩膜患病区域实现多类别同时分

割,分割结果有望辅助眼科医生判断 TAO 患者软组

织受累状况。
由于训练数据集的数量还有待补充,一定程度

上影响了模型的学习效果和泛化能力,因此,后续将

继续与医院展开深度合作,搜集更多 TAO 患者临床

数据,进一步优化模型。
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